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ÚVOD
U nádorových onemocnění je nejčastější tvorba dceřiných ložisek právě v kostních
tkáních (36% všech metastáz), přičemž u 2/3 těchto pacientů se ložiska vyskytují
právě v obratlech. (Kakhki a kol., 2013) Pro časné odhalení tvorby metastáz a sta-
novení lékařské diagnózy se využívá konvenční planární rentgen nebo tomografické
zobrazovací modality, jako zobrazování magnetickou rezonancí (MRI1) nebo rentge-
novou výpočetní tomografií (CT2).

Tedy přesné vymezení jednotlivých obratlů v těchto datech je nezbytnou sou-
částí podpůrných diagnostických systémů (CADx3) pro automatickou počítačovou
analýzu kostí u onkologických pacientů, která velkou měrou přispívá ke stanovení
správné a časné diagnózy. I mírné odchylky v segmentaci obratlů mohou způsobo-
vat nemalé problémy v následné analýze např. kortikální části či deformací obratlů,
detekce a klasifikace nádorových ložisek nebo sledování jejich vývoje během terapie.

U onkologických pacientů se mnohdy vyskytují různé typy vychýlení páteře, de-
formace obratlů či jejich denzitní změny vlivem přestavby kostní tkáně (tvorba lo-
žisek, kalcifikace). Z těchto důvodů se nejedná o běžnou problematiku zpracování
obrazů, a standardní detekční a segmentační metody selhávají. Ukazuje se tedy, že je
nezbytné přistoupit k zavedení sofistikovanějších přístupů a jejich kombinací, včetně
využití moderních metod umělé inteligence. Takové metody musí zohledňovat velmi
časté již zmíněné intenzitní a tvarové odchylky obratlů u těchto pacientů. Jelikož
se jedná o skupinu lidí většinou s vyšším věkem, nejsou tyto odchylky dány pouze
nádorovým onemocněním, ale také přirozeným vyplavováním vápníku, degradací
kortikální části nebo degenerativním onemocněním disků páteře.

Výzkum algoritmů pro analýzu časového vývoje kostních nádorů a jejich ode-
zvy na terapii byl realizován ve spolupráci s firmou Philips Healthcare Nederland
a onkologickým centrem I.R.S.T v Meldole, Itálie. Tato disertační práce se zabývá
návrhem, realizací a ověřením algoritmů pro detekci páteře, obratlů, jejich identi-
fikaci a segmentaci. Následně tyto vysegmentované a identifikované objekty slouží
jako vstup do dalších částí CADx systému umožňujících analýzu kortikálních částí,
analýzu minerální kostní denzity (BMD4) a zejména detekci, segmentaci a klasifi-
kaci nádorových lézí. Výsledné algoritmy následně významně usnadňují a urychlují
práci radiologických expertů s CT daty během stanovování diagnózy, odstraňují ru-
tinní úkony a eliminují chyby lidského faktoru vyplývající právě z rutinních prací (z
nepozornosti, únavy atd.).

1z anglického názvu „Magnetic rezonance imaging“
2z anglického názvu „Computed tomography“
3z anglického názvu „Computer-aided diagnosis“, kde 𝑥 slouží jako odlišovací znak od stan-

dardní zkratky CAD pro „Computer-aided design“
4z anglického názvu „Bone Mineral Denzity“
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1 FORMULACE PROBLÉMU
Segmentací obratlů rozumíme vymezení specifické oblasti v objemových CT datech
zahrnující trabekulární a kortikální části těl a výběžků obratlů nebo jejich hranic.
Cílem je ovšem vyvinout automatický či alespoň poloautomatický přístup obsahu-
jící minimum manuálních kroků. Získání finálních segmentací jednotlivých obratlů
obecně vede přes několik základní kroků: detekce páteře, lokalizace obratlů a jejich
identifikace a finální segmentace.

Na první pohled vysoce kontrastní kortikální část obratlů nabízí zdánlivě mož-
nost snadného definování hranic segmentů. Nicméně s ohledem na komplikovaný
tvar obratle, návaznost sousedních obratlů či napojení žeber na hrudní část páteře
se ukazuje tato problematika velmi komplexní a jako dosud ne dokonale vyřešený
úkol. Navíc úspěšnost segmentace může být výrazně ovlivněna přítomností nejrůz-
nějších artefaktů nebo chirurgických implantátů. Další komplikací je variabilita mezi
pacienty z hlediska intenzit a tvarů obratlů, dále rozdíly v počtu obratlů či zakři-
vení páteře. Kontrastní rozlišení obratlů závisí také zejména na množství uložených
minerální látek, které se mění se zvyšujícím se věkem, zeměpisnou oblastí, životo-
správou, pohlavím atd., což výrazně snižuje robustnost standardních přístupů. Navíc
z hlediska výskytu patologií (fraktury, degenerativní onemocnění, nádorové léze aj.)
je třeba segmentační přístupy adaptovat (či navrhovat zcela nové) i s ohledem na
dostupné databáze skenů, cílovou skupinu pacientů nebo na další využití segmen-
tovaných objemů. Standardní metody v těchto případech vykazují malou úspěšnost
nebo zcela selhávají, zejména u onkologických pacientů s páteřními metastázami.

Komplexní a dostatečně univerzální řešení problém není dosud v literatuře do-
stupné. Někteří autoři se zabývají pouze segmentací, přičemž neřeší např. detekci
páteře a jednotlivých obratlů, nebo jejich identifikaci. Na druhé straně existuje ně-
kolik publikací prezentujících metodiku, která se specializuje pouze na tyto dílčí
části.

Obr. 1.1: Ilustrativní grafické vyobrazení formulace problému segmentace obratlů
v originálních CT datech, které předchází nalezení páteře a obratlů včetně jejich
identifikace.
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2 SOUČASNÝ STAV ŘEŠENÍ PROBLÉMU

2.1 Přístupy k detekci páteře a lokalizace obratlů
Pro detekci páteře představili autoři Hanaoka a kol. (2010) přístup založený na fito-
vání modelu a Ibragimov a kol. (2015) aplikovali klasifikátor SVM1 s HoG2 příznaky.
Autoři Zukić a kol. (2014) publikovali algoritmy pro lokalizaci obratlů založené
na metodě AdaBoost. Dále často využívanou zobecněnou Houghovu transformaci
pro tento účel lokalizace obratlů představili Forsberg (2015). Přehled publikovaných
technik pro lokalizaci obratlů shrnuli autoři Garg a Mittal (2014).

2.2 Přístupy pro identifikaci obratlů
Tyto přístupy často kombinují lokalizaci obratlů a jejich následnou identifikaci. Me-
tody strojového učení pro detekci a identifikaci obratlů využili např. Chu a kol.
(2015) nebo Cai a kol. (2015). Glocker a kol. (2012) publikovali přístup identifikace
obratlů založený na kombinaci náhodných regresních stromů a skrytých markov-
ských polích. Jinou kombinaci publikovali autoři Liao a kol. (2018), a to spojení
konvoluční a rekurentní sítě, konkrétně LSTM3. Byla také publikována speciální ar-
chitektura CNN pro lokalizaci a identifikaci obratlů autory Sekuboyina a kol. (2018)
nazvaná „BtrFly Net“. Nejnovější přístup publikovaný autory Chen a kol. (2019) je
založený na kombinaci CNN a skrytého markovského modelu.

2.3 Přehled přístupů pro segmentaci obratlů
I přes obtížnost tyto algoritmy kategorizovat jsou metody členěny do několika cha-
rakteristických skupin vycházejících z různého stupně využití apriorní tvarové infor-
mace. (Jakubicek a kol., 2018)

Bez využití tvarové znalosti

Výhodou těchto algoritmů založených na prostých metodách je snadná algoritmizace
a nízká výpočetní náročnost, ovšem na úkor robustnosti a přesnosti segmentace.
Nejjednodušší metody segmentace využívající prahování využili např. autoři Kelm
a kol. (2013) nebo shlukovací analýzy SLIC4 autoři Courbot a kol. (2015). Kombinaci
více segmentačních „level-set“ přístupů aplikovali Ruiz-España a kol. (2015), která
má zajistit robustnější, přesnější a rychlejší segmentaci obratle.

1metoda strojového učení z anglického „Support Vector Machine“
2histogram orientovaných gradientů
3z anglického „Long Short Term Memory“
4z anglického „Simple Linear Iterative Clustering“
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Využití „slabé“ tvarové informace

Snahou autorů je vnést informaci o tvaru obratle např. do „level-set“ metody (Lim
a kol., 2013) , čímž zajistili větší robustnost metody vůči chybějícím nebo nevýraz-
ným částem obratlů. Jiné metody využívají výrazně zjednodušené modely obratlů
prostými geometrickými útvary, např. 2D křivkový modelem (Yao a kol., 2006) nebo
jako v případě Stern a kol. (2011) „superquadric“ model. Tyto modely ovšem ne-
přinášejí výrazné zlepšení při výskytu různých patologií a navíc neberou v úvahu
celistvý tvar obratle, včetně spojení se sousedními.

Metody využívající intenzitní modely

Zavedení atlasu modelů je cestou k silnějšímu vlivu tvarové informace. Průměrné
tvarové modely jsou deformovány pod vlivem obrazových dat (Hardisty a kol., 2007;
Peter a kol., 2013) pomocí nejrůznějších optimalizačních metod. Trendem je zavedení
znalosti o pozicích sousedních obratlů (Peter a kol., 2013; Forsberg, 2015), které eli-
minuje překryvy deformovaných obratlů či začlenění intervertebrálních disků (IVD)
do segmentovaného objemu.

Metody využívající mřížkové modely

Výhodou těchto modelů oproti intenzitním je přirozená možnost vnést do modelu
jak průměrný tvarový model (Ma a kol., 2010; Ibragimov a kol., 2015) tak i jeho
přípustné tvarové varianty (tzv. statistický mřížkový model - SSM5). Tento model
je nejčastěji vytvořen pomocí analýzy hlavních komponent, kde stupeň možné va-
riability je dán počtem vlastních vektorů zařazených do modelu. Řešení hlavního
nedostatku těchto metod, tj. adaptace bez vlivu sousedních obratlů, navrhli např.
autoři Korez a kol. (2015b) nebo Castro-Mateos a kol. (2015), nebo dále zanesení
informace i o ostatních možných tvarových či intenzitních variantách řešili např.
Hammernik a kol. (2015).

Speciální modely a jejich kombinace

Kombinace modelů dovolují jejich vzájemné doplnění, které dává možnost využít
jejich výhodné vlastnosti nebo naopak jejich nevýhody potlačit. Algoritmy spoju-
jící statistický mřížkový tvarový a intenzitní model jsou publikované autory např.
Klinder a kol. (2009) nebo Cai a kol. (2015). Reprezentaci tzv. kloubního modelu
páteře pomocí nelineárního nízkodimenzionálního manifoldu, který definuje globální
tvarové varianty doplněné mřížkovým modelem publikovali Kadoury a kol. (2013).

Přístupy založené na strojovém učení

I když metody z oblasti konvolučních neuronových sítí nabízí samočinnou extrakci,
selekci i redukci příznaků, ukazuje se, že je pro účely segmentace páteře a obratlů ne-

5z anglického „Statistical Shape Mesh model“
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zbytné zavedení nejrůznějších rozšíření, složitějších architektur či specifického „post-
procesingu“. Navíc tyto algoritmy obecně vyžadují učení na rozsáhlé databázi ma-
nuálně anotovaných dat, jejichž získávání je obtížné a často problematické.

Pro komplexní systém cílený na lokalizaci, identifikaci i segmentaci obratlů pub-
likovali např. autoři Chu a kol. (2015), který je založený na rozhodovacích stromech.
Prezentované jsou také nejrůznější modifikace standardních segmentačních sítí, např.
V-Net (Milletari a kol., 2016) pro segmentaci v medicínských datech obecně, nebo
N-Net (Zhou a kol., 2018) cílený konkrétně pro segmentaci obratlů. Naopak autoři
Zareie a kol. (2018) nebo Qadri a kol. (2019) se zaměřili spíše na využití nestan-
dardních sítí a architektur, např. „Pulse coupled neural network“ nebo „Deep Belief
network“).

Přehledový článek pro využití strojového učení v oblasti analýze medicínských
obrazů publikovali autoři Galbusera a kol. (2019) a konkrétně v oblasti analýzy
páteře autoři Litjens a kol. (2017).
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3 CÍLE DISERTAČNÍ PRÁCE
Cílem disertační práce je navrhnout a ověřit metody pro vymezení povrchů jednot-
livých obratlů v 3D CT datech onkologických pacientů, u kterých se velmi často
vykytují tvarové a intenzitní změny vlivem nejrůznějších patologických stavů. Sou-
částí zpracování je vymezení oblasti páteře v datech, detekce a identifikace jed-
notlivých obratlů (jejich pořadí v páteři) i v případech neúplných páteří, a následná
segmentace jednotlivých obratlů. Pro evaluaci úspěšnosti detekce je třeba navrhnout
metodiku hodnocení, vytvořit anotovanou databázi a zhodnotit výsledky v porov-
nání s publikovanými algoritmy, včetně využití veřejných databází. Snahou je také
ověřit možnosti plné automatizace těchto algoritmů, ovšem při současném zachování
možnosti určité kontroly mezivýsledků lékařským expertem.

Masky obratlů, které jsou výsledkem zmíněného segmentačního postupu, slouží
dále jako vstup do algoritmu pro analýzu nádorových lézí současně vyvíjeného Ing.
Jiřím Chmelíkem v rámci jeho disertační práce a do dalších analytických nástrojů.

Jádrem disertace je tedy návrh, realizace a ověření přístupů k dosažení stanove-
ných čtyř základních cílů:

1. Detekce páteře v CT datech – cílem je navrhnout a ověřit metody pro
algoritmus umožňující v CT datech vymezit oblast páteře, tedy její začátek
a konec, a detekovat průběh (zakřivení) páteřní osy. Algoritmy by měly být
robustní vůči akvizičnímu protokolu CT, výskytu artefaktů i neúplnosti na-
skenované páteře a plně automatické.

2. Detekce intervertebrálních disků – dalším cílem je navrhnout a ověřit au-
tomatické řešení lokalizace meziobratlových disků (IVD), i s možností následné
lékařské kontroly. Z těchto pozic IVD jsou poté odvozeny pozice jednotlivých
obratlů.

3. Identifikace obratlů – tento krok je nesnadným úkolem dokonce i pro zku-
šeného radiologa. Obtížný je zejména v případě nasnímání nekompletní páteře
a je zatěžován zejména přítomností patologických projevů. Cílem je navrhnout
a ověřit postupy pro automatickou identifikaci všech detekovaných obratlů v
nasnímaném segmentu páteře a zhodnotit jejich úspěšnost.

4. Segmentace obratlů – úkolem je otestovat a modifikovat původní segmen-
tační algoritmus vyvinutý v rámci disertace (Peter, 2013), poněvadž při testo-
vání na rozsáhlejší medicínské databázi se ukázaly určité nedostatky: vysoká
časová náročnost, selhání vlivem některých výrazných deformací obratlů nebo
zahrnutí intervertebrálních disků do segmentovaného objemu. Budou tedy na-
vrženy a ověřeny vhodné modifikace a rozšíření algoritmu řešící tyto proble-
matické situace.
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4 VLASTNÍ ŘEŠENÍ

4.1 Pacientská databáze
V rámci řešení této práce bylo postupně získáno pět souborů dat (tabulka 4.1)
obsahující nejrůznější CT skeny, které ovšem byly dostupné v různých fázích návrhu
a realizace navržených algoritmů, a proto jsou v dílčích částech práce využívány
také odlišné databáze. Pro vývoj a testování nových metodických přístupů analýzy
páteře byla vytvořena Databáze 1 obsahující 49 pacientských CT dat nasnímaných
v osteo–onkologickém centru I.R.S.T.1 v Meldole v Itálii. Soubor dat byl dostupný
již v prvotních fázích řešení disertační práce, a proto byla tato data využita zejména
pro vývoj metodiky a trénování modelů. Dále byly zejména pro testování využity
veřejně dostupné databáze (2, 3, 5) v repozitáři „SpineWeb“2. Poslední, označovaná
jako Databáza 4, je kombinací skenů z různých pracovišť (Fakultní nemocnice u
sv. Anny v Brně, Všeobecná fakultní nemocnice v Praze aj.) s různými akvizičními
parametry.

Tab. 4.1: Přehledová tabulka dostupných pacientských databází shrnující jejich zá-
kladní charakteristiku

# Pacientů Vyšetření Obratlů Kontrastních
vyšetření

Celých
páteří

Segmentů
s C1-2

Segmentů s
křížovou kostí

Snímaná
část

Databáze 1 25 49 1012 18 29 31 46 C, Th, L
Databáze 2 N/A 242 2667 N/A 1 92 120 C, Th, L
Databáze 3 N/A 60 625 N/A 0 26 19 C, Th, L
Databáze 4 70 70 938 25 11 10 31 C, Th, L
Databáze 5 20 20 374 N/A 0 0 20 Th, L

4.2 Metodika nalezení průběhu páteřního kanálu
Hlavním cílem v této části je nalezení průběhu páteřní osy, která je definovaná jako
středová linie páteřního kanálu (žlutá křivka na obrázku 4.1). Metodika je založena
na trasování páteřního kanálu pomocí navržené metody optimálních kružnic. V kaž-
dém 2D axiálním řezu jsou nalezeny optimální parametry kružnice (střed a poloměr
dle rovnice 4.1) vepsané do páteřního kanálu, který je obklopený kortikální kostí
tvořící obratlový otvor tzv. foramen vertebrale.

Byl navržen iterativní optimalizační proces se specifickými kriteriálními parame-
try a řídícími funkcemi. V jednotlivých iteracích jsou upravovány parametry kružnice

𝑟𝑖+1 = 𝑟𝑖 + 𝜇𝑒
− (𝐶𝑟−1)2

2𝜎2
𝑟 , s𝑖+1 = s𝑖 + 𝜆𝑖 s𝑖 − p3

𝑖

‖s𝑖 − p3𝑖‖
(4.1)

kde parametr 𝑟𝑖 značí poloměr v 𝑖-té iterací a s𝑖 pozici středu aktuální kružnice. 𝐶𝑟

je intenzitně založené kriterium pro určení velikosti změny poloměru a znaménko
1Istituto Scientifico Romagnolo per lo Studio e la Cura dei Tumori S.r.l.
2dostupné z http://spineweb.digitalimaginggroup.ca/
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Obr. 4.1: Ukázka výsledného trasování páteřního kanálu s červeně vyznačeným kon-
cem a začátkem páteře v koronálním (nalevo) a sagitálním (napravo) řezu definova-
ném podél detekovaného kanálu.

parametru 𝜇 rozhoduje o nárůstu či zmenšování poloměru (viz rovnice 4.2). Změna
polohy středu kružnice je dána směrem od pozice pixelu p3 s maximálním jasem na
kružnici a krokem 𝜆, jehož velikost je určena dalším intenzitně založeným kriteriem
𝐶𝑡 dle rovnice 4.2.

𝜆 = 1 − 𝑒
− (𝐶𝑡−1)2

2𝜎2
𝑡 , 𝜇 =

⎧⎨⎩ 1 𝑝𝑜𝑘𝑢𝑑 𝐶𝑟 ≤ 1
−0.2 𝑝𝑜𝑘𝑢𝑑 𝐶𝑟 > 1

(4.2)

Parametry 𝜎2 byly nalezeny experimentálně. Inicializace středu kružnice, který musí
ležet v páteřním kanálu, byla navržena ve dvou verzích; první založená na přizpůso-
bené filtraci s intenzitním modelem obratle a druhá založená na učící se neuronové
síti (R-CNN) určené k detekci objektů (zde označena CordCNN). Konce páteře,
tedy ukončení trasování, jsou definovány okrajovými 2D axiálními řezy (na obrázku
4.1 vyznačené červenými křížky), které již neprochází páteří tj. obratly C, Th, L.
Detekce takových řezů byla opět provedena pomocí přizpůsobených filtrů a alterna-
tivně pomocí klasifikační CNN (zde označené SpineCNN). Pro zvýšení úspěšnosti
nalezení inicializačních středů kružnic, byl zaveden populační přístup (PA) zalo-
žený na alternativním trasování z více nalezených bodů a dále byla také navržena
speciální kriteria pro výběr elitního člena populace páteřních os.

4.3 Metoda detekce intervertebrálních disků
Detekce meziobratlových disků (IVD) je založená na prostorově variantní filtraci
jasového profilu páteře. Pomocí geometrické transformační funkce odvozené z páteřní
osy se provede rektifikace, která eliminuje zakřivení páteře (v literatuře Klinder a kol.
(2009) uváděné jako CPR data).

Pro určení 𝑥-souřadnic IVD je použit 2D sagitální řez dle páteřní osy. S využitím
nelineárních operátorů – anizotropního maximového filtru, adaptivního prahování a
morfologických operací – je získán binární objekt reprezentující průběh těl páteře
(obrázek 4.2). Průběh jeho skeletu (zelená křivka na obrázku 4.2), který je získán po-
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mocí skeletonizace založené na maximálních kružnicích (Choi a kol., 2003), definuje
přímo 𝑥-souřadnice IVD.

Obr. 4.2: Ukázka 2D obrazů v mid-sagitálním pohledu v jednotlivých krocích algo-
ritmu. Nahoře středový řez poloprahovaných CPR dat, uprostřed po aplikaci neline-
árních filtrů a binarizaci, a dole po morfologických úpravách se skeletonem objektu
zvýrazněným zeleně, který odpovídá hledané ose těl obratlů.

Z pozic tohoto skeletu je získán jasový profil původních intenzit (černá křivka na
obrázku 4.3 napravo), který je dále předzpracován (modrý signál). Následuje prosto-
rově variantní filtrace, jejíž mezní frekvence (obrázek 4.3 uprostřed) jsou definované
statistickým modelem (obrázek 4.3 nalevo). Výsledkem je filtrovaný signál (červeně
na Obr. 4.3 napravo) jehož pozice lokálních maxim odpovídají 𝑧-souřadnicím IVD.

Obr. 4.3: Nalevo: 3D vyobrazení hodnot délek obratlů z manuálně anotovaných dat v
závislosti na délce a nasnímané části páteře s nalícovanými LMS plochami - střední,
horní a dolní. Uprostřed: Ukázka odvozených mezních frekvencí IIR filtrů pro kon-
krétního pacienta s délkou páteře 47 cm. Napravo ukázka jasového profilu, jeho
předzpracované verze a výstupního signálu z adaptivní IIR filtrace.

4.4 Identifikace obratlů
Pro identifikaci obratlů, tj. určení typu obratle a jeho pořadí, byly navrženy a ově-
řeny dva přístupy. U prvního je hlavním principem porovnání kernel-PCA modelů s
testovaným obratlem a následnou optimalizací získané podobnostní matice pomocí
dynamického programování. Obdobná optimalizace je využita také u druhého pří-
stupu, nicméně zde je nyní podobnostní matice získána pomocí CNN označované
jako IdentCNN.
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Přístup založený na kernel-PCA

V prvním přístupu bylo z Databáze 1 náhodně vybráno a afinně slícováno 240 obratlů
(10 od každého typu obratle). Z jejich gradientních reprezentací byly vytvořeny
pomocí nelineární PCA s gaussovským jádrem PCA-modely, pomocí nich je pro
každý testovaný páteřní segment o délce 𝑀 obratlů získána matice podobností Q,
jejíž prvky jsou

𝑞𝑖,𝑗 =
⃦⃦⃦
v𝑖

𝑡𝑟 − v𝑗
𝑡𝑒𝑠𝑡

⃦⃦⃦
, (4.3)

kde v𝑗
𝑡𝑟 je vektor charakteristických příznaků získaných z PCA pro 𝑖tý model obratle

a v𝑗
𝑡𝑒𝑠𝑡 je vektor příznaků pro 𝑗tý testovaný obratel. Euklidovské vzdálenosti mezi

vektory z matice V𝑡𝑟 a vektorem v𝑗
𝑡𝑒𝑠𝑡 určují vektor distancí, charakterizující podob-

nost testovaného 𝑗tého obratle s každým modelem; pro 𝑀 testovaných obratlů tak
získáme matici podobností Q.

Přístup založený na klasifikaci pomocí CNN

U druhého přístupu je získána obdobná matice Q pomocí klasifikační CNN. Ve fázi
návrhu byly uvažovány tři různé standardní architektury sítě: AlexNet, Inception-v3
a VGG-16. Na základě porovnání jejich úspěšností byla zvolena v této aplikaci ar-
chitektura Inception-v3. Vstupem do těchto sítí jsou tři 2D axiální řezy ze CPR dat:
jeden řez na pozici aktuálně testovaného centroidu obratle a dvou sousedních (obrá-
zek 4.4). Architektury sítí musely být přirozeně pozměněny zejména na posledních
třech vrstvách určených k finální klasifikaci.

Obr. 4.4: Ukázka 2D axiálních řezů CPR dat vstupujících do IdentCNN vyobrazené
jako RGB obraz (zelený středový, červený a modrý sousední řezy). Zleva druhý krční,
hrudní a bederní obratel.

Výstupem z této sítě po představení všech testovaných obratlů je díky „softmax“
vrstvě matice pravděpodobností zařazení do dané kategorie, tedy obdoba matice Q.
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Přiřazení pořadí testovaným obratlům

Z důvodu přítomnosti lokálních extrémů v matici Q, jejichž pozice nemusí odpovídat
správné identifikaci daného obratle, byl navržen optimalizační přístup s regularizací,
který spočívá ve výpočtu nové skórovací matice

S = 𝜔S𝑄 + S𝑅. (4.4)

dané váhovaným součtem dvou dílčích skóre, kde první z nich,

𝑆𝑖,𝑗
𝑄 = 𝑞𝑖,𝑗 − 𝑚𝑖𝑛(q𝑗)

𝑚𝑎𝑥(q𝑗) − 𝑚𝑖𝑛(q𝑗) , (4.5)

reprezentuje lokálně normalizovanou matici Q. Druhé dílčí skóre,

𝑆𝑖,𝑗
𝑅 = 𝑒𝑥𝑝

(︃
−(𝑎𝑟𝑔 max𝑖(q𝑗

𝑖 ) − 𝑖)2

2𝜎

)︃
, (4.6)

slouží jako regularizace příliš silné penalizace při průchodu mimo lokální extrémy.
Následně v této skórovací matici je metodou založenou na dynamickém programování
(Needleman a Wunsch, 1970) nalezena optimální cesta, která každému testovanému
obratli přiřadí právě jeden model o známém indexu.

4.5 Segmentace obratlů
Vymezení oblastí obratlových těl a jejich výběžků je založeno na adaptaci inten-
zitního modelu páteře na spinální CT data s využitím registračních technik s py-
ramidovým přístupem. Tato část navazuje na disertační práci (Peter, 2013), která
se zabývala návrhem algoritmu pro segmentaci obratlů pomocí registračních tech-
nik intenzitních modelů. Tento algoritmus byl v rámci této disertační práce výrazně
modifikován:

• modifikace intenzitních modelů
– doplnění chybějících modelů koncových obratlů C1–2 a L5
– geometrické transformace modelů do CPR domény
– začlenění žeber do hrudních modelů

• návrh nového segmentačního přístupu
– přechod z komplikované třináctikrokové registrace na sérii tří registrací
– lícování dat s eliminovanými okolními měkkými tkáněmi
– adaptace modelu celistvé páteře
– segmentace žeber v rámci lícování modelu páteře
– využití vzájemné informace jako podobnostního kriteria

• snížení časové náročnosti – jako důsledek zmíněných modifikací.
V první fázi je vytvořen individuální model páteře s předregistrací respektující prů-
běh osy páteřního kanálu, díky čemuž je algoritmus robustní vůči zborcení či frak-
turám obratlových těl nebo patologickému zakřivení páteře (skolióze).
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Obr. 4.5: Ukázka inicializačního umístění páteřního modelu v páteřních CT datech
dle individuálních parametrů pacienta.

V další fázi dochází ke dvouúrovňovému zarovnání páteřního intenzitního modelu
k referenčním poloprahovaným páteřním datům. Pro nalezení deformační matice
byla použita pyramidální B-splajnová registrace s gradientní optimalizací (ASGD3)
a kriteriem vzájemné informace s využitím volně dostupného softwaru Elastix (Klein
a kol., 2010). Během registrace byly využity binární masky definující pozice měkkých
tkání, které určují pixely v obraze dostupné pro výpočet kriteriální funkce. Tím je
docíleno, že hranice výsledných segmentů ignorují kontrastní části v poloprahova-
ných datech a odpovídají pozicím právě kortikálních částí obratlů.

Jemné úpravy hranic segmentů jsou provedeny pomocí metody řezu grafem vy-
cházející z diplomové práce (Kodym, 2017). Pomocí tohoto standardního algoritmu
je docíleno segmentace jen v povoleném okolí již vysegmentovaných hranic a tím
docíleno jejich jemného doladění.

4.6 Finální program
Jednotlivé navržené algoritmy byly implementovány a testovány v programovacím
prostředí Matlab® 2014a - 2018a. Pro testování celkového přístupu a následné možné
využití v klinické praxi byly všechny dílčí algoritmy zahrnuty do finálního programu
vybaveného uživatelským rozhraním. Je možnost využití jednoho ze dvou režimů:
plně automatický přístup bez nutnosti zásahu uživatele, a nebo režim s možností
uživatelské korekce případných nepřesností u stěžejních částí, zejména po detekci
disků a jejich identifikaci. Analýza vlivu těchto nepřesností a možností využití au-
tomatického režimu Jakubicek a kol. (2019b) je rovněž součástí disertační práce.

3adaptivní stochastická gradientní metoda
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5 VÝSLEDKY A DISKUZE

5.1 Detekce páteře
Hodnocení úspěšnosti nalezení páteře a jejího průběhu bylo založeno na experty ma-
nuálně definovaných průběhů páteřních kanálů, včetně identifikace okrajových řezů
páteře. Na základě dosažených výsledků, uvedených v Tabulce 5.1, lze konstatovat,
že přístup využívající sérii CNN dosahuje o 21% správně detekovaných případů než
metoda přizpůsobených filtrů. Ukázky správné detekce páteřní osy jsou uvedeny na
obrázku 5.1. Výsledky jiných autorů nebylo možné porovnat z důvodu nedostupnosti
těchto algoritmů v literatuře a dále standardních hodnotících metrik či anotovaných
databází.

Tab. 5.1: Výsledky algoritmu na souboru náhodně vybraných 130 CT skenů. Vý-
sledky jsou uvedeny pro dva testované algoritmy, které slouží v navrženém přístupu
k detekci bodů (konců páteře a inicializačních bodů pro trasování); a to Přizpůso-
bená filtrace (PF) a série CNN. Úspěšnost detekce udává procento správně naleze-
ných páteřních os dle expertní validace a Vzdálenostní chyba vyjadřuje průměrnou
vzdálenost detekované osy od průběhu osy manuálně určené.

Metoda detekce bodů Úspěšnost detekce [%] Vzdálenostní chyba [mm]
Přizpůsobená filtrace 68,3 0, 87 ± 2, 11

Kombinace CNN 89,4 0, 34 ± 1, 69

Obr. 5.1: Ukázka správného trasování páteřního kanálu s využitím série CNN v pro-
blematických případech – přítomnost artefaktů z kovových implantátů, přítomnost
patologií nebo výrazných deformací páteře či obratlů. Žlutá křivka znázorňuje vý-
slednou osu páteřního kanálu, červené body jsou potencionální inicializační body pro
trasování, přičemž zelený je optimální počáteční bod použitý pro výsledné trasování.

5.2 Detekce intervertebrálních disků
Nejlepší výsledky vykazuje navržený algoritmus na Databázi 1 (TPR1 98,2% a PPV2

97,7% s průměrnou vzdálenostní chybou 2,3 mm), což bylo očekávané s ohledem na
1senzitivita – z anglického „true positive rate“
2pozitivní prediktivní hodnota z anglického „positive predictive value“
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fakt, že část této databáze byla použita pro vytvoření modelu. U ostatních databází
pracuje algoritmus s průměrnou TPR 93,5% a PPV 85,0%, přičemž průměrná vzdá-
lenostní chyba je 5,2 mm. Další výsledky i s možností srovnání s jinými autory díky
anotované Databázi 3 jsou uvedeny v Tabulce 5.2, kde tučně jsou vyznačeny nejlepší
výsledky pro danou oblast páteře. Navržený algoritmus dosahuje lepších nebo srov-
natelných výsledků v porovnání s ostatními autory, jejichž výsledky se vyznačují
zejména vyšší směrodatnou odchylkou chyby detekce.

Tab. 5.2: Výsledné průměrné vzdálenostní chyby (ADE) a jejich směrodatné od-
chylky (Std) ve srovnání s ostatními autory na volně dostupné Databázi 3 obsahující
60 CT skenů. Hodnota ADE reprezentuje průměrnou euklidovskou vzdálenost pozic
IVD. Tučně jsou vyznačeny nejlepší dosažené výsledky v dané oblasti.

[mm] Glocker a kol.
2013

Chen a kol.
2015

Yang a kol.
2017

Liao a kol.
2018

Sekuboyina
a kol. 2018 Navržená

Oblast Průměr Std Průměr Std Průměr Std Průměr Std Průměr Std Průměr Std
Krční 6.81 10.02 5.12 8.22 5.60 4.00 4.48 4.56 5.90 5.50 4.21 0.62

Hrudní 17.35 22.30 11.39 16.48 9.20 7.90 7.78 1.17 6.80 5.90 5.34 1.34
Bederní 13.05 12.45 8.42 8.62 11.00 10.80 5.61 7.68 5.80 6.60 6.64 0.61
Všechny 13.20 17.83 8.82 13.04 8.60 7.80 6.47 8.56 6.20 4.10 5.08 3.95

Hlavní přínos této části disertace je v inovativním návrhu prostorově variantního
modelu pro filtraci jasových profilů. Ta spolu s dalšími nezbytnými navrženými bloky
tvoří komplexní systém detekce IVD poskytující, jak je prezentováno, velmi dobré
výsledky.

5.3 Identifikace obratlů
Ze dvou navržených přístupů pro identifikaci dosahuje výrazně vyšší úspěšnosti mo-
del založený na IdentCNN, jak shrnuje tabulka 5.3 s úspěšností definovanou jako
průměr přes Databáze 1-4.

Tab. 5.3: Srovnání průměrné úspěšnosti z Databází 1-4 (procento správně identifiko-
vaných obratlů) pro kernel-PCA model a IdentCNN, s využitím DP a regularizace.
Výpočetní čas reprezentuje čas pro identifikaci jednoho páteřního segmentu.

Použitý model Průměrná úspěšnost [%] Výpočetní čas [sec]
Kernel-PCA 71,7 177
IdentCNN 86,4 10

Grafické znázornění vlivu zavedení dynamického programování (DP) a skóro-
vacího systému s regularizací na výsledky z modelu IdentCNN je vyobrazeno na
obrázku 5.2. Z něj je zřejmé, že navržené řešení přináší výrazné zlepšení úspěš-
nosti identifikace (červené sloupce) než bez jejich využití a to téměř o 13% správně
identifikovaných obratlů. Srovnání navržené metody s ostatními autory je uvedeno
společně s úspěšností detekce IVD v tabulce 5.7 v kapitole 5.5 o diskuzi výsledků.
Odtud je patrno, že na veřejně dostupné Databázi 3 navržený algoritmus dosáhl
lepších výsledků než publikované algoritmy.
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Obr. 5.2: Grafické znázornění vlivu DP a regularizace na úspěšnost identifikace ob-
ratlů díky zavedení skórovacího systému (využívající IdentCNN) a nalezení cesty
pomocí dynamického programování (DP) přes jednotlivé indexy obratlů. Úspěšnost
identifikace; modré sloupce reprezentují procenta správně identifikovaných obratlů
bez použití DP a červené ukazují míru zlepšení díky zavedení DP. Dále nalevo je
graf výsledků bez použití skórovacího systému (tedy bez regularizace) a napravo již
s jeho použitím.

5.4 Segmentace obratlů
Expertní validace automatických segmentací

Dvěma nezávislými lékařskými experty byla provedena slepá validace výsledků zís-
kaných původní (Peter, 2013) i výrazně modifikovanou verzí našich algoritmů byly
kategorizovány do 5 skupin (skóre 100, 75, 50, 25 a 0) a srovnány s výsledky jiných
autorů získaných na odlišných datech. Na základě toho byly stanoveny průměrné
hodnoty skóre uvedené v tabulce 5.4.

Tab. 5.4: Tabulka výsledků expertní validace založené na hodnotě skóre ve srovnání
s ostatními autory.

Metoda Segment Počet obratlů Skóre Poznámka
Kim a Kim (2009) Th, L 293 87,0 zdravé
Aslan a kol. (2010) Th, L 117 84,0 zdravé
Courbot a kol. (2015) C, Th, L 339 71,4 patologické
Peter a kol. (2013) (v.2) C, Th, L 1052 59,6 patologické
Navržená (v.4) C, Th, L 1052 74,1 patologické

Dále byla vyhodnocena četnost segmentací obratlů zařazených do kategorií se
skóre 100 nebo 75 považovaných za přijatelné. U nové verze bylo dosaženo 71,4%
těchto případů, přičemž u původní verze tyto dvě kategorie v součtu zahrnovali
pouze 44,5%. Je zřejmé, že vlivem navržených modifikací a rozšíření algoritmu došlo
k výraznému zlepšení přesnosti segmentace.

Objektivní zhodnocení na Databázi 5

Stejně jako u ostatních autorů bylo využito pro hodnocení hodnot průměrné abso-
lutní odchylky povrchu – MASD3 podle Yao a kol. (2016) a Dice koeficientu (Dice,
1945). Dosažené výsledky jsou porovnány v tabulce 5.5, které jsou přinejmenším

3z anglického „mean absolute surface distance“
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porovnatelné s ostatními autory. Je třeba zdůraznit, že užitá data nebyla v našem
případě využita pro návrh algoritmu, na rozdíl od ostatních autorů, tedy srovnatelné
výsledky lze považovat za velmi dobré.

Tab. 5.5: Tabulka výsledků segmentace pro Databázi 5. MASD udává průměrnou
absolutní odchylku povrchu objektů.

Metoda MASD [mm] Dice [%]
Castro-Mateos a kol. (2015) 0,54 91,2
Forsberg (2015) 1,05 94,0
Hammernik a kol. (2015) N/A 93,0
Seitel a kol. (2015) N/A 83,0
Korez a kol. (2015a) 0,43 93,8
Korez a kol. (2015b) 0,35 93,1
Chu a kol. (2015) 0,90 91,0
Lessmann a kol. (2019) 0,30 94,8
Peter (2013) 11,41 49,7
Navržená metoda 0,80 87,8

5.5 Hodnocení finálního programu
Z hlediska potenciálního využití v klinické praxi bylo provedeno srovnání výsledků
plně automatického systému a systému v režimu s korekcí pozici IVD a jejich identi-
fikace a to pomocí specielně navrženého softwarového nástroje. Navržená metodika
hodnocení udává, jak se podobají výsledky z těchto dvou přístupů. Pro každý pár
masek obratlů (výsledek s korekcí a bez ní) byl spočítán Dice koeficient. Na zá-
kladě vizuálního hodnocení se ukázalo, že segmentace obratlů s hodnotou Dice vyšší
než 0,8 se výrazně tvarově neliší a lze tedy konstatovat, že je možné s touto hra-
nicí nepřesnosti segmentovat 82,6% všech obratlů plně automatickým přístupem.
(Jakubicek a kol., 2019a).

Tabulka 5.6 shrnuje dosažené hodnoty MASD a Dice pro Databázi 5 u přístupu
s manuální korekcí a plně automatickým režimem. Závěrem tohoto hodnocení je, že
se dosažené hodnoty obou testovaných přístupů výrazně neliší. V rámci stanoveného
cíle snížení výpočetní náročnosti algoritmu, jsou uvedeny v tabulce 5.6 i výpočetní
časy potřebné na jeden páteřní sken.

Tab. 5.6: Srovnání přesnosti segmentace na Databázi 5 u přístupů s manuální korekcí
a s plně automatickým režimem. Uvedeny jsou hodnoty MASD indikující průměrnou
absolutní odchylku povrchů objektů, a Dice koeficientu. Pro stanovení výpočetních
časů bylo využito počítače s procesorem Intel Xeon E5-2603v4 1,7 GHz s 16 GB
RAM paměti a grafickou kartu nVidia Titan Xp 12GB GDDR5.

Přístup Tělo obratle Celý obratel Výpočetní
MASD [mm] Dice [%] MASD [mm] Dice [%] čas [min]

Peter (2013) 6,5 54,3 11,41 49,7 >120
s korekcí 0.52 93.4 0.80 87.8 >13

automatický 0.62 92.4 0.98 88.3 12,4
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Tab. 5.7: Výsledky detekce a identifikace IVD/obratlů pro různé databáze ve srov-
nání s jinými autory. TPR udává procento správně detekovaných disků. Dále je
uvedena průměrná vzdálenostní chyba (mADE) detekované pozice IVD/obratlů
od anotované spolu se standardní odchylkou v milimetrech. Úspěšnost identifikace
udává procento správně identifikovaných obratlů. Symbol „-“ znázorňuje nedostup-
nost uváděné informace.

Metoda Počet
případů

Počet
obratlů TPR [%] mADE

[mm]
Úspěšnost

identifikace [%]
Páteřní
segment Poznámka

Klinder a kol. (2009) 64 - 92.0 - 95.0 Th. L patologické
Ma a kol. (2010) 40 - - - 87.0 Th patologické

Hanaoka a kol. (2010) 16 249 98.4 - - Th, L patologické
Stern a kol. (2010) 29 143 - 2.80 ± 1.90 - L zdravé

Glocker a kol. (2012) 200 2595 - 6.10 ± 5.53 81.0 C, Th, L zdravé
Glocker a kol. (2013) 200 2595 - 11.50 ± 14.10 76.0 C, Th, L zdravé
Glocker a kol. (2013) 224 - - 12.40 ± 11.20 70.0 C, Th, L patologické
Kelm a kol. (2013) 30 - 98.0 3.22 ± 1.75 - Th, L patologické
Cai a kol. (2015) 85 - 91.5 3.17 ± 2.56 92-98.5 C, Th, L patologické

Cheng a kol. (2016) 10 - - 1.66 ± 0.82 - - zdravé
Chen a kol. (2015) 60 625 - 8.82 ± 13.04 84.2 C, Th, L Databáze 3
Yang a kol. (2017) 60 625 - 8.60 ± 7.80 85.0 C, Th, L Databáze 3
Yang a kol. (2017) 60 625 - 6.47 ± 8.56 88.3 C, Th, L Databáze 3

Sekuboyina a kol. (2018) 60 625 - 6.20 ± 4.10 88.5 C, Th, L Databáze 3
Navržená 49 1052 98.2 2.34 ± 0.84 94.6 C, Th, L Databáze 1
Navržená 242 2667 91.3 6.75 ± 4.17 76.7 C, Th, L Databáze 2
Navržená 60 625 92.4 5.08 ± 3.95 90.9 C, Th, L Databáze 3
Navržená 70 938 96.7 3.84 ± 2.82 83.2 C, Th, L Databáze 4

Finální výsledky detekce a identifikace IVD jsou porovnány v tabulce 5.7 pro
různé soubory dat. Díky dostupné Databázi 3, která byla využita jako testovací
dataset v „Challenge MICCAI 2014“, je možné objektivně porovnat výsledky ně-
kterých metod. Navržená metoda dosahuje velmi dobrých výsledků, překonávajících
dnes publikované algoritmy založené ryze na strojovém učení (výsledky zvýrazněné
tučně).

Obr. 5.3: Ukázky výsledných segmentací v problematických případech ve srovnání
se starší verzí algoritmu. Nahoře problematika segmentací těžce patologických ob-
ratlů, dole segmentace deformovaného obratle (zelený), nerespektování kortikální
části (fialový) či úplné selhání segmentace (modrý).
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6 ZÁVĚR
Disertační práce se zaměřuje na vývoj algoritmů pro automatickou detekci, identifi-
kaci a segmentaci jednotlivých potenciálně deformovaných obratlů v 3D CT datech.
Výsledný program je součástí experimentálního CADx („Computer-aided diagno-
sis“) systému určeného pro analýzu páteře u onkologických pacientů, řešeného ve
spolupráci s několika klinickými pracovišti a firmou Philips HealthCare Nederland.
Na základě požadavků vyplývajících z klinické praxe, dostupných CT dat a poža-
davku na plnou automatizaci byly stanoveny hlavní cíle disertační práce. K dispozici
bylo postupně celkem 5 různých databází, obsahujících široké spektrum CT vyšet-
ření. Ty byly po částech použity pro vývoj algoritmů a trénování dílčích modelů
včetně testování jejich úspěšnosti.

Byl navržen a realizován komplexní algoritmus pro automatickou detekci páteře
využívající dvě konvoluční neuronové sítě (CNN). Jeho součástí je inovativní algorit-
mus pro trasování páteřního kanálu založený na optimálních kružnicích. Zvolené a na
vlastních datech natrénované CNN v kombinaci s navrženým populačním přístupem
dosáhly dle expertní validace téměř 90% správně určených páteřních os.

Další část práce se zabývá určením pozic jednotlivých intervertebrálních disků
(IVD) , které je založeno na analýze 1D jasového profilu páteře využívající vytvořený
statistický model adaptivní filtrace. Tento přístup je původní a i přes svou jedno-
duchost dosahuje přinejmenším srovnatelných výsledků (tabulka 5.2) jako nejnověji
publikované metody založené na CNN.

Pro následnou identifikaci nalezených obratlů (určení typu a pořadí) byly navr-
ženy a ověřeny dva přístupy; metoda klasifikace založená na kernel-PCA modelu a
druhá metoda využívající CNN. Jejich výstupy byly použity pro identifikaci založe-
nou na dynamického programování s navrženým skórovacím systémem a regularizací.

Finální fází programu je algoritmus pro segmentaci jednotlivých obratlů, nava-
zující na metodu prezentovanou v disertační práci Peter (2013), která byla výrazně
modifikována. Potřeba úprav vyplývala z problematických případů, u kterých tento
přístup selhával. Následná expertní validace přesnosti segmentace ve srovnání s před-
chozím algoritmem (Peter, 2013) pak prokázala zvýšení úspěšnosti o 27% po zave-
dení navržených modifikací a navíc téměř pětinásobné snížení výpočetní náročnosti.
Na základě provedeného srovnání dosažených výsledků s publikovanými přístupy
jiných autorů byla prokázána přinejmenším srovnatelnost dosažených výsledků se
současným stavem řešení této problematiky. Diskutovány jsou přínosy zavedení na-
vržených přístupů, odůvodnění jejich zavedení vzhledem k dané problematice, a
jejich výhody a nevýhody, včetně výpočetní náročnosti.

Závěrem lze konstatovat, že stanovené cíle disertace byly splněny. Disertační
práce obsahuje několik původních přístupů, které byly průběžně publikovány v před-
běžných verzích na mezinárodních konferencích (Jakubicek a kol., 2019a,b; Jan a kol.,
2018). Metodologie, výsledné algoritmy a výsledky byly publikovány v impaktova-
ném časopise (Jakubicek a kol., 2020).
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ABSTRACT
In this doctoral thesis, the design of algorithms enabling the implementation of a fully
automatic system for vertebrae segmentation in 3D computed tomography (CT) image
data of possibly incomplete spines, in patients with bone metastases and vertebral com-
pressions is presented. The proposed algorithm consists of several fundamental problems:
spine detection and its axis determination, individual vertebra localization and identifi-
cation (labeling), and finally, precise segmentation of vertebrae.
The detection of the spine, specifically identifying its ends, and determining the course
of the spinal canal, combines several advanced methods, including deep learning-based
approaches. A novel growing circle method has been designed for tracing the spinal cord
canal. Further, the innovative spatially variant filtering of brightness profiles along the
spine axis leading to intervertebral disc localization has been proposed and implemented.
The discs thus obtained are subsequently identified via comparing the tested vertebrae
and model of vertebrae provided by a machine-learning process and optimized by dynamic
programming. The final vertebrae segmentation is provided by the deformation of the
complete-spine intensity model, utilizing a proposed multilevel registration technique.
The complete proposed algorithm has been validated on testing databases, including
also publicly available datasets. This way, it has been proven that the newly proposed
algorithms provide results at least comparable to other author’s algorithms, and in some
cases, even better. The main strengths of the algorithms lie in high reliability of the
results and in the robustness to even strongly distorted vertebrae of oncological patients
and to the occurrence of artifacts in data; moreover, they are capable of identifying the
vertebra labels even in incomplete spinal CT scans. The strength is also in the complete
automation of the processing and in its relatively low computational complexity enabling
implementation on standard PC hardware.
The system for fully automatic localization and labeling of distorted vertebrae in possibly
incomplete spinal CT data is presented in this doctoral thesis. The design of algorithms
enabling the implementation utilizes several novel approaches, which were presented at
international conferences and published in the journal Jakubicek a kol. (2020). Based on
the results of the experimental validation, the proposed algorithms seem to be routinely
usable and capable of providing fully acceptable input data (identified and precisely
segmented vertebrae) as needed in the subsequent automatic spine bone lesion analysis.
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