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ABSTRAKT

Diplomova prace pojednava o moznostech hrani her pomoci metod umélé inteligence
a predstavuje navrh feSeni konkrétni hry vyuzivajici tento piistup. Uméla inteligence je
V této praci reprezentovana umelou neuronovou siti. Prvni teoretickd ¢ast je zaméfena
na popis celosvétove uspesnych a znamych umélych inteligenci. Nasleduje strucny popis
neuronovych siti a rozbor nékterych knihoven pro strojové uceni. Praktickd ¢ast je
zaméfena na implementaci vytvoiené hry pomoci programovaciho jazyka Python.
V zavéru je proveden rozbor piedloZzeného feSeni.

ABSTRACT

Master thesis deals with possibilities of playing games using artificial intelligence. Also,
there is presented artificial intelligence with ability of playing selected game. Artificial
intelligence presented in this work is considered as artificial neural networks. First
theoretical part is focused on description worldwide successful and known artificial
intelligence strategies. After that there is brief description of neural networks and analysis
of some libraries for machine learning. Practical part is focused on implementation of
created game with Python programming language and in the end, there is analysis of
designed solution.
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1 UVOD

Uméla inteligence je v nasem stoleti velmi komentované a zivé téma a z toho davodu
jsem vybral pravé tuto problematiku. Tématem diplomové prace je soutézni hiisté
pro umélou inteligenci. Kazdy ¢lovek se rad bavi, aneb slovni spojeni Skola hrou je stale
platné. ReSeni prace je zaméfeno na vyuziti umélé inteligence v kontextu hrani
pocitacovych her. Na umélou inteligenci je v textu pfevazné pohlizeno jako na umélé
neuronove sité.

Mym cilem bylo vytvofit praci schopnou ¢tenafi priblizit praxi ovétené algoritmy
a ukazat, ze na zaklad¢ neustalého vyvoje vypocetni techniky je v dnesni dobé mozné
nekteré tyto algoritmy svépomoci implementovat a vytvofit vlastni umélou inteligenci.

Cilem prace je navrhnout pocitatovou hru, na kterou lze pohlizet jako na hraci
htiste, kde je mozné vykonnostné porovnat vytvofené umeélé inteligence. V prvni ¢asti
prace jsou rozebrany profesionalni pfistupy, diky kterym se vytvorend umél4 inteligence
naucila hrat nékteré hry a svym vykonem v mnoha ptipadech zastinila lidské protihréace.
Na tuto ¢ast navazuje popis umélych neuronovych siti, jejich rozdéleni a popis nékterych
zéakladnich komponent.

Pro vytvareni vlastni neuronové sité je pouzita open source knihovna pro strojové
uceni, proto jsou Vv dalsi ¢asti popsany nejpouzivanéjsi knihovny. Kapitola je zakonéena
dvéma na sebe navazujicimi algoritmy (Q learning a Deep Q learning). Pro pochopeni
problematiky strojového uceni je vhodné tyto algoritmy znat.

Posledni c¢asti je vlastni implementace. Tato cast popisuje vytvorenou hru
a zpusob pouziti n€kterych heuristik, které jsou z hlediska strojového u€eni a umélych
inteligenci velmi dilezité. Celou prace je zakonéena vlastnim navrhem umél¢ inteligence
pro feseni zvolené arkadové hry — Snake. Navrzeny jsou ¢tyfi umélé inteligence, pficemz
v prvnich tfech ptipadech tyto inteligence dosahuji tictyhodnych vysledku i pti hrani
na béznych osobnich pocitacich.

PredloZeni prace byla pro autora prvotni studii v daném kontextu. Je nesporné, Ze
metody umélé inteligence budou do oblasti pocitacovych her zasahovat v budoucnu jesté
intenzivnéji a schopnosti lidskych hraci budou méné a méné konkurenéni.
Pravdépodobnym trendem pak bude uméléd inteligence pomahajici lidskym hractm,
otazkou pak zistane, pro koho to bude hra.
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2 UMELA INTELIGENCE A HRY

2.1 Uméla inteligence

Umélou inteligenci je lidstvo fascinovano jiz témét 100 let. Prvni zminku o umélé
inteligenci, 1 kdyz nepiimou, lze nalézt ve védeckofantastickém dramatu spisovatele
Karla Capka R.U.R.. Toto dilo pochézi z roku 1920 a je zde poprvé pouzit pojem ,,robot.
Tato entita pfedstavuje inteligentni, lidmi vyvinuty stroj, schopny vykondvat bézné
¢innosti, jinymi slovy umeélou inteligenci uvnitf robotického téla.

Um¢élou inteligenci lze definovat vice zpusoby, ale pro Ucely této prace se
omezime na definici nasledujici. Uméla inteligence je termin pro simulovanou inteligenci
ve strojich. Tyto stroje jsou programované tak, aby myslely jako ¢lovék a napodobovaly
lidské, nebo zvifeci chovani. Idedlni charakteristika umelé inteligence je schopnost
logicky vyhodnotit prostfedi a na zakladé tohoto vyhodnoceni vybrat akci, kterd vede
k dosazeni urcitého cile, nebo k priblizeni k tomuto cili. [1]

2.2 Herni primysl

V poslednich n¢kolika desetiletich doslo k velkému vyvoji a rozmachu herniho priamyslu.

IV v

Obliba videoher mezi mladymi, ale i star§imi lidmi, je zapfiinéna jejich snadnou
dostupnosti a stale rostouci kvalitou zpracovani. Videohry déavaji ¢lov€ku moznost

Vv

relaxace a vzdelavani z pohodli domova. Nejcastéjsi rozd€leni videoher je podle Zanru.
Ptikladem muzou byt akéni hry, adventury, sportovni hry, deskové hry, strategické hry
a dalsi. Na obr. 1. je graf procentualniho zastoupeni prodeje her dle zanru, vytvoteny roku
2017 v USA. 2]

Shooter 25.9%
Action

Sport games
Role-playing
Adventure
Racing
Fighting

Strategy

Other 3.6%

0% 2.5% 5% 7.5% 10% 12.5% 15% 17.5% 20% 22.5% 25% 27.5% 30%

Share of units sold

Obr. 1) Podil prodeje her dle Zdanrii [3]
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2.3 AlphaGo

AlphaGo je pocitacovy program spole¢nosti DeepMind, jehoz tikolem je porazit ¢lovéka
v deskové hie Go. Nejvétsim uspéchem této umélé inteligence byla porazka svétového
Sampiona a pravdépodobné nejlepsiho hrace na svété Ke Jie. V pribéhu her AlphaGo
ptisla s takovymi vitéznymi tahy, které nésledné elitni hraci studovali a na jejich zékladé
zménili celé herni strategie. [4]

231 Go

Go je deskovd hra pro dva hrade pochazejici z Ciny (obr. 2). Hru tvoii deska
S vyznacenymi Ctverci. Mezi témito Ctverci jsou pruseciky, na které hraci stiidavée
pokladaji ¢erné a bilé kameny. Obklicenim skupiny protivnikovych kament dojde
k zajmuti téchto kament a hra¢ je bodové ohodnocen. Koncept této hry je velmi
jednoduchy, ale jeji komplexita astronomickd. Pocet vSech moZznych hernich stavl je
okolo 10'7°, [4][5]

A

Obr. 2) Deskovad hra Go [6]

2.3.2 Uceni hry

Klasické metody umélych inteligenci, jako prohledavani stromového grafu, se ukazaly
zazcela nedostate¢né. Hlavnim problémem bylo velké mnoZstvi moZnosti,
ale i zpuisob ohodnocovani jednotlivych taht. Z tohoto divodu, byly jako hlavni
komponenty umélé inteligence, zvoleny hluboké neuronové sité v kombinaci
s algoritmem Monte Carlo tree search. Umélé neuronové sité, jejich typy, typy uceni
a aktivaéni funkce jsou vysvétleny ve 3. kapitole této prace. Zakladnim prvkem jsou
2 konvolu¢ni neuronové sité€ nazyvané rozhodovaci sit’ (policy network) a ohodnocovaci
sit’ (value network). S pomoci téchto siti dojde k zna¢né redukci prohledavaného prostoru.
Jako vstup téchto siti byla zvolena herni plocha o velikosti 19 X 19 bodt. Uceni téchto
siti probihalo v nasledujicich etapach. [7]

18
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Udeni s ucitelem rozhodovaci sité

Rozhodovaci sit’ je tvofena konvolu¢nimi vrstvami s ReLU aktiva¢ni funkci. Posledni
vrstvou se softmax aktiva¢ni funkci je vrstva klasifika¢ni, ktera udava pravdépodobnost
na zakladé¢ vSech moznych tahd. Trénovani probihalo na vice nez 30 milionech
trénovacich dat. Data byla ziskana pomoci profesionalnich hract, byla vybirana nahodné
a kazdy trénovaci set se skladal z herniho stavu s a zvolené akce a. Presnost predikce
téchto tahli dosdhla 57%. Nasledujici graf znazoriiuje zavislost mezi piesnosti predikce,
procentualnim vitézstvi a po¢tu pouzitych konvoluénich filtra. [7]

70 -

— 128 filters
< 601 — 192 ﬁlters
S s0d = 256 filters
2 — 384 filters
c 401
=
o 30+
<
5_ 20 -
< 10-

O L L] L] L] L] L] L] L] 1

50 51 52 53 54 55 56 57 58 59
Training accuracy on KGS dataset (%)
Obr. 3) AlphaGo vykonnostni graf, [7]

Posilované uceni rozhodovaci sité

Posilované uceni probihalo hranim aktudlni rozhodovaci sité proti ndhodné zvolené siti
z ptedchozich iteraci. Tato strategie byla zvolena jako prevence preuceni (overfitting)
aktualni sité. Diky posilovanému uceni tato sit’ vyhréala vice jak 80% her proti svému
predchudci. Sit’ byla nasledné testovana v souboji s nejsilnéj$im open source programem
Pachi. AlphaGo vyhrala vice jak 85% her, pfi¢emz sit’ z pfedchozi faze vyhrala pouze
11% her. [7]

Posilované uceni ohodnocovaci sité

Posledni fdze uceni byla zaméfena na ohodnoceni jednotlivych hernich pozic.
Architektura této sité je stejna jako architektura sité pfedchozi, s rozdilem pouze jednoho
vystupu. Trénovani probihalo na vice nez 30 milionech riznych pozicich, kde kazda
pozice byla ziskéna prave z jedné hry hrané mezi dvéma rozhodovacimi sit€émi. Trénovaci
data tvofi herni pozice a odpovidajici ohodnoceni. Trénovaci ohodnoceni bylo ziskano
na zaklad¢ odhadu rozhodovaci sité. Nasledujici graf odpovida zavislosti mezi chybou
predikce, hernimu tahu a porovnava vysledky riznych hodnoticich ptistupt. [7]
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Obr. 4) Graf piesnosti ohodnoceni [7]

2.3.3 Hrani hry

Vlastni hrani hry funguje na principu prohledavani stromového grafu. Kazda hrana (s, a)
uchovava  ohodnoceni  Q(s,a), pocet navstiveni N(s,a) a  piedchozi
pravdépodobnost P(s, a) . Stromovy graf je prochazen a v kazdém kroku simulace t je ze
stavu st zvolena akce a; na zakladé vztahu (1).
a; = argmax(Q(st, a) + u(s;, a))

P(s,a) (1)
1+ N(s,a)
Jakmile simulace dospéje k listovému uzlu si, dojde k ohodnoceni tohoto uzlu V(s.) a

u(sy,a) «

nasledné jsou vSechny minulé hrany aktualizovany podle vztahi (2) a (3).

N(s,a) = ; 1(s,a,i) )

1\ .
0(s,0) = 5. a); (5., DV (s}) ®

Na konci algoritmu je vybrana hrana s nejvétsim poctem navstiveni. [7]

AlphaGo vyuzivd asynchronni vicevlaknové prohleddvani. Konecnd verze
AlphaGo vyuziva 40 prohledavacich vlaken béZicich na 48 CPU a rozhodovaci sit’ bézici
spolecné s ohodnocovaci siti na 8 GPU. Graf na obr. 5 porovnava jednotlivé
Go programy Vv zavislosti na oficialnim Elo hodnoceni vykonu. [7]
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Obr. 5) porovndni Go programii [7]

2.4 DeepMind Atari 2600

Spole¢nost DeepMind vytvofila pocitatovy program se schopnosti naucit se hrat Atari
2600 hry. Tento algoritmus kombinuje konvolu¢ni neuronovou sit’ a specificky upraveny
algoritmus posilovaného uceni nazvany Deep Q Learning. Tento algoritmus je popsan
v kapitole 4.3. [8]

2.4.1 Atari 2600

Atari 2600 je herni konzole ptredstavena roku 1977 a vyvinuta spolecnosti Atari, Inc. Na
tuto konzoli se historicky pohlizi jako na velkého popularizatora mikroprocesorového
hardwaru. Typické bylo pouziti ROM kazet, obsahujicich jednotlivé hry. Na obr. 6

jsou n¢které hry vybrany. [9]

Obr. 6a) Air-Sea Battle [10], 6b) Star Ship [11], 6¢) Street Racer [12], 6d) Breakout [13]

2.4.2 Zakladni myslenka

Uvazujme herni prostiedi E, v tomto piipadé Atari 2600 emulator a posloupnost akei a,
pozorovani X a odmeén r. V kazdém hernim ¢asovém okamziku vybird uméla inteligence
akci at z povolenych akci 4={1,...,K}. Akce je nasledné vykonana a na jejim zakladé
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dojde ke zméné herniho stavu a herniho skére. Agent sdm o sob¢ vnitini stav hry nezna,
zna pouze herni obraz X, ktery je reprezentovan pomoci pixelt.. Pozorovani samostatného
stavu hry se ukazalo jako nedostate¢né, protoze vyhodnotit situaci nelze z jednoho obrazu
(dynamika hry). Ztohoto davodu se =zavadi posloupnost akci a pozorovani
St=X1,a1,X2, ...at-1,X. VSechny tyto posloupnosti jsou konecné, pro feSeni lze aplikovat
Markovitv rozhodovaci proces (Markov decision process). Zakladni myslenkou mnoha
algoritmu posilovaného uceni je ziskat ohodnoceni Q(S,a) na zakladé stavu s a akce a
pomoci Bellmanovi rovnice. K ziskani tohoto ohodnoceni se vétSinou pouziva linearni
aproximace, ktera je ale v mnoha ptipadech nedostatecna, proto je vhodné linearni
aproximator nahradit umélou neuronovou siti. [8]

2.4.3 Vstupni data

Kazdy vystupni obraz Atari 2600 emulatoru ma 210 x 160 pixeld a je tvofeny pomoci
128 barev. Pfimé zpracovani takového obrazu je vypocetné narocné. Z toho divodu byl
zvolen takovy preprocessing dat, ktery vede ke snizeni barevné hloubky na odstiny Sedi
a nasledného zmenSeni obrazu. Obraz byl zmenSen na velikost 110 x 84 pixell a jako
vstup byla vybrana oblast 84 x 84 pixeld, ktera odpovidd samotnému hernimu prostoru.
Finalni vytez byl aplikovan z divodu pouziti 2D konvoluci, bézicich na GPU, které
ocekavaji Ctvercovy vstup. Pouzita byla takova architektura, kde vstupem je stavova
reprezentace (4 posledni herni obrazy) a vystupem jsou separované neurony odpovidajici
kazdé mozné akci v daném stavu. Jinymi slovy, vystupem je ohodnoceni Q(s,a) kazdé
mozné akce a ve stavu s. [8]

2.4.4 Architektura sité

Vstupem neuronové sité je konvoluéni vrstva skladajici se z 16 konvolu¢nich filtrii
o0 velikosti 8 x 8 a posunem 4 pixely. Nasleduje druhd konvolucni vrstva, kterou tvofi
32 filtrh. Tyto filtry maji velikosti 4 x 4 a posunuji se o 2 pixely. Obé& tyto vrstvy jsou
aktivovany pomoci ReLU aktiva¢ni funkce. Posledni pln€ propojena vrstva obsahuje 256
neurontl a aktivacni funkce je stejnd, jako u vrstev piedeslych. Vystupni vrstva obsahuje
4 az 18 neuronu, které odpovidaji moznym akcim podle konkrétni hry. [8]

245 Vysledky

Jako ohodnoceni bylo pouZito primérné herni skoére za epochu. Ukazalo se, Ze tento
piistup neni pfimo idedlni, protoze i mald zména ve vahach neuronové sité, vede k velkym
zménam na vystupu. Z toho ditvodu se grafy na obr. 7a jevi jako velmi zaSumélé. Opakem
je primérné ohodnoceni budoucich akci na obr. 7b, kde je progres v obou ptipadech
znatelny. Grafy byly vytvorfeny pfi trénovani agenta na hie Breakout a Seaquest. Nakonec
na obr. 8 je graf vyjadfujici porovnani vykonu Deep Q Learning agenta s béZznou linearné
pracujici umélou inteligenci. [8]
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Obr. 7a) Priimérné skére za epochu [8), 7b) primérné ohodnoceni akci za epochu [8]
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3 UMELE NEURONOVE SITE

Lidsky mozek Ize chapat jako velmi komplexni biologickou neuronovou sit’, skladajici se
ze vzajemné propojenych neuronti. Tyto neurony pienasi elektrické signaly, které tvoii
slozité vzory. Mezi hlavni ¢asti biologického neuronu patii dendrity, které tyto elektrické
signaly do neuronti pienasi. Dostanou-li se tyto elektrické signaly na dostate¢nou uroven,
dojde k aktivaci neuronu a neuron vys$le nervovy vzruch, ktery se $ifi prostiednictvim
axonu az na synaptické zakonceni neuronu. Pomoci téchto zakonceni se signal $ifi do
dal$ich neuront. Nasledujici text ¢erpa ze zdroje [15].

Prvni koncepéni model umélé neuronové sité piedstavili roku 1943 Warren S.
McCulloch a Walter Pitts [16]. Tento koncept pohliZzel na um¢ly neuron jako na jednu
bunku, kterd je soucasti umelé neuronové sité. Na zdklad¢ vstupnich signali dojde k
ur¢itému vnitfnimu zpracovani a vysledkem je vystupni signdl. Obecné lze fict, Ze
neuronové sité jsou nejcastéji pouzivany pro takové aplikace, které jsou jednoduché pro
Clovéka, ale slozité pro stroj. Tyto aplikace se obecné nazyvaji rozpoznavéani vzort a
zahrnuji takové piipady, jako rozpoznavani objektil, rozpoznavani ptirozenych jazyki,
detekce anomalii, nebo hrani pocitatovych her.

Klicova schopnost umélych neuronovych siti je schopnost ucit se. Stejné
neuronové sité 1ze pomoci ucicich algoritmili adaptovat na rizné problémy. Uceni probiha
pomoci tzv. upravovani vah. Mezi neurony v jednotlivych vrstvach existuje spojeni,
kterym se $ifi signdl a tento signdl je upraven pomoci odpovidajici vahy tohoto spojeni.
Na obr. 17 je vyobrazen umély neuron, kde w zna¢i vahu odpovidajiciho spojeni, x
vstupni signal a b bias. U¢eni neuronovych siti nejcastéji probihd jednou z nasledujicich
moznosti. Uceni s ucitelem, uceni bez ucitele a posilované uceni. V nésledujici kapitole
jsou tyto zpusoby strucné vysvétleny.

sumace aktivaéni funkce

vystup

Obr. 9: Umély neuron, upraveno dle [17]
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3.1 Uceni umélych neuronovych siti

3.1.1 Uceni s ucitelem

Uceni s ucitelem probihd pomoci trénovacich sett, kde se kazdy set sklada ze vstupniho
vzoru a spravného vystupu aktivovanych vystupnich neurond. Pro kazdy trénovaci set,
kterym je uméld neuronova sit’ aktivovéna, je vystupni hodnota (vystupni vzor)
porovnana se spravnym feSenim. Na zaklad¢ tohoto rozdilu jsou vahy mezi neurony
upraveny. NejcastéjSi metoda Upravy vah je metoda Backpropagation, ktera bude
vysvétlena v dalsi ¢asti této kapitoly. Cilem uceni neni pouze nastavit vahy tak, aby sit’
byla schopna sdruzit nauéené vstupni a vystupni vzory, ale aby sit’ m¢la uspokojivé
vysledky i v souvislosti s neznamymi vstupnimi vzory stejné kategorie. Této vlastnosti se
fika zobecnéni. [18]

3.1.2 Posilované uceni

Posilované uceni je typ uceni s ucitelem. V pribéhu posilovaného uceni dojde po
ukonceni urcité sekvence k ohodnoceni neuronové sité. Toto ohodnoceni miize byt jak
binarni, tak i redlna hodnota. Pomoci binarniho ohodnoceni lze urcit, zda byly vysledky
dobré, nebo Spatné. Kdezto ohodnoceni ¢islem redlnym vypovidé o tom, jak moc dobré,
nebo $patné vysledky byly. Trénovaci set je obdobny trénovacimu setu v piedchozim
ptipadé, kdy je k dispozici pouze vstupni vzor, ale klicové je v tomto pfipadé ohodnoceni
vysledku ziskanych v pribéhu feseni urcitého problému. [18]

Ptikladem takového problému mize byt hrani pocitacovych her, kdy na zakladé¢
dosazeného herniho skore 1ze vysledek neuronové sité ohodnotit.

3.1.3 Uceni bez ucitele

Uceni bez ucitele je zbiologického hlediska nejrozsifenéjsi zplsob trénovani
neuronovych siti. Tento zplsob neni ale vhodny pro feSeni vSech problémi. Uceni
probiha obdobné jako v pfedchozim ptipadé€, ale trénovaci set se sklada pouze ze
vstupnich vzort. Ukolem neuronové sité je identifikovat stejné vzory a tyto vzory piifadit
do stejné kategorie neboli je klasifikovat. Mezi nejznaméjsi piiklady samoucicich
neuronovych siti patii samo-organizacni mapy a teorie adaptivni rezonance. [18]

3.2 Backpropagation metoda

Backpropagation metoda patii k nejrozsifenéj$im metodam upravovani vah. Tato metoda
je vyuzivana v optimalizanich algoritmech zaloZenych na optimalizaci pomoci
gradientniho sestupu (gradient descent) a lze ji aplikovat na jednoduché, ale i hluboké
neuronové sité. Zakladem této metody je chybova funkce vystupu sité, kterou se snazime
pomoci tpravy jednotlivych vah minimalizovat. Za ptedpokladu, Ze pozadovany vystup
neuronové sité i-t€ho vstupniho vektoru xj znac¢ime y; a existuje dopfednym prichodem
ziskany aktualni vystup J;, 1ze spocitat chybovou funkci E (loss function). Pomoci zpétné
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propagace dojde k upraveni jednotlivych vah podle vztahu (4). Pfi¢emz a/fje vystupni

hodnota odpovidajiciho neuronu a wikj je vaha mezi dvéma odpovidajicimi neurony. [19]

1 N
E = ﬁZ(yi —y)?
i=1
0E _ O daf

K~ 3 kg k
ow;;  da;j 0w

(4)

3.3 Aktivacéni funkce

Aktivaéni funkce je velmi dualezita ¢ast umélych neuronovych siti, pomoci které se
rozhodne, zda se dany neuron aktivuje, nebo ne. Aktiva¢ni funkce vétSinou predstavuje
nelinearni transformace signalu vstupujictho do neuronu, jejimz vysledkem je signal,
ktery muze vstupovat do dalSich umélych neuronti, nebo také byt signdlem vystupnim
[20]. Nasleduje popis vybranych aktiva¢nich funkei.

3.3.1 Jednotkovy skok

Jednotkovy skok (binary step) je velmi jednoducha aktivacni funkce. Vhodné pouziti této
funkce je jako aktivace binarniho klasifikatoru, kde jsou pouze dva mozné stavy, ANO,
nebo NE. Derivace této funkce je nula, tudiz zde metoda Backpropagation neptichazi

v uvahu. Binarni skok je definovan pomoci vztahu (5) a znazornén na obr. 10. [20]
1,x=0

fe@ =" ©)

—-2.0 -15 -1.0 -0.5 0.0 0.5 10 15 2.0

Obr. 10) Jednotkovy skok

3.3.2 Linearni funkce

Linearni (linear function) je definovana pomoci vztahu (6) a znazornéna na obr. 11.
Aktivacni hodnota neuronu je pfimo tmérna vstupnimu signdlu. Derivace linearni funkce
je konstanta, z toho diivodu tato aktivaéni funkce také neni vhodna pro Backpropagation
metodu. [20]

fx)=ax (6)
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Obr. 11) Linedrni funkce
3.3.3 Sigmoida

Sigmoida je Siroce uzivana aktivacni funkce. Tato funkce je typickd svoji nelinearitou.
Funkce je definovana vztahem (7) a znazornéna na obr. 12. Nevyhodou této funkce je
rozsah vystupnich hodnot od 0 do 1, takZe vystupni signdl je stale kladny. Tuto nevyhodu
lze odstranit pomoci posunuti funkce ve svislém sméru, ¢imz ziskame hyperbolicky
tangens. [20]

1
fx) = 17 ()

Obr. 12) Sigmoida

3.3.4 Hyperbolicky tangens

Hyperbolicky tangens (tanh) ma stejné vlastnosti jako Sigmoida, ale dosahované vystupni
hodnoty jsou symetrické okolo pocatku soufadného systému. Vystupem mohou tedy byt
hodnoty mezi -1 a 1. Hyperbolicky tangens je definovan vztahem (8) a vyobrazen
na obr. 13. [20]

2
f(x)=m—1 (8)
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- B 0 : ;
Obr. 13) Hyperbolicky tangens

3.3.5 Rektifikovana linearni jednotka

Rektifikovand linearni jednotka, zkracené nazyvana ReLU, je v dneSni dobé
nejrozSitenéjsi aktivaéni funkce. Nejvétsi vyhodou této funkce je, Ze nedochazi
k aktivovani vSech neuront ve stejnou chvili, coz ma za nasledek vétsi efektivitu
neuronové sit€ a mensi naroky na vypocetni vykon. ReLU je definovand pomoci
vztahu (9) a graficky znazornéna na obr. 14. [20]

f(x) = max(0, x) (9)

Obr. 14) ReLU

Z ditvodu nulového vystupu pti zapornych hodnotach se mohou v siti objevit tzv. mrtvé
neurony, které v né€kterych ptipadech nemusi byt pfinosem. Z tohoto diivodu 1ze ReLU
zaménit za Leaky ReLU, ktera diky své definici (10) zamezi vzniku mrtvych neuront.
Leaky ReLU je vyobrazena na obr. 15. [20]
f(x)=ax,x <0 (10)
f(x)=x,x=>0
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Obr. 15) Leaky ReLU

3.3.6 Softmax

Aktivacni funkce Softmax se nejCastéji vyuziva jako aktivace vystupnich neurona pii
feSeni klasifika¢nich ukont. Na rozdil od Sigmoidy, ktera je vhodna pouze pro binarni
klasifikaci, dokaze funkce Softmax klasifikovat vice tfid. Pfi¢emZ vystupem je
pravdépodobnost, ze vstupni vzor spadd do ur€ité tfidy. Softmax funkce je definovana
pomoci vztahu (11), kde i je index pravé pocitané tfidy a k je pocet tiid. [21]

Xi

e
]:

3.4 Typy umélych neuronovych siti

Rozeznavame nekolik typti neuronovych siti, které se 1isi architekturou a funkénosti. Tato
podkapitola je vénovana popisu nejrozsitenéjsich typt.

3.4.1 Dopredna neuronova sit’

Doptedna neuronova sit’ (feedforward neural network, FFNN), jakozto jeden z prvnich
modeld umélé neuronové sité, je na rozdil od ostatnich typt siti pomérné jednoducha.
Spojeni mezi jednotlivymi neurony netvoii zadné cykly a typickou vlastnosti této sité je,
ze informace cestuje pouze jednim — dopfednym smérem. Topologicky jde o acyklickou
strukturu grafu, kde jsou vSechny neurony z n-t€ vrstvy propojeny se vSemi neurony
z n+1 vrstvy. [22]

Single-layer perceptron

Nejjednodussim typem dopiedné neuronové sité je single-layer perceptron, ktery se
sklada pouze z jedné vrstvy neuronti, pficemz vystupni vrstva obsahuje pouze 1 neuron.
Single-layer perceptron je také znam jako linearni klasifikator, protoze je vhodny pouze
na linearné separovatelné vzory, coz jsou takové, jejichz datova mnozina (dataset) lze
rozdélit pomoci linearni hranice. [22]

Multi-layer perceptron
Dalsim navazujicim typem doptedné neuronové sité je multi-layer perceptron. Tento typ
neuronové sité se sklada z vice single-layer perceptronii a typickou vlastnosti je schopnost
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spocitat nelinearné separovatelné vzory. Multi-layer perceptron se skladd mimo vstupni
a vystupni vrstvy minimalné z jedné vrstvy skryté. Na obr. 16 je znazornén multi-layer
perceptron tvoren tiemi vstupnimi neurony, jednou skrytou vrstvou se ¢tyimi neurony a
vystupni vrstvou se dvéma neurony. [22]

A
\*,4

vstupni vrstva

skryta vrstva

Obr. 16) Priklad dopredné neuronové sit¢ (Multi-layer perceptron), upraveno podle [23]

3.4.2 Rekurentni neuronova sit’

Pro rekurentni neuronové sité jsou charakteristické napiiklad uzaviené¢ cykly mezi
neurony. Topologicky jde o cyklickou strukturu grafu. Stejné, jako u ptedchozich siti,
maji rekurentni sité skryté vrstvy, ale v tomto piipad¢ vystup skrytého neuronu usti zpét
sam do sebe, znazornéno na obr. 17. Lze fict, Ze skryté neurony maji pamét’, ve které se
uchova vnitini stav daného ¢asového okamziku a tento stav je pouzit jako vstup do skryté
VIstvy Vv jiny ¢asovy okamzik. Jinymi slovy, aktudlni vystup této neuronové sité je zavisly
na predchozich stavech. Castym typem téchto siti jsou Long Short-Term Memory. [24]

Rekurentni sit€ se vyuZzivaji v takovych aplikacich, jako je rozpozndvani feci,
hudebni kompozice, rozpoznavani gramatiky, nebo predikce lidského chovani.

vstupni vrstva

skryta vrstva  vystupni vrstva

Obr. 17) Priklad rekurentni neuronové sité, upraveno podle [23]
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3.4.3 Konvoluéni neuronova sit’

Konvolu¢ni neuronové sité se primarné zamétuji na zpracovani obrazu. Na rozdil od
doptednych neuronovych siti nedochdzi ke zpracovani jednotlivych pixelt zvlast, ale
pixely jsou zpracovavany ve skupinach, protoze vzéjemna pozice pixell je dulezita. Pro
konvoluc¢ni sit’ jsou charakteristické nésledujici vrstvy. Konvolu¢ni vrstva, agregacni
vrstva a posledni pln¢ propojena klasifikacni vrstva. Architektura této sité¢ je znazornéna
na obr. 18. Konvoluéni neuronové sité jsou v dnesni dobé velmi popularni a jejich
nejéastéjsi aplikaci je rozpoznavani obrazu a objekti. [25]

Vstupni obraz Konvoluéni vrstva Agregacni vrstva PIné propojena
vrstva

Obr. 18) Koncept konvolucni neuronové sité, upraveno podle [26]
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4 STROJOVE UCENI

Uceni stroju (machine learning) muze probihat tak, ze pokazdé, kdyZz dojde k nauceni
stroje, tak se pozmeéni jeho struktura, program, nebo data. Tyto zmény probéhnou za
ucelem zlepseni budoucich vysledk, které ma za kol stroj vykonavat. Zmeény mohou
nastat v jiz vytvotfenych a né¢jakym zptsobem fungujicich systémech, nebo miize dojit
k vytvofeni nového systému. Strojové uceni je Uzce spjaté s umélou inteligenci.
Na nasledujicim obrazku je znézornén typicky model umélé inteligence a autor zde

poukazuje na to, Ze na jednotlivy subsystém je tfeba aplikovat jinou formu strojového
uceni. [19]

Signal ze Cile
senzoru

Vnimani

!

—»| Model || Planovania | g
l oduvodnéni

Vypocet <
akci

Akce

Obr. 19) Obecny model umélé inteligence,
upraveno dle [19]

4.1 Knihovny pro strojové uceni

V soucasnosti vznika velky zajem o strojové uceni a s timto zdjmem vznikaji také nové,
vice, ¢i méné kvalitni knihovny, uréené pro podporu tohoto typu uceni.

411 Keras

Keras se tadi mezi populdrni open source knithovny pro tvorbu a praci s neuronovymi
sitémi. Tato kapitola pfevazné Cerpa z oficialni webové dokumentace [27]. Pfi vyvoji
knihovny Keras byl kladen diraz na moznost rychlého experimentovani, kde ¢as mezi
prvotni myslenkou a naslednou realizaci je minimalni. Prvni verze byla vydana 27. bfezna
2015 a za stabilni verzi se povazuje verze 2.1.6 z 23. dubna 2018. Cely vyvoj probiha
Vv programovacim jazyce Python. Keras sam o sob& neuronové sit€ nevytvaii a pro svoji
funk¢nost potiebuje dal§i knihovnu v pozadi, na jejimz pomyslném vrcholu pracuje.

Témto knihovnam se tika backend a jako backend je mozno pouzit TensorFlow, Theano,
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nebo CNTK. Dal$i z moznosti je také neoficialné podporovany MXNet. Kazdé z téchto
knihoven je vénovan prostor v této podkapitole.

Mezi hlavni vyhody Kerasu patii moznost rychlého a jednoduchého
prototypovani. Této vlastnosti je dosazeno wuzivatelsky piijemnym piistupem,
modularitou a moznosti pouzit fungujici kéd na vice zatizenich. Dalsi vyhodou je, ze
Keras mimo klasické dopfedné neuronové sité podporuje sité¢ konvolucni, dale sité
rekurentni a jejich nasledné kombinace. Posledni vlastnosti je podpora prace na CPU a
GPU, coz je z divodu neustale se zvysujicich narokii na vypocetni vykon velmi dilezity
atribut.

Model neuronové sité je v Kerasu povazovan za sekvenci, nebo graf, skladajici se
Z jednotlivych modulii. Za tyto moduly jsou povazovany jednotlivé vrstvy neuronové sité,
aktiva¢ni funkce, hodnotici funkce, optimizatory atd. Moduly je moZno kombinovat s co
nejmenSim omezenim.

Zakladni datova struktura Kerasu se nazyva model a nejjednodussi zpisob tvorby
neuronovych siti je pouzit Sequential model. Sequential model funguje jako linearni
zasobnik jednotlivych vrstev, zaddnim jednoduchych piikazii lze vrstvy piidavat.
Algoritmus 1 obsahuje ukazku zdrojového kodu, kde pomoci Sequential modelu 1ze
vytvofit jednoduchou neuronovou sit’ s jednou vstupni, jednou skrytou a jednou vystupni
vrstvou.

Algoritmus 1:

from keras.models import Sequential
from keras.layers import Dense, Activation

model = Sequential()

model.add(Dense(units=10, input_dim=4))
model.add(Activation("relu"))

model.add(Dense(2, activation='softmax'))
model.compile(loss="binary_crossentropy', optimizer="adam",
metrics=["accuracy'])

Dalsim zpisobem tvorby neuronovych siti je pouzit Functional API. Tyto API

vvvvvv

modely, modely se sdilenymi vrstvami neuroni a dalsi.

4.1.2 TensorFlow

V soucasné dobé¢ je Tensorflow nejpopulérnéjsi open source knihovna podporujici vysoce
vykonné vypocty. Tensorflow vyuZzivaji spole€nosti jako Google, Uber, Airbnb, Nvidia,
nebo Dropbox a hlavni doménou této knihovny jsou hluboké neuronové sité. [28]

Tensorflow podporuje vypocty na jednom, nebo vice CPU, GPU a také na TPU.
Tyto vypocty je mozné provadét na stolnim PC, serveru, nebo tfeba mobilnim zatizeni.
Vsechny vypocty jsou vyjadieny jako datovy tok grafovou strukturou. Grafové struktury
je mozno vizualizovat pomoci zabudovaného nastroje TensorBoard (obr. 20), ktery mimo
vizualizaci dovoluje debugovani a optimizaci vytvotenych siti. [29]
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Grafova struktura se sklada z uzlu reprezentujicich matematické operace a z hran,
kde kazda hrana je nositelkou datovych struktur, kterym se tika tenzory. Vystup jedné
operace se stava vstupem operace jiné.

& C @ localhost:6006 w OHE® . . ] O @ g5 (n] ]
TensorBoard SCALARS IMAGES AUDIO GRAPHS DISTRIBUTIONS HISTOGRAMS EMBEDDINGS e * @
Write a regex to create a tag group X activations 2
[[J split on underscores I activations I activations

validation

Histogram Made
1Y

Offset Time Axis

NP
) [ 4
o,
o

\Y\m

STEP RELATIVE WALL
final_training_ops &
Runs
e e e L I final_training_ops/Wx_plus_b/pre_activations final_training_ops/Wx_plus_b/pre_activations final_training_ops/biases/summaries/
train validation histoegram
© wain train
) validation ‘ ‘
W » %
w il \‘ /.
ono 2\ |
2000
TOGGLE ALL RUNS : ' ' ! ‘ : : ' ! ! : 0012 0008 0004 0000 004 0008 0012
fmp/retrain_logs/
| final_training_ops/biases/summaries/ | final_training_ops/weights/summaries/ | final_training_ops/weights/summaries/
Obr. 20) TensorBoard [30]

Tensor processing unit (obr. 21) je specialné¢ vyvinuty chip spole¢nosti Google
pro efektivni a velmi vykonnou praci s Tensorflow. TPU byla navrzena jako piima
konkurence grafickych karet za ic¢elem sniZeni ceny vypocti. Spole¢nost Google nabizi
TPU v ramci jejich cloudové nabidky. [31]

3000
2000 B4 xTPUv2 chip
m4xv100
1000 '
0
1024 512 256 128
Obr. 21) TPU [31] Obr. 22) Porovndni TPU a GPU [32]

Na obr. 22 je ptiklad porovnani TPUv2 vuci GPU Nvidia V100 pti uloze zpracovani
obrazu. Testovani probihalo pouzitim neuronové sit¢ ResNet (Residual Networks).
Uvedené vysledky jsou zaloZzené pouze na tomto typu testd. V jinych testech se vykon
TPUv2 a GPU Nvidia V100 bude pravdépodobné lisit. [32]

35



Vysoké uéeni technické v Brng, FSI, Ustav automatizace a informatiky 2018

4.1.3 Theano

Theano je open source knihovna pro programovaci jazyk Python vyvijena od roku 2007.
Theano ve své podstaté funguje jako kompilator matematickych vyrazi, které kompiluje
do vice efektivni podoby. Zefektivnéni je dosazeno vyuzitim knihoven jako je NumPy,
BLAS, nebo programovaci jazyk C++. Vyhodou této knihovny jsou optimalizatory, které
urychluji a optimalizuji vypoéty pro aktualné pouzivany hardware. [33], [34]

4.1.4 Microsoft Cognitive Toolkit

Microsoft Cognitive Toolkit, zkracen¢ CNTK, je open source knihovna urcend k vyvoji a
uceni hlubokych neuronovych siti, vyvijena od roku 2016 spole¢nosti Microsoft.
Neuronova sit’” je popsana jako sekvence vypocetnich krokii v orientovaném grafu.
Listové uzly grafu odpovidaji vstupnim hodnotdm a ostatni uzly vyjadiuji maticové
operace aplikované na tyto vstupy. Pomoci této knihovny lze realizovat feedforward,
konvolu¢ni a rekurentni neuronové sité. [35] [36]

Vyhodou této knihovny je podpora formatu zvaného Open Neural Network
Exchange, zkracené¢ ONNX, diky kterému je mozné sdilet vytvoiené modely mezi vice
knihovnami pro hluboké uc¢eni. [35], [36]

415 Caffe2

Caffe2 je pomérn¢ jednoduchd knihovna zaméfend na hluboké uceni. Na rozdil
od ptedchozich knihoven se tato knihovna nezamé&fuje na vytvaieni exotickych
neuronovych siti, nybrz na konvencni typy. Vyhodou je velkd podpora mobilnich
zatizeni, moznost psani kédu v programovacim jazyku Python a C++ a také podpora
ONNX formatu. [37]

41.6 MXNet

Apache MXNet je framework pro hluboké uceni, ktery podporuje programovaci jazyky
jako Python, R, Scala, Julia, nebo C++. Mezi hlavni vyhody patii efektivni prace
S paméti, podpora chytrych zatfizeni a dynamicky planovac, starajici se o paralelizmus za
béhu  programu. MXNet je Siroce podporovan  cloudovou  sluZzbou
Amazon Web Services. [38]

4.1.7 PyTorch

PyTorch je knihovna vytvafena v programovacim jazyce Python pro hluboké uceni.
Vyvoj probiha od roku 2016 a podili se na ném spolecnosti jako je Facebook, Nvidia,
nebo Uber. Pro PyTorch je typickd metodika define-by-run. Kazdy fadek kodu
zodpovédny za vytvéareni grafu definuje urcité komponenty, na které je mozné provadét
vypocCty jesté¢ pred dokoncenim celého grafu. Toto ma za nasledek pomérné Siroké
moznosti ladéni a pracovani s neuronovou siti za béhu. DalSimi typickymi vlastnostmi
PyTorch je prace na CPU, nebo GPU a podpora formatu ONNX. [39], [40]
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4.2 Q learning

Q learning (Q uceni) je typ posilovaného uceni pochazejici z roku 1989 [41]. Tento typ
uceni je inspirovan vycvikem psa, kdy na zakladé spravného chovani je pes ocenén a na
zaklad¢ Spatného chovani potrestan. Agent (uméla inteligence) pozorovanim prostiedi
ziska stav (state). V tomto stavu agent zvoli akci, diky které piejde do stavu jiného. Kazda
akce ma potencialni hodnotu majici za nasledek ohodnoceni. [42]

Na nasledujicim obrazku je diim s oznacenymi mistnostmi (0 az 5) a robotem,
nachdzejicim se ve startovni mistnosti (2). Cilem robota je dostat se do cilové oblasti (5).
Pro kazdou mistnost, ktera neni cilova zvolime ohodnoceni 0 a pro oblast cilovou
ohodnoceni 100. Ohodnoceni -1 je typické pro nedosazitelnou akci z uréitého stavu.
Tento zplisob hodnoceni muize byt zndzornén pomoci ohodnocovaci tabulky R
na obr. 24. [43]

Obr. 23) Priklad pro Q learning, upraveno podie [43]

akce
stav. 0 1 2 3 4 5
0 [ 1| 1|1 |- -1
11 |- -1 100
Ri=2|4]1]41 4| -1
3 1 0 0 -1 0 -
4 0 1|1 0 -1 100
5 -1 0|1 -1 0 100

Obr. 24) Ohodnocovaci tabulka R, upraveno podle [43]
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Q uceni spociva v tom, Ze agent nezna tabulku R, ale tabulku Q, ktera je na zaatku
algoritmu inicializovana s nulami na vSech pozicich. Prostfednictvim zkoumani a
zkouseni se tabulka upravuje a hodnotami se ptiblizuje k tabulce R. Hodnoty této tabulky
se upravuji pomoci Bellmanovi rovnice (12). V tomto vztahu s reprezentuje aktualni stav,
a akci v tomto stavu, s novy stav na zakladé akce a, r ohodnoceni a y slevovy faktor. [43]

Q(s,a) =r+y(maxQ(s’,a")) (12)

Tento algoritmus je popsan pomoci nasledujiciho pseudokddu. [44]

1. Inicializuj Q tabulku s nulami
2. Vyber ndhodny pocatecni stav
3. FOR EACH ITERATION (posloupnost akci, vedouci k cilovému stavu):
DO WHILE stav neni cilovy:
a. V aktualnim stavu (S) vyber nahodnou akci (a)
b. Pfejdi do nového stavu (S ") na zakladé vykonané akce (a)
c. Pro vSechny mozné akce ze stavu (S") vyber jednu s nejvyssi Q
hodnotou
d. Aktualizuj Q tabulku pouzitim rovnice (12)
e. Nastav stav (s”) jako (s)
f. Zkontroluj, jestli stav (S) neni cilovy

4.3 Deep Q learning

V roce 2013 spole¢nost DeepMind uveftejnila algoritmus, pomoci kterého se uméla
inteligence sama naucila hrat Atari 2600 videohry. Jednalo se o prvni umélou inteligenci
schopnou adaptovat se na riizna prostiedi (ikoly). DeepMind nésledné koupila spolecnost
Google a vyvinula umélou inteligenci schopnou hrat dalSich 49 her a ve vice jak poloving,
dosahovat lepsich vysledkti nez ¢loveék (obr. 8.). [14], [45]

Zakladnim stavebnim kamenem Deep Q learning je Q hodnota vyjadiena pomoci
konvoluéni neuronové sité. Vstupem této sité byva celd herni obrazovka a navrhovana
akce. Neuronova sit dopfednym priichodem toto vyhodnoti a vystupem je Q hodnota.
Druhou moznosti je jako vstup pouzit pouze herni obrazovku a ziskat Q hodnotu pro
kazdou z moZnych akci. Vyhodou je potfeba pouze jednoho priichodu celou siti. Tyto dva
zpisoby jsou schematicky znadzornény na obr. 25. Pro zachovani herni dynamiky se
obvykle jako vstup davaji 4 po sob¢ jdouci snimky obrazovky. [45]

K optimalizaci neuronové sité je pouzita hodnotici funkce pro vypocet chyby (13).

1
L=5(r +ymaxQ(s,a) = Q(s,a))* 13
Uprava vah neuronové sité probiha pomoci nasledujiciho algoritmu. [45]

1. Pomoci dopiedného prichodu ziskej Q hodnoty pro vSechny akce (a) v aktudlnim
stavu (s)
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2. V dalsim stavu (s") vykonej dopiedny priuchod a vyber maximalni Q hodnotu
pomoci maxQ(s’,a’)
3. Na zaklad¢ této hodnoty ur¢i r + ymaxQ(s’,a”) a pomoci vztahu (13) vyjadfi
chybu
4. Zpétnym prichodem (Backpropagation) aktualizuj vahy

L

Neuronova Neuronova
sSit Sit

(=

=

Obr. 25) Architektura pro Deep Q Learning, upraveno podle [45]
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5 POPIS IMPLEMENTACE

Prvnim cilem mé diplomové prace bylo navrhnout soutézni htisté pro umélou inteligenci.
Hiist¢ mélo spliovat urcité pozadavky jako je pomérnd jednoduchost, graficka
nendrocnost a moznost hrani jednoho, nebo dvou hraci. Nejvhodnéjsim kandidatem,
ktery spliuje tyto predpoklady je hra Snake.

5.1 Snake

Snake je popularni 2D hra, kde hra¢ ovlada hada, ktery ma za ukol snist co nejvice
nahodné se objevujici potravy. Konec hry nastava ve chvili, kdy hra¢ narazi do svého
vlastniho téla nebo do prekazky. Tato hra existuje v mnoha verzich, které se liSi jak
pravidly, tak i1 grafickym zpracovanim, ale zdkladni koncept zlstava stejny. Nékteré
ptiklady zpracovani této hry jsou vyobrazeny na nésledujicim obrazku.

POTINTS: 31 SPEED! MEDIUN
WA A AL

o o
o al
(o &l
w w
a 2l
w &l
o =
- al
[ o

R O (O (O (O
Obr. 26a) Snake Il [46], 26b) Snake by Ilija Mihajlov [47], 26¢) Snake Game by Banditmoviegames [48]

5.2 SnakeAl

Pro vytvofeni vlastni verze této hry jsem pouzil programovaci jazyk Python a jako
zakladni framework Pygame. Samotnou hru tvoii herni pole o velikosti 32 x 24, které se
skladé ze zakladnich ¢tvercii. K pohybu hada dochéazi pravé po téchto ctvercich. Kazdy
¢tverec muiZze obsahovat nasledujici objekty, jejichZ zpracovani je moZno vidét nize:

ol

Obr. 27a) hiava, 27b télo, 27¢) jablko, 27d) zed’

e hlava
o télo

e jablko
o zed
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Pravidla hry jsou nésledujici:

e hrac ziska bod, pokud dojde na pole s jablkem

e jablko je nésledné vygenerovdno na ndhodné prazdné pozici
e pokud hra¢ narazi do zdi, tak prohral

e pokud hra¢ narazi do svého téla, tak prohral

e pokud hra¢ narazi do neptatelského hada, tak prohral

e pokud se hréci srazi hlavami, nastdva remiza
Moznosti hry:

e hra pro jednoho, nebo dva hrace

e vybér barvy hada mezi zelenym a modrym
e pseudondhodné generované fady zdi

o fullscreen

Nasleduje obrazek herni situace s popisky uZivatelského rozhrani a hernich objekta.

@ Snake —_ X

Jablko

Obr. 28) SnakeAl s popisem

5.2.1 Pygame

Pygame je open source knihovna programovaciho jazyka Python uréena pro tvorbu
multimedialnich aplikaci a her. Pomoci této knihovny lze pracovat s grafikou, zvukem,
vstupnimi zafizenimi a je kompatibilni s vétSinou platforem. Pygame je postavena
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na knihovné Simple DirectMedia Layer, zkracené SDL. Nasledujici obrazek je prikladem
aplikace, vytvotfené pomoci této knihovny. [49]

- —

Obr. 29) Roguelike-Pygame [50]

5.2.2 Herni objekty

Hra je vytvofena s pouZitim objektové orientovaného programovani. Zakladni tfida se
nazyva Game a tkolem této tfidy je sprava hernich objektl a logika celé hry. Dalsi tfida
odpovédna za herni model a vykreslovani je tfida s nazvem Screen. Nasleduji tiidy Snake,
Apple a Walls. Hierarchie téchto tfid je znazornéna na obrazku pod odstavcem.

. I

Screen ! | Snake 1] 1
| I

| |

Ul <:> ﬁ ' | Snake 2| 1
Game [—) l
o ' Walls ||

| I

|

i Apple ||

| I

Obr. 30) Hierarchie tiid
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5.2.3 Soketové rozhrani

Mozna implementace soketového rozhrani v této praci ma dva divody. Hra miize bézet
na jednom pocitaci a veskeré vypocty, souvisejici s umélymi inteligencemi mohou bézet
na pocitaci druhém. Druhou moznosti je pfipojeni cizi umélé inteligence. Zakladni prvek
obsahujici staticky herni popis je herni matice. Kazdy prvek matice odpovida praveé
jednomu hracimu ¢tverci a je reprezentovan pomoci sedmi bitti. Dynamicky popis hry
obsahuje smér, jakym se jeden, nebo oba hadi pohybuji. Schéma je mozno vidét
na nasledujicim obrazku.

U k=t Sock Al 1
Game | K= =75 K=

Al 2

Obr. 31) Soketové rozhrant
Nasleduje bitova reprezentace moznych stavi:

e prazdné pole [0,0,0,0,0,0, 1]

e hlavahada[1,0,0,0,0,0, 0]

e télohada[0,1,0,0,0,0,0]

¢ hlava nepratelského hada [0, 0, 1, 0, 0, 0, 0]
e t¢lo nepiatelského hada [0, 0, 0, 1, 0, 0, 0]
e jablko[0,0,0,0,1,0,0]

e 2ed’[0,0,0,0,0,1,0]

Implementace soketového rozhrani se pomoci programovaciho jazyka Python
provadi pomoci knihovny Socket. Algoritmus 2 popisuje jednoduchy kod pro ptipojeni
k webové strance www.google.com.

Algoritmus 2:
import socket

s = socket.socket(socket.AF_INET, socket.SOCK_STREAM)
port = 80

host_ip = socket.gethostbyname('www.google.com")
s.connect((host_ip, port))
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5.2.4 Herni algoritmus

Nasleduje ukazka herniho scénéfe, kdy hraji dvé um¢lé inteligence a jsou generovany
nahodné pasy zdi.

Algoritmus 3:

import pygame

import sys

from items import Snake, Apple, Walls, Matrix
from manager import Game, Screen

import neuralNetwork as nn

# Game for two AI Beta
def twoAI_Beta():
# Game utilities
screen = Screen(fullscreen =False)

# Game items

snakel = Snake(11, 20, "up", "green")
snake2 = Snake(11, 10, "down", "blue")
apple = Apple()

walls = Walls()
walls.makeRandomWalls()

matrix = None

# Game manager
game = Game(snakel, snake2, apple, walls, matrix)

clock = pygame.time.Clock()

# Neural network

model = nn.loadNeuralNetwork("NeuralNetwork_Beta.h5")
suggestedDirectionl = ©

suggestedDirection2 = ©

while game.isGameRunning:
for event in pygame.event.get():
if event.type == pygame.QUIT or event.type == pygame.KEYDOWN \
and event.key == pygame.K_ESCAPE:
game.isGameRunning = False
sys.exit()

# Control
snakel.turnSnake(suggestedDirectionl)
snake2.turnSnake(suggestedDirection2)

# Logic

game.moveBothSnakes ()

game.checkSnakeCollision()

game.collisionInference()

game.checkResults()

if snakel.isDead or snake2.isDead:
break
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# Graphic

screen.drawBackground()
screen.drawAppleOnScreen(apple)
screen.drawWallsOnScreen(walls)
screen.drawSnakeOnScreen(snakel)
screen.drawSnakeOnScreen(snake2)

screen.showFPS()
pygame.display.flip()

# Predict move
suggestedDirectionl =

apple, model)

suggestedDirection2 =

apple, model)

46

# FPS Limit
clock.tick(16)

nn.predictMove_Beta(snakel, snake2, walls, \

nn.predictMove_Beta(snake2, snakel, walls, \
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5.3 Hodnotici heuristiky

Pro zhodnoceni, zda na zaklad¢ vykonaného pohybu doslo ke zlepSeni stavu, ¢i nedoslo,
jsem zvolil takovou heuristiku, kterd méfi vzdalenost mezi hlavou a jablkem. Pro herni
scénaf, kde nejsou generovany nahodné zdi a hru hraje pouze jedna uméla inteligence,
jsou mozné heuristiky dv¢, a to Manhattan a Euklidovska vzdalenost. Pro druhy scénaf,
kde hru hraji soucasné¢ dvé umélé inteligence a kde kazdad hra je typickd ndhodnym
rozmisténim fad zdi, uz je tato heuristika nedostatecnd. Z toho divodu jsem zvolil

heuristiku pro vypocet vzdalenosti pomoci algoritmu A*.

5.3.1 Manhattan vzdalenost (Hammingova metrika)

Manhattan vzdalenost je vzdalenost zaloZen4, v pfipadé 2D prostoru, na rozdilu soufadnic
dvou bodi ve svislém a vodorovném sméru. Tato vzdalenost je pro 2D prostor definovana
podle vztahu (14), v Pythonu vyjadiena pomoci algoritmu 4 a na obr. 32 znazornéna
V urc¢itém hernim stavu.

d =Ax+ Ay = |x; — x1| + |y, — 1] (14)
Algoritmus 4:

def distanceManhattan(snake, apple):
deltaX = abs(snake.x - apple.x)
deltaY = abs(snake.y - snake.y)
dist = deltaX + deltaY

return dist

Obr. 32) Zndzornénd Manhattan vzdalenost
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5.3.2 Euklidovska vzdalenost

Euklidovska vzdalenost je definovana v n rozmérném prostoru pomoci vztahu (15). Pod
timto vztahem je ukazka algoritmu 5, kde je definovana funkce s nazvem distance pro
vypocet této vzdalenosti ve 2D prostoru. Na obr. 33 je tato vzdalenost znazornéna
V ur€itém hernim stavu.

(15)

Algoritmus 5:

def distance(snake, apple):
deltaX = snake.x - apple.x
deltaY = snake.y - apple.y
dist = (deltaX**2 + deltaY**2)**@.5

return dist

Obr. 33) Znazornénd Euklidovska vzdalenost

5.3.3 Vzdalenost pomoci algoritmu A*

Algoritmus A* se pouziva pro hledani nejkratsi cesty v miizce mezi dvéma uzly. Tento
algoritmus jsem zvolil z divodu pomémé jednoduché implementace pomoci knihovny
NetworkX.

Algoritmus A*

Algoritmus A* je modifikaci Dijsktrova algoritmu stim rozdilem, Ze Dijkstruv
algoritmus vyhledava nejkratsi trasu ze startovniho uzlu do vSech ostatnich uzld, zatimco
algoritmus A* hleda trasu pouze do zddané lokace. K tomuto hledani algoritmus vyuziva
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ohodnocovaci funkci f(n), vyjadienou pomoci vztahu (16). Funkce g(n) odpovida
vzdalenosti mezi pocate¢nim a danym uzlem, zatimco funkce h(n) predstavuje heuristické
ohodnoceni vzdélenosti daného uzlu a uzlu koncového. Heuristika byva nejCastéji
Manhattanskd, nebo Euklidovska. V pfipadé mé implementace je pouzita heuristika
Euklidovska. [51]

fm) =g®) + h(n) (16)

NetworkX
NetworkX je knihovna vytvofend v roce 2002 urcena pro tvorbu, manipulaci a zkoumani
vlastnosti grafovych struktur. [52]

Pomoci jednoduchych ptikazii Ize vytvofit graf pozadovanych rozmért a s grafem
dale pracovat. Pomoci algoritmu 6 je vytvotren 2D graf o rozmérech 10x8 a nésledné jsou
dva uzly na soufadnicich (3, 4) a (8, 5) odmazany. Vysledny graf mizeme vidét
na obr. 34.

Algoritmus 6:
import networkx as nx

graph = nx.grid_2d_graph(1e, 8)
graph.remove_node((3, 4))
graph.remove_node((8, 5))

———0

*—=s

Obr. 34) Ukdzkovy graf vytvoreny pomoci knihovny NetworkX

Implementace NetworkX

NetworkX je v mé praci implementovan tak, ze v kazdém hernim kroku se vytvari graf
0 velikosti herniho pole. Nasledné dojde k odstranéni uzli na takovych pozicich, které ve
hte odpovidaji pozicim zdi, vlastnimu télu (mimo hlavy) a nepfatelskému hadu. Pomoci
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nasledujiciho algoritmu 7, ktery vyuziva funkci této knihovny, je ur¢end vzdalenost mezi
hlavou hada a jablkem, dle algoritmu A*.

Na obr. 35 je vyobrazena herni situace, ktera je na dal$im obr. 36 znazornéna
pomoci NetworkX grafu. V tomto grafu je mimo jiné tato cesta vyznacena zelené.

Algoritmus 7:

import networkx as nx
def heuristicForAStar(a, b):
(x1, y1) = a
(x2, y2) = b
return ((x1 - x2) ** 2 + (yl - y2) ** 2) ** 9.5

pathLength = nx.astar_path_length(graph, (snake.x, snake.y), (apple.x,
apple.y), heuristicForAStar)

Obr. 35) Herni piredloha pro NetworkX

Obr. 36) Graf dle herni predlohy s vyznacenou cestou
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5.4 NavrZené umélé inteligence

Ptedposlednim cilem mé prace bylo navrhnout vlastni umélou inteligenci. Rozhodl jsem
se navrhnout 4 hrace, které jsem pro jednoduchost a piehlednost pojmenoval dle pismen
fecké abecedy Alfa, Beta, Beta+ a Gama. Nésledujici ¢ast je vénovana jejich popisu.

5.4.1 Uméla inteligence Alfa

Prvni navrzena uméla inteligence je pomérné jednoducha. Tvofi ji dopfedna neuronova
sit’, jejiz architektura je znazornéna na obr. 37. Pii vytvareni této a nasledujici umelé
inteligence jsem se inspiroval podle zdroje [53]. Zakladem jsou 3 senzory (Sn) rozmisténé
okolo hlavy, které vraci hodnoty 0 a 1 podle toho, zda se v bezprostiedni blizkosti nachazi
n&jaky objekt (obr. 38). Ctvrty vstup této sité odpovida navrhovanému sméru, do jakého
by se mél had dat. Tento neuron nabyva hodnot -1, 0 a 1. Vystupem sité jsou 2 neurony,
kde prvni potvrzuje smér a druhy tento smér zamita.

Tréning neuronové sité probihal na datasetu obsahujicim 18 vytvotfenych situaci.
Pro hodnoceni této sit¢ jsem zvolil graf zavislosti poctu trénovacich epoch na primérnych
hernich krocich (obr. 41) béhem 100 her. Protoze tato uméla inteligence nemd zadny
senzor pro jablko, tak je hodnoceni dle poctu nasbiranych jablek zbytecné.

4 vstupni 10 skrytych RelU _| 2 vystpuni
neurony neurond | neurony

Softmax

Y
A A
A\

Obr. 37) Schéma neuronové sité Alfa

Ss

[

Obr. 38) Zndzornéné senzory

5.4.2 Uméla inteligence Beta

Umeélé inteligence Beta je vylepSenou verzi Alfy. Neuronova sit’ je slozit&jsi a jeji
architektura je znazornéna na obr. 39. Hlavni komponenty jsou opét 3 senzory rozmisténé
okolo hlavy a vylepSeni spocivd v pouziti dalSiho senzoru, ktery jako vstup dostava
normovany thel mezi hlavou (v zéavislosti na sméru pohybu) a jablkem. Poslednim
vstupem je op¢€t navrhovany smér. Tato sit' ma 3 vystupy, kde aktivace prvniho odpovida
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situaci, kdy se had pfiblizi k jablku, aktivace druhého je situace, kdy se had k jablku
nepfiiblizi a aktivace tfetiho oznamuje srazku hada.

Tréning probihal na datech, kterd byla ziskdna hranim této hry pfedchozi umélou
inteligenci. Typ hry byl pro jednoho hrac¢e bez ndhodné generovanych zdi. Na zakladé
pohybti hada doslo k vyhodnoceni jeho akci a k vstupnimu vzoru se ptidal odpovidajici
vzor vystupni. Ohodnoceni probihalo pomoci Euklidovské heuristiky a uréovalo se, jestli
se had svym pohybem k jablku pfiblizil, nebo ne. Cely dataset obsahoval cca 3000 situaci
a prub¢h tréningu je mozno vidét na obr. 41 a obr. 42. Druhy graf odpovida zavislosti
trénovacich epoch na primérném mnoZzstvi nasbiranych jablek béhem 100 her. Typ
testované hry je hra pro jednoho hrace s ndhodné generovanymi zdmi.

5 vstupnich 30 skrytych Tanh »| 3 Vvystpuni
neurony neurond neurony

L 2

Y

Y

Softmax

Obr. 39) Schéma neuronoveé sité Beta

0

Obr. 40) Zndzornény normovany vhel

5.4.3 Uméla inteligence Beta+

Jedna se o stejny typ neuronové sité, jako v predchozim ptipad€. Rozdilem jsou trénovaci
data. Trénovaci data byla ziskdna hranim ptredeslé umélé inteligence ve hie pro jednoho
hrac¢e sndhodné generovanymi zdmi. Jako ohodnocovaci heuristika byla pouZita
vzdalenost pomoci algoritmu A*. Trénovaci set se skladal asi z 3000 trénovacich vzora.
A pribeh tréningu je vidét na obr. 41 a obr. 42.

Volba akce

Volba akce probihd tak, Ze v kazdém hernim kroku se ndhodnym zpiisobem zvoli
pozadovany smér. Na zakladé herniho stavu a tohoto sméru nasleduje dopiedny prichod
odpovidajici neuronovou siti a vysledkem je potvrzeni, nebo zamitnuti. Vybérem je prvni
potvrzeny smér. Pokud dojde k zamitnuti, je ze zbyvajicich moZnosti nahodné& vybrana
moznost dalsi a proces se opét opakuje. Funkce, ktera odpovida nahodnému vybéru smeért
z aktualné moznych je popsdna pomoci nasledujiciho algoritmu.
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Algoritmus 8:

directionVec = [-1, 0, 1]

def choseRandomDirection(directionVec):
idx = randint(@, len(directionVec)-1)
suggestedDirection = directionVec.pop(idx)

return suggestedDirection, directionVec

Porovnani dle poctu hernich krokf

300

250

8

i A [fa

e Beta

Pocet hernich krokl
= [
s 2

=g Bota+

50

2 4 6 8 10 12 14 16 18 20

Trénovaci epochy

Obr. 41) Porovndni umélych inteligenci v poctu hernich krokii

Porovnani dle jablek

L K
w s T

%]
-
[, ]

2 g Bota

15 =l Betat

Pocet snédenych jablek

0,5 N
0 F—H— > .

2 4 6 8 10 12 14 16 18 20

Trénovaci epochy

Obr. 42) Porovndni umélych inteligenci v poctu snédenych jablek
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5.4.4 Umél4 inteligence Gama

Posledni uméla inteligence je zalozena na konvolu¢ni neuronové siti. Vstupem jsou 2
po sob¢ jdouci herni snimky ve stupni Sedi, zmensené na 160 x 120 pixeld. Vstupni vrstva
je tvotena 16ti konvolu¢nimi filtry, kazdy o rozméru 8 x 8, s posunem 4 pixely. Nasleduje
druha konvolu¢ni vrstva obsahujici 32 konvolucnich filtri o velikosti 4 x 4 a posunem
2 pixely. Dalsi vrstvou je plné propojena vrstva s 64 neurony. Aktivacni funkci téchto
vrstev je ReLU. Vystupni vrstvu tvofi 3 neurony s linearni aktivaci, tudiz se jedna
0 mnohavystupni regresni model. Kazdy jeden vystup odpovida ohodnoceni prave jedné
akce. Architektura této sité je znazornéna na obr. 43.

Vstupni konvoluéni vrstva Skrytéwlfgt:;oluéni P névp:rscz\;:;)jené Vystupni vrstva
vstupni tvar - (160, 120, 2)
filtry - 32, (4x4), 2 64 neuron( 3 neurony
filtry - 16, (8x8), 4 > » >
RelLU RelLU linear
RelLU

Obr. 43) Schéma neuronové sit¢ Gama

Tréning sité probiha po kazdé odehrané hte, kde konecny stav je smrt hada, smrt
nepratelského hada, nebo dosazeni limitu hernich kroki. V kazdém hernim kroku se
ukladad herni stav (aktudlni a minuly snimek) a dojde k ohodnoceni vykonané akce.
Ohodnoceni dle situaci je nasledujici:

e had vyhraje, ohodnoceni: 1,0

e had prohraje, ohodnoceni: -1,0

e piibliZeni k jablku, ohodnoceni: 1,0

e had se dostane do pasti, ohodnoceni: -0,5
e 7adna situace, ohodnoceni: 0

Tato trénovaci data lze ziskat pomoci pfedchozich neuronovych siti, ale 1 pouZzitim
aktualni sité.

Volba akce

V kazdém hernim kroku do neuronové sité vstupuji 2 po sobé jdouci herni snimky.
Vystupem jsou 3 hodnoty, které odpovidaji ohodnoceni kazdé¢ mozné akce. Um¢la
inteligence voli akci s nejveétsim moznym ohodnocenim z téchto 3 hodnot.
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6 ZAVER

Cilem diplomové prace bylo navrhnout soutézni hiist¢ pro umélé inteligence, véetné
vlastnich feSeni hernich strategii implementovanych prostfednictvim neuronovych siti.
Prace byla rozdélena do nékolika kapitol, kde prvni kapitola predstavila pojem uméla
inteligence a dala obecny nahled na videohry. Druha kapitola byla sméfovana na popis a
zhodnoceni dosazenych vysledkii spole¢nosti DeepMind (Google), ktera pfisla
s vybornym a v praxi fungujicim algoritmem posilovaného uceni Deep Q Learning.
Vhodnou kombinaci algoritmti vytvofili takové umélé inteligence, které v nékterych
hrach bezkonkuren¢né porazili nejen elitni lidské protihrace, ale i doposud nejsilngjsi
um¢lé inteligence.

V této praci bylo na umélé inteligence pohlizeno ptredevsim v kontextu umélych
neuronovych siti, proto tfeti kapitola obsahuje zakladni popis zminénych siti, jejich
rozdé¢leni (zaméfené na pouzité sité) a také popis jednotlivych aktivacnich funkei. Dalsi
dulezité ¢ast je kapitola s ndzvem Strojové uceni. V této kapitole se ¢tendf presvédcil, ze
strojové uceni je v dneSni dob¢ velmi zivé téma a je Siroce podporované mnoZzstvim
dostupnych knihoven.
vytvofena pocitatova hra Snake, vhodna pro aplikaci riznych typd umélych inteligenci.
Toto htisté podporuje hru 2 hracl a umoziuje nechat soutézit umélé inteligence mezi
sebou, nebo také vyzkouset souboj €lov€ka proti stroji. Na tento cil navazoval navrh
vlastni umélé inteligence. V zavéru této kapitoly je popis 4 vytvoienych umélych
inteligenci. Za zminku stoji porovnéavaci grafy, které méti primeérné mnozstvi nasbirané
potravy a primérné mnozstvi hernich krokd v zavislosti na poctu trénovacich epoch
(obr. 41 a obr. 42). Pro Betu je charakteristicky pokles v po¢tu nasbiranych jablek pti 16.
a 18. epose. Tento pokles se také projevuje u Bety+, ale v kategorii primérné dosaZenych
hernich krokl. Tento problém pravdépodobné vznikl na zdkladé pomérné malého
mnozstvi trénovacich dat. Tuto statistiku tvofi prvni 3 neuronové sité, které nemaji velké
pozadavky na vypoletni vykon. Ctvrta neuronova sit’ pro usp&né natrénovani potiebuje
obrovské mnozstvi dat a herniho ¢asu, proto jeji zpracovani zlstava ve formé navrhu.
Popis programu, tiid a metod se nachazi v dokumentaci, ktera je pfilohou (Ptiloha A).
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