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ABSTRAKT

Prace se zabyva neuronovymi sitémi vyuzivanymi ke klasifikaci dat. Teoretickou naplni prace
je predstaveni tii zdkladnich typG neuronovych siti vyuZzitelnych ke klasifikaci dat. Témito
sittmi jsou dopfednd neuronova sit se zpétnym Sifenim chyby, Hopfieldova sit’
s minimalizaci energetické funkce a Kohonenova metoda samoorganiza¢nich map. Ve druhé
¢asti prace jsou tyto algoritmy naprogramovany a testovany v prostfedi Matlab. Na konci
testovani kazdé sité jsou diskutovany vysledky.

ABSTRACT

The thesis deals with neural networks used in data classification. The theoretical part presents
the three basic types of neural networks used in data classification. These networks are
feedforward neural network with backpropagation algorithm, the Hopfield network with
minimization of energy function and the Kohonen’s method of self-organizing maps. In the
second part of the thesis these algorithms are programmed and tested in Matlab environment.
At the end of each network testing results are discussed.
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Neuronové siteé, zpétné Sifeni chyby, Hopfieldova sit’, Kohonenovy samoorganiza¢ni mapy,
klasifikace dat
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UvVoD

Prace se zabyvd moznostmi klasifikace dat za pomoci umélych neuronovych siti.
Neuronovym sitim se v ramci posledniho ptlstoleti dostava velké pozornosti diky jejich
schopnosti uceni se (adaptace). Schopnost uceni je inspirovana poslednimi poznatky z oblasti
neurofyziologie, kdy se snazime napodobit lidskou schopnost u€eni pomoci sit¢ umélych
neuront. Diky tomu spadaji koncepty neuronovych siti pod obor umélé inteligence.

Neuronovych siti se vyuziva v fadé odvétvi, predevsim pak jde o rozhodovani
¢i predpovidani vyvoje. Konkrétnich aplikaci je jiz dnes nesCetné mnozstvi, jako piiklad nam
zde poslouzi fidici systémy, lékatstvi, pifedpoveédi chovani systémil, rozpoznavani feci
a pisma. JiZ dnes neuronové sité zazivaji obrovsky rozmach a jejich vyznam do budoucna
Jisté poroste.

Text se bude délit na dva vétsi celky, kdy prvni bude predstavovat teoreticky tivod
do problematiky a popisovat zakladni typy neuronovych siti, které tvoii bazi Sirokého spektra
dalsich modelt siti. Druhd ¢ést prace bude mit pak prakticky charakter, kdy bude kazdy typ
sit¢ naprogramovan v prostfedi Matlab a budou zkoumany jeho charakteristiky na konkrétnich
datech.

Prvni kapitola bude sestavena jako obecné piedstaveni konceptu neuronovych siti.
Na zacatku bude pro uplnost textu zafazena stru¢na historie neuronovych siti. Pokracovat se
bude vysvétlenim zdkladnich pojmi, jako je umély neuron, topologie siti, typy uceni siti.
Obecné tedy budeme hovofit 0 moznostech organizac¢ni, aktivni a adaptivni dynamiky.

(24

Dalsi kapitola se zaméfi na obecné nejpouzivanéj$i adaptacni algoritmus zpétného
Sifeni chyby, ktery je popsan pomoci tfech uvedenych dynamik. Mimo jiné bude zminéna
problematika poc¢tu neuronti ve skrytych vrstvach a uzité optimaliza¢ni metody vyuzivajici
gradientni pfistup.

V poradi tieti kapitola predstavi Hopfieldovu sit’ ur€enou pro klasifikaci vzord, popise
adaptivni dynamiku realizovanou za pomoci minimalizace energetické funkce a neopomene
rozebrat uskali, kterd jsou s Hopfieldovou siti spojena, jako je spontdnni vznik nepravych
vzoru ¢i kapacita sité.

Posledni kapitola teoretické Casti prace bude vénovana Kohonenové samoorganizacni
mapé, kterd struéné popiSe zplisob uceni siti bez ucitele, pfevadéni vicedimenzionalnich dat
na dvojrozmérny prostor a piedstavi i moznosti vektorového kvantovani u¢enim.

V praktické casti budou na zékladé uvedenych a popsanych skripti vytvofeny site,
které nasledné nau¢ime pomoci probiranych optimaliza¢nich metod (dopfednd neuronova sit’
se zpétnym S$ifenim chyby, Hopfieldova sit, Kohonenova samoorganiza¢ni mapa) a jejich
vysledky zobrazime.

Pro metodu zpétné¢ho Sifeni chyby a Kohonenovy mapy je v prostiedi programu
Matlab mozné nastavit fadu parametrti, které mohou meénit vlastnosti sité. V ramci praktické
¢asti proto budeme zkoumat i vlivy vybranych parametrii na klasifikacni schopnosti sité. Na
zaver testovani kazdé metody bude provedena diskuze nad ziskanymi vysledky.

Vsechny algoritmy, pouzitd data 1 obrazky vyslednych grafi budou soucasti
elektronické ptilohy.
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1 UVOD DO NEURONOVYCH SITI

Koncept umélych neuronovych siti byl inspirovan a vytvoten na ziklad¢é analogie s funkci
biologickych neuroni nervového systému Zzivogichii. Ukolem nervového systému,
resp. centrdlni nervové soustavy je fidit organismus, pfiCemZz tato Cinnost zahrnuje
v technickém pohledu zpracovani signélii pomoci zdkladnich vypocetnich jednotek — neuront
(Obr. 1). Biologické neurony jsou mezi sebou propojeny vazbami, oznacenymi jako
tzv. synapse, ¢imz vytvareji neuronovou sit. V tomto pohledu lze biologicky neuron chépat
jako vypocetni jednotku, ktera na zaklad¢ vstupl (dendrity) realizuje vystupy (zakonceni
axonovych vlaken), pfi¢emz v ramci neuronové sit¢ je mira propojeni jednotlivych neuront
ovlivnéna synapsemi. Snahou konceptu umélych neuronovych siti je napodobit funkcionalitu
takovéto biologické neuronové sité. Vysledkem jsou rizné modely umélych neuronovych siti,
které mohou vice ¢i mén¢ korespondovat s kognitivnimi funkcemi mozku nebo realizovat
rozli¢né matematické funkce a operace.

/Y.
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Obr. 1)  Biologicky neuron

1.1 Historie

Pocatky umélych neuronovych siti, didle NN, se datuji k roku 1943, kdy védci Warren
McCulloch a Walter Pitts publikovali ¢lanek "4 Logical Calculus of Ideas Immanent
in Nervous Activity“. V tomto Clanku ptedstavili prvni umély neuron s binarnimi vstupy
a skokovou aktiva¢ni funkci (binarnim vystupem). Kazdy vstup neuronu nabyval hodnoty
0 (inhibi¢ni), nebo 1 (excita¢ni), nasledné byla vyhodnocena hodnota prahové funkce. Prvotni
neuron tedy mél za kol vyhodnocovat logické funkce [1].

V roce 1949 kanadsky neuropsycholog Donald Hebb vydal knihu ,,7he Organization
of Behavior*, ktera dodala umélym neuronovym synapsim ucici pravidlo [3]. To spociva
v upravé vah na vstupech tak, Zze vstupy vedouci ke korektni excitaci neuronu jsou
posilovany, zatimco pokud je neuron excitovan nespravng, jsou vstupni hodnoty, které k jeho
nespravné excitaci vedly, oslabeny [2].

V roce 1951 byl sestaven prvni neuropocita¢ zvany Snark, jehoz autorem byl Marvin
Minsky. Snark dokazal automaticky pfizpiisobovat vdhy a technicky byl velkym tUspéchem.
Do budoucna inspiroval védce k sestaveni dalSich neuropocitacii, nicméné se neda oznacit za
uzitecny, jelikoz nebyl pouzit k feSeni zadnych praktickych probléma[1].

Nasledné v roce 1957 Frank Rosenblatt zobecnil Pittsiiv a McCullochiiv model
neuronu na tzv. perceptron. Perceptron je pevna architektura jednovrstvé neuronové sité
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s m vstupy a n vystupy, kterd pocitd s redlnymi Cisly. Rosenblatt také navrhl novy ucici
algoritmus, ktery pfi ndhodné konfiguraci vstupnich vah dokéze v konecném cCase najit
korektni vahovy vektor. Diky tomuto vyzkumu mezi roky 1957 a 1958 Rosenblatt spolecné
s Charlesem Wightmanem navrhl neuropocita¢ Mark I Perceptron, jez byl uren k detekci
znakt. Mark I Percepron sklidil obrovsky tuspéch, diky ¢emuz za nedlouho vznikl dalsi typ
neuropocitace ADALINE [3].

ADALINE byla zkratkou pro ADaptivni LINearni Element, jehoz autorem byl
Bernard Widrow s kolektivem svych studenti. ADALINE se od Mark I Preceptronu lisil
pfedevsim tim, Ze jeho vstupy byly obecné redlné a jednotlivé adaptivni linedrni elementy
realizovaly linearni funkci [3]. Rozjety vyzkum v oblasti neuronovych siti v§ak v roce 1969
zaznamenalo krizi, jelikozZ Marvin Minsky ucelové zdiskreditoval neuronové sité na zakladé
faktu, Ze jednovrstva neuronova sit’ neni schopna vy¢islit logickou funkci XOR. Sam tehdy
prohlésil, Ze feSenim by byla vicevrstva neuronova sit’, avSak predpokladal, ze vzhledem ke
slozitosti takové struktury nebude mozné najit vhodny ucici algoritmus. Diky tomuto
prohlaseni se prostfedky i zdjem védci zaméfily na jiné oblasti. V roce 1986 vSak byl
odvozen algoritmus, ktery vyuzivd pii ufeni principu zpétného Sifeni chyby-
Backpropagation. Tento algoritmus umé¢l vyfesit i problém XOR a umoznil znovunastartovani
intenzivniho badani v oblasti neuronovych siti, které¢ tva dodnes [4].

1.2 Koncept neuronovych siti

Neuronovych siti s vyhodou vyuzivame pro jejich schopnost klasifikace, regresni analyzy,
predikce ¢asovych tad ¢i shlukovani. Jednim z pilifti neuronovych siti jsou statistické metody
a pojmy z teorie grafil.

Obecné, dle povahy problému, je neuronova sit’ tvofena az stovkami samostatnych
jednotek, které nazyvame umélymi neurony, dale jen neurony. Tyto neurony jsou
organizovany ve vrstvich a mezi sebou vzijemné propojeny. Orientované propojeni
jednotlivych neuroni nazyvame fopologickym usporadanim site. Kazdy neuron obsahuje
vazené vstupy (tedy vstupni vektor hodnot nasobeny vektorem piislusnych vahovych
koeficientll), prahovou hodnotu, pifenosovou funkci a jeden vystup. Konkrétni sit’ je urcena
architekturou sité, pienosovou funkci svych neuronti a pravidlem uceni, resp. organizacni,
aktivni a adaptivni dynamikou.

Neuronové sité¢ povazujeme diky konfigurovatelnosti vah ucenim za parametrizovany
systém. Vypocet odezvy neuronu obecné probiha tak, ze vazeny soucet vstupil (vstupy jsou
vynasobeny odpovidajicimi vahami) v porovnani s prahovou hodnotou urcuje, jakou
hodnotou je neuron aktivovan, piipadn¢ jestli se viibec zaktivuje. Tento aktivacni signal je
vyhodnocen prenosovou funkci a vysledek je vystupem celého neuronu. Béhem tréninku jsou
vahy na jednotlivych spojich optimalizovany dle uciciho pravidla a povahy feSené ulohy[5].

1.3 Organiza¢ni dynamika

Organizacni dynamika pfedstavuje topologii neuronové sité, jejiz nazvoslovi a struktura
odpovidaji tradicim teorie grafti. Pod pojmem topologie si mizeme piedstavit architekturu
sit¢ skladajici se z jednotlivych neuronti, tedy pocty vrstev v neuronové siti, poCty neuronti
v téchto vrstvach a v nékterych ptipadech 1 geometrické rozloZzeni neuronit ve vrstve.
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Topologie zistava v naprosté vétSiné ptripadi neménnd. Nez-li se vSak stanovi definitivni
architektura, je tfeba velmi peclivé uvazit konkrétni ucel sité. V ptipadé neménnych topologii
muzeme sité délit na dva zékladni typy: cyklické (rekurentni) a acyklické (doptedné).

1.3.1 Cyklické (rekurentni) neuronové sité

Za neuronovou sit’ s cyklickou topologii povazujeme sit’, ve které existuje skupina neuront
(nemusi se jednat o vSechny neurony v siti), kterd je vzajemné cyklicky propojena. Cyklické
spojeni znamend, ze jednotlivé neurony jsou vzijemné propojeny a vystup posledniho
neuronu je zaroven jednim ze vstupli vstupniho (prvniho) neuronu. Za elementarni cyklus
muzeme povazovat zpétnou vazbu neuronu, kdy vystup daného neuronu je zdroven jeho
vstupem. Za sit’ s uplnou cyklickou topologii muzeme oznacit sit, kde vystup kazdého
neuronu je vstupem vSech neurontl v siti (Obr.2a).

1.3.2 Acyklické (dopFedné) neuronové sité

Za acyklickou neuronovou sit’ povazujeme takovou sit, kde nenajdeme zddny cyklus.
Jednotlivé spoje vedou pouze vpied (odtud nazev dopiedné). Typickym znakem dopiednych
siti je, ze vzdy mizeme jednoznacné urcit vrstvy, ze kterych se skladaji. Za specidlni pfipad
povazujeme vicevrstvou neuronovou sit, kterd obsahuje vstupni vrstvu, vystupni vrstvu a
skrytou vrstvu (jednu nebo i vice). Acyklickou neuronovou sit mizeme jednoznacné
specifikovat pocty neurontl v jednotlivych vrstvach. Na obrazku (Obr.2b) vidime sit’ s dvéma
vstupnimi neurony, dvéma neurony ve skryté vrstvé a jednim vystupnim neuronem, mizeme
ji tedy oznacit jako dopfednou sit’ 2-3-2 [6].

VYSTUPNI VRSTVA

SKRYTA VRSTVA

VSTUPNI VRSTVA

Obr.2) a) Uplna cyklicka topologie b) Topologie doptedné sité

1.4 Aktivni dynamika

Aktivni dynamika popisuje funkci jiz naucené neuronové sité o pevné topologii a konfiguraci
vahovych koeficient. Nejdiive se nastavuji hodnoty vstupnich neuronli na vstupni hodnoty,
které tvofi tzv. vstupni prostor. Nasleduje inicializace sit¢, béhem které probiha samotny
vypocet. Obecné¢ miizeme uvazovat spojity prubéh vypocti,, nicméné ve vétsiné piipadl se
jednd o taktovany systém s diskrétnim casem, kdy je vyhodnoceni odezvy neuront
uskuteciiovano v diskrétnich krocich. Mizeme rozliSovat sekvencni vypocet, kdy je v kazdém
casovém kroku aktualizovan pravé jeden neuron, nebo paralelni vypocet, kdy je v jednom
Case zaroven aktualizovano vice neuronl. Aktualizace predstavuje zménu stavu neuront
na zéklad¢ hodnot na jejich vstupech. Ve vstupnim prostoru jsou proto neurony aktualizovany

7



USTAV AUTOMATIZACE

A INFORMATIKY

pouze na vstup, ovSem kazdy dal$i navazujici neuron je aktualizovan na zdkladé vystupu
neurontl, které mu piedchazi. V aktivni dynamice rozliSujeme synchronni a asynchronni
modely neuronovych siti podle toho, jestli je aktualizace fizena centralné€, nebo se jednotlivé
neurony aktualizuji nezavisle na jinych neuronech. Stav vystupnich neuronli reprezentuje
vystup celé sité, ktery se ve vétsin€ pripada ustali, a je tedy pro dané vstupni hodnoty pii dané
topologii a konfiguraci konstantni [1].

Jak jiz bylo uvedeno, umé&ly neuron povaZujeme za stavebni jednotku neuronovych
siti. Signaly, které do neuronu pfichazeji, oznacujeme jako vstupy. Vstupy neuronu jsou
obecné reprezentovany realnymi Cisly. V prubchu aktivni dynamiky jsou nejdiive nasobeny
ptislusnymi vahovymi koeficienty (taktéz redlnymi ¢isly), seCteny, porovnany s prahovou
hodnotou (¢imz dostdvame tzv. vnitini potencial neuronu &) a nasledné zhodnoceny
prechodovou funkci, jejiz vysledek je vystupem neuronu [5]. Schéma umélého neuronu, které
znazoriuje postup signdlu neuronem, vidime na Obr. 3). Jelikoz vstupy i vahy jsou z oboru
redlnych ¢isel, mohou generovat jak kladné tak zdporné hodnoty vnitiniho potencialu. Prah,
téz nékdy oznacovany bias b, je konstanta, kterd je nékdy povazovana za nulty vstup neuronu
s hodnotou 1 a véhou odpovidajici b, kterd podléhé adaptaci v rdmci faze uceni.

VSTUPY VAHY

VYPOCET AKTIVNI DYNAMIKY

X _@_ i w;x;— b f(zn: w; _1.;)
=1 — v

VNITRNI POTENCIAL | PRECHODOVA VYSTUP
NEURONU FUNKCE

Obr. 3)  Schéma umélého neuronu

Vnitini potencial neuronu mizeme vy¢islit nasledovné [1]:

n
£= 2 wix; — b,
=1

kde x; ptedstavuje ptislusnou vstupni hodnotu a w; hodnotu vahy pro dany vstup z vektoru n
vstupt. Prahové hodnota se formalizuje jako nulty vstup, ¢imz ziskame vztah:

(1

2

Prahovou hodnotu ve vzorci piedstavuje nulty vstup s hodnotou pro x, =1,w, = —b.
Vy¢islena hodnota vnitiniho potencialu se nasledné stavd argumentem aktivacni pfenosové
funkce (2). S vyuzitim tzv. aktivaéni funkce f (&) dostdvame celkovou odezvu neuronu:

&= YizoWix;.

n 3)
y=fE = fO wx).
i=0

Poznamenejme, Ze model neuronu definovany dle (3) je ozna¢ovan jako perceptron.
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1.4.1 Aktivacni (prenosova) funkce

Aktivacni funkce mohou byt obecné jak linedrni, tak nelinedrni. Tato funkce realizuje
zobrazeni R™ — R a urluje, zda je neuron inhibovan ¢i excitovan. Tyto funkce se 1isi dle typu
neuronové sit€. Svou povahou mohou byt diferencovatelné i nediferencovatelné a omezené ¢i
neomezené v oboru hodnot. Pivodni model neuronové sit¢ s perceptronovym ucicim
pravidlem vyuzival skokovou aktivacni funkci (4), ptipadné (5). Linearni model ADALINE
funkci (6) a obecné modely neuronové sit¢ funkce (6), (7) a (8) [4]. Poznamenejme, Ze
uvedené modely aktivacnich funkci jsou frekventované pouzivané, ovSem definic téchto
funkci miize existovat nespocetné mnoho. V pfipad¢ vicevrstvych neuronovych siti se bézné
vyuziva vice typil pfenosovych funkci v ramci jedné sité.

1 =0
f(2) = (o hrot 2o @
1 >0
&) = (L] proz <o )
f€)=¢ (6)
1 1—e¢
f(§) = tanh (E &) =17 e (7
f©) = 17— ®)
lprog>1
f(&):{épro—lﬁiﬁl ©)
Oprog < —1
(&)
f(€)
1 1
: : : £
-1
Obr. 4)  Aktivacni funkce typu: Obr. 5)  Aktivacni funkce typu:
jednotkovy skok signum
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() W

Obr. 6)  Aktivacni funkce typu: Obr. 7)  Aktivacni funkce typu:
linearita hyperbolicky tangens
f(&) i
1 1
_ 0 0
> &
1 -1
Obr. 8)  Aktivacni funkce typu: Obr.9)  Aktivacni funkce typu:
logisticka sigmoida saturace (sat. linearita)

1.5 Adaptivni dynamika - Uceni neuronovych siti

Schopnost ucit se je jednim ze zakladnich znakl inteligence. Adaptivni dynamiku sité
predstavuje jeji uceni, tedy Uprava vahovych koeficient pomoci daného uéiciho pravidla.
Na poc¢atku mohou byt vahy nastaveny nahodné, zpravidla na hodnoty blizké nule, nasleduje
jejich uprava - uceni. Adaptivni dynamika, obdobné jako u dynamiky aktivni, probiha
v posloupnosti diskrétnich ¢asovych krokt [1].

Existuji dva zédkladni zptisoby uceni neuronovych siti. Jedna se o uceni s ucitelem
a uceni bez ucitele. Pti danych zptisobech uceni se vzdy zabyvame parametry, které souvisi
s ucenim ze vzoru [7]:
e Kapacita (capacity): kolik raznych vystupii maze sit’ rozeznavat, jaké funkce,
rozhodnuti a v jakych rozmezich miize sit’ vyhodnocovat.
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e Obsahlost vzort (sample comlpexity): kolik tréninkovych vzorki je potteba, aby bylo
zajisténo odpovidajici zobecnéni, ptilis malo vzorki mize zplsobit problém zvany
»over-fitting*, kdy ma sit’ dobré vysledky na tréninkové mnoziné, ale Spatné vysledky
na ovéfovaci mnozing.

e Vypocetni narocnost (Computational complexity): kolik €asu je potfeba k nauceni sité.
Rada uéicich pravidel, ktera jsou pouzivana v souéasné dob& mé vysokou vypocetni
narocnost, proto je hledani efektivnéjSich ucicich pravidel i dnes velmi zivé téma.

Uceni s ucitelem

Pii uceni s ucitelem (supervised learning) se sit' adaptuje za pomoci tréninkovych dat.
Tréninkova data obsahuji jak vstupni hodnoty, tak i pozadované vystupy pii danych vstupnich
hodnotach. Tréninkovd data se jeSté¢ pred samotnym ucenim rozd€li na tfi skupiny:
tréninkovou, validacni a testovaci v poméeru bézné¢ 70:15:15. Uceni s uCitelem se aplikuje na
sit¢, kde jsou neurony usporadany ve vrstvach, a mezi jednotlivymi vrstvami je kazdy neuron
z ptedchazejici vrstvy propojen s kazdym neuronem z vrstvy nasledujici. Sit miizeme
jednoznaéné rozd€lit na vstupni vrstvu, vystupni vrstvu a tzv. skryté vrstvy, lezici mezi
vstupni a vystupni vrstvou. Uceni s ucitelem probihd tak, ze je skutecna odezva sité
porovnana s pozadovanou odezvou dle trénovaci mnoziny. Nésledné jsou vahy dle uzitého
uciciho pravidla zménény tak, aby vystup sité¢ odpovidal, nebo konvergoval k pozadovanému
vystupu, pficemz se jedna o iteracni proces. Obecné¢ se sit’ uci generalizovat [1].

Uceni bez ucitele

O uceni bez ucitele (unsupervised learning, self-organized learning) hovotime v ptipadé, Ze
mame k dispozici vzorové vstupy, ale nemdme k nim pfifazeny vystupy jako u uceni
s ucitelem. Sit’ hled4 opakujici se vzor, za pomoci metrik pfibuznosti, na zdklad€ kterého 1ze
zadana data tiidit do kategorii.
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2 ALGORITMUS BACKPROPAGATION

Backpropagation, neboli algoritmus zpétného Sifeni chyby, byl navrzen Rumelhartem a jeho
kolektivem pracovnikll. Jednd se gradientni algoritmus, za pomoci kterého jsou adaptovany
vicevrstvé doptedné sité. Backpropagation probihd jako uceni s ucitelem, kdy je vypocteny
vystup sité porovndn s pozadovanym vystupem. Nasledné se zpétnym Sifenim signalu
upravuji vahy tak, aby sit’ na vzor reagovala pozadovanym vystupem. Bylo dokazano, ze
takovéto sit¢ jsou schopny aproximovat s pozadovanou piesnosti jakoukoliv spojitou funkei,
amaji proto velké vyuziti napiiklad pro regresni analyzu [8]. Obecné¢ je princip
backpropagation nejuzivanéjsim algoritmem v oblasti neuronovych siti viibec. Je pouzit v asi
80-90% aplikaci [3]. Optimaliza¢ni postup backpropagation je vyuzivan u dopiednych
neuronovych siti se skrytymi vrstvami a je urCen pro klasifikaci dat, ktera obecné nejsou
linearné separovatelna (v ptipadé linearn¢ separovatelnych funkci neni neuronti ve skrytych
vrstvach potieba) [9].

2.1 Organiza¢ni dynamika

Organizacni dynamika u zpétného Sifeni chyby odpovida vicevrstvému perceptronu. Sit’ je
tvofena pevnou acyklickou topologii se vstupni a vystupni vrstvou a jednou nebo dvéma
vnitinimi skrytymi vrstvami neuronti. U skrytych vrstev zavadime bias, tedy nulty vstup roven
vzdy 1. Mezi jednotlivymi vrstvami je uplné propojeni, coZ znamena, ze kazdy neuron je
spojen s kazdym neuronem vrstvy ndsledujici. Priklad architektury neuronové sité se zpétnym
Sitenim chyby jsme mohli vidét na Obr. 2b jakozto piiklad acyklicke sité.

Specidlnim tématem je volba, zda pouzijeme k fesSeni problému jednu nebo dv¢ skryté
vrstvy a kolik tyto vrstvy budou obsahovat neuront. Pouzijeme-li pfili§ malo neurond, sit
nemusi byt dostatecné presnd pro komplexni problém. Nedostatek neuronii ve skryté vrstveé
pro adekvatni klasifikaci nazyvame nedostatecnou konvergenci (underfitting). Pouzijeme-li
naopak neuront pfili§ mnoho, sit’ ztrati schopnost generalizace tréninkovych vzori, a nebude
tedy schopna dobie klasifikovat vstupy nové, které nebyly zahrnuty v trénovaci mnozing.
Tento problém je oznaCovan jako preuceni site (overfitting) [8].

Hned na zacatku je potieba zminit, Ze fada vyzkumnika se snazila pfijit na optimalni
vzorec pro ur¢ovani ptislusnych hodnot, av§ak univerzalni feSeni pro pocet neuronti ve skryté
nalezeno [9]. Jedna skryta vrstva se zpravidla pouziva pii spojitém zobrazeni z jednoho
kone¢ného prostoru do druhého. Dveé skryté vrstvy pak mohou piedstavovat libovolnou
kiivku s racionalni pienosovou funkci a mohou tedy aproximovat libovolné hladké kiivky
s pozadovanou ptesnosti. Pokud je naSim pozadavkem maximadlni ptesnost, pak mizeme v siti
pouzit i vice skrytych vrstev, ovSem za cenu velké vypoctové narocnosti. Proto se obecné sit’
s vice nez dvéma skrytymi vrstvami v praxi moc neuplatiiuje.

Zcela orienta¢nimi pravidly pro ur€ovani poc¢tu neuront ve skrytych vrstvach jsou dle
ruznych publikaci naptiklad nasledujici doporuceni:

e pocet skrytych neuronti jsou 2/3 (nebo 70-90%) poctu neurond ve vstupni vrstve,
e pocet neuronll ve skrytych vrstvach by mél byt mensi nez dvojnasobek vstupnich
neuronu,
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e pocet neuronu ve skryté vrstvé by se mél pohybovat v rozmezi poctu neuront
vstupni a vystupni vrstvy.

Nicméné jak jiz bylo zminéno, pravidla jsou pouze orientacni a nemusi platit vzdy.
Ve vhodném poctu neuronti ve skryté vrstvé hraji roli také komplexnost aktivacni funkce,
ucici pravidlo, ale ptfedev§im povaha a mnozstvi tréninkovych vzord, podle kterych jsou
upravovany vahy [9]. Proto je tfeba pro kazdy problém feSeny metodou backpropagation
potfeba zvlast uvazit vSechny vysSe zminéné faktory a pfizplisobit jim pocet neurond
ve skrytych vrstvach.

2.2 Aktivni dynamika

Aktivni dynamika probihd v diskrétnim ¢ase a odezvu sité generuje na zdkladé funkce y(w),
ktera je dana matici w vahovych koeficientt a realizuje zobrazeni R™ — (0,1)™.
Pro algoritmus backpropagation je klicové, aby funkce sité, tedy i1 aktivacni funkce
jednotlivych neuroni, byly diferencovatelné. Na zaklad¢ inicializa¢nich hodnot ptivedenych
na vstupni neurony poc¢itdme vnitini potencidly jednotlivych neuronti:

(10)
Ej = Z Wiy i’
i€f_
kde j_ znaci vystupy neuront z ptedchozi vrstvy, tedy vstupy j-t¢ho neuronu. Pro vstupni
neurony odpovida j_ vstupnim hodnotam sité. Na zéklad¢ vnitiniho potencialu je za pomoci

sigmoidalni pienosové funkce (8), kterd spojité aproximuje ostrou nelinearitu (5), stanoven
vystup neuronu:

v = f;&), kde ;) = —=¢ (11

Parametr AeR nazyvame strmost (gain), ktera zarucuje nelinearni riist ¢i pokles sigmoidalni
funkce v bodech blizkych nule (pro 4 > 0 rist, pro A < 0 pokles). Bézné je volena hodnota
A =1, avSak je mozné volit 1 jiné hodnoty, ve specidlnich ptfipadech miize A dokonce nabyvat
riiznych hodnot pro jednotlivé neurony 4;.

Diky takto ziskanému vystupu y; neuronu miZeme pocitat dalsi vrstvu sit€. Tento

proces opakujeme pies vSechny vnitini vrstvy az do dosazeni vystupni vrstvy, kdy jsou
vystupy jednotlivych neuronii odezvou celé sité.

2.3 Adaptivni dynamika

Adaptivni dynamika ndm popisuje proces nastaveni vah tak, aby sit’" generovala spravny
vysledek. Optimaliza¢ni funkce backpropagation ptredstavuje uceni s ucitelem, coz znamena,
Ze pti procesu uceni siti predkladame nejen vstupni hodnoty, které bude sit’ klasifikovat, ale 1
pozadované vystupni hodnoty. Trénovaci mnoZzina o p vzorech 7 tedy vypadé nasledovné:

Ty = {11, 01} {12, 05} .. {1, 0,}}.

Vidime, ze jde o soubor usporadanych dvojic, kde I; = [iy, iy, ..., ix] je vektor trénovacich
vzort a 0; = [04, 0y, ..., 0] j€ Vystupni vektor pozadovanych hodnot, pfislusny i-tému vzoru
z trénovaci mnoziny o p prvcich. Jednotlivé vstupy i vystupy nabyvaji hodnot <0,1> [10].
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Jednoduse lze algoritmus zpétného Sifeni chyby popsat tak, Ze je vypoctena odezva
sit€¢ pro jeden ze vstupl tréninkové mnoziny za ndhodného nastaveni vah. Tato odezva je
nasledné porovnana s piisluSnym pozadovanym vystupem. Na zdkladé rozdilu mezi
vypoctenou a pozadovanou odezvou sit€¢ je vypoctena parcialni chyba sité (pro konkrétni
vzor). Soucet vSech parcialnich chyb sité¢ (pro celou tréninkovou mnozinu) udéva celkovou
chybu sité. Vypoctena parcidlni chyba je vynasobena tzv. rychlosti uceni (learning rate) a
vracena zpét do sit¢, kde $ifi zpét od vystupu ke vstuptim za tpravy jednotlivych vahovych
koeficientl tak, aby pfi dal$im vypocétu odezvy byla chyba sit¢ mensi. Po vypocitani vSech
parcidlnich chyb sit¢ od vSech prvki tréninkové mnoziny jsou tyto chyby secteny, pficemz
dostavame celkovou chybu sité. Na zavér celkovou chybu sité porovname s pozadovanou
maximalni chybou sité. Pokud je celkova chyba vétsi nez pozadovand maximalni chyba, pak
se cely postup opakuje.

Princip algoritmu zpétného Sifeni chyby spociva v minimalizaci chybové funkce, ktera
je definovana jako [3]:

Ew) = X5, Ex(w), (12)

kde p je pocet tréninkovych vzora a Ej(w) pfedstavuje parcidlni chybu sité pro konkrétni
tréninkovy vzor [10]:

Ex(w) = 23T, (3 — 0))?. (13)

Kde je m poCet neuront ve vystupni vrstv€, y; je vypoCtenou odezvou j-t¢ho neuronu a o; je
pozadovand odezva j-tého neuronu, kterd je ur¢ena tréninkovou mnozinou.

Minimalizaci chybové funkce provadime pomoci gradientni metody. Abychom
gradientni metodu mohli k fteSeni tohoto problému pozit, musi byt chybovad funkce
diferencovatelnd. Pokud je podminka diferencovatelnosti splnéna, mizeme upravovat vahy
dle nasledujiciho uciciho pravidla [3]:

® _ ., @t-1) ®
Wit =w o+ Awi]. , (14)
kde Awi(jt) predstavuje zménu vahovych koeficientd v ¢ase t a je umérna zapornému gradientu
chybové funkce v bodé w1 [3]:

Aij — _ga_E(W(t—l)), (15)

owy;

kde €€(0,1) je koeficient uceni a % predstavuje gradient chybové funkce. Pro lepsi
pfedstavu hledani minima chybové funkce nam poslouzi obrazek Obr.10. Na obrazku vidime
vyvoj chybové funkce v zavislosti na vahové konfiguraci. Jak jiz bylo zminéno, hledame
minimum funkce tak, Ze k pfisluSnému nastaveni vah (v ¢ase t=0 je konfigurace nahodnd),
tedy bodu na kiivce funkce, vypocteme gradient (teCny vektor), jemuz pomoci koeficientu
uceni pfifadime velikost. O takto orientovany vektor se posuneme v ramci vahového prostoru
tak, abychom postupné zmenSovali celkovou chybu. Postup opakujeme, dokud se na chybové
funkci limitné neblizime lokalnimu minimu. Je nutné poznamenat, ze gradientni metoda za
vhodné volby koeficientu uceni vzdy konverguje k lokdlnimu minimu chybové funkce,
nicmén¢ nemusi k tomu pro velkou vypocetni narocnost dojit v redlném case [3].
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Obr. 10) Gradientni metoda

Vypocet gradientu chybové funkce pocitdme tak, Ze jej vyjadiime jako soucin
parcidlnich chybovych funkci. Uv&domime-li si, Ze jednotlivé chybové funkce zavisi na
funkcich jednotlivych neuront sité, pak miizeme vyuzit derivace slozené funkce takto [3]:

0E _ " 9, _ N0 9y, 0, (16)
aWU = aWU e} ayj aEJ aWU
0¢; 17
a_f =y, (17)
Wij
3, =4yl =)
9E, (19)
—_— =Y. — 0.
3y; Yi 9

Pro vystupni neurony lze tedy parcidlni derivaci pocitat a zpétnym Sifenim jsme
schopni aktualizovat vahové koeficienty 1 napfi€ siti. Jak jiZ bylo zminéno, po kazdé upravé
vah je pfepocitana celkovéd chyba sité a porovnana s pozadovanou maximalni chybou sité.
V ptipadé, Ze je vypoctend hodnota mensi nebo rovna poZadované maximalni chybé, proces
uceni konci. V opaéném piipadé se cely postup opakuje az k dosazeni zddané presnosti.
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3 HOPFIELDOVA SIT

Autorem tohoto modelu je John Hopfield, ktery svou praci navdzal na model McCullocha
a Pittse. Model byl analyzovan dal§imi védci, nicméné az pravé Hopfield model uvedl do
obecného povédomi svou analogii s fyzikalni teorii magnetickych materidld za pomoci
energetické funkce. Vyhodami Hopfieldovy sit¢ je schopnost rozpoznavat vzory inverzni
k vzorim naucenym, jednorazové uceni pomoci Hebbova zakona a ptipadna moznost piiuceni
dalsich vzora atd. [11]. Je nutné podotknout, Ze existuje vice variant Hopfieldova modelu,
naptiklad spojitd Hopfieldova sit, kdy se vyuziva spojité prechodové funkce. V nasledujicim
textu se vSak budeme zabyvat pouze zakladnimu modelu sité, kdy sit’ pracuje v diskrétnim
Case.

Sit funguje jako asociativni pamét. Zatimco klasickd pocitacova pamét hleda
informace podle ptislusné adresy, asociativni pamét’ dokaze vybavit pozadovanou informaci
na zaklad¢ jeji neuplné znalosti (tedy asociace). Asociativni pamét muzeme dale délit
na autoasociativni a heteroasociativni. Autoasociativni pamét’, na kterou se zaméeiime, dokaze
doplnit vstupni informaci. Naptiklad kdyz se podivame opryskanou ceduli, na které se jiz
misty odloupla barva, stale si mizeme domyslet, jak vypadala, kdyz byla nova, ptipadné co
na ni bylo napsano. Heteroasociativni pamét’ vybavuje informaci, ktera se vstupni informaci
n¢jakym zptisobem souvisi. Piikladem by tedy mohla byt cedule s obrazkem mésta, kdy
heteroasociativni pamét’ vybavi ndzev daného mésta.

3.1 Organiza¢ni dynamika

Hopfieldova sit” je pevna cyklicka sit’ s N neurony. Kazdy neuron v siti je vstupem i vystupem
sit¢, pficemz vSechny neurony jsou vzajemné¢ ohodnoceny vahami a propojeny (kazdy
s kazdym), avSak Zadny neuron neni spojen sam se sebou. Ptiklad organiza¢ni dynamiky
Hopfieldovy sité¢ mtizeme vidét na Obr. 2a.

Vahy sité jsou vzdy celoCiselné a symetrické, tedy w;; = wj;. Proto mizeme dvojici
orientovanych vah mezi jednotlivymi neurony povazovat za jedno neorientované spojeni.
Diky této vlastnosti je téz Hopfieldova sit’ nazyvana jako sit’ symetricka. Jednotlivé neurony
sit¢ maji neménny prah a skokovou ptfechodovou funkci. Neurony mohou nabyvat stavu
{0,1}, jak je tomu u klasické skokové funkce podle (4), nebo bipolarnich hodnot{-1,1} dle
(5). Dale bude sit’ popisovana za pomoci bipolarnich hodnot, jelikoZz vzorce jednotlivych
funkci jsou pro tyto hodnoty piehledné;si.

3.2 Adaptivni dynamika

Adaptivni dynamika se u Hopfieldovy sité tidi Hebbovym ucicim pravidlem. To bylo v roce
1949 definovano Donaldem Hebbem jako analogie k neurofyziologickému osvojovani
podminénych reflext [4]. Pravidlo je ureno pro neurony s bindrnimi vstupy i vystupy a je
zalozeno na mysSlence, Ze spojeni mezi dvéma neurony je zesileno v piipade€, ze jsou tyto
neurony souhlasné aktivovany. V ptipad¢, ze stavy neurontl jsou opacné, spojeni mezi nimi je
utlumeno.

Hebbovo uceni je prikladem uceni bez uclitele, coz znamena, ze siti dodavame vstupni
hodnoty, nikoliv v§ak pozadované vystupy. Siti tedy zadavame p vzort, pticemz kazdy vzor
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odpovida vektoru n hodnot {-1,1} vstupnich a vystupnich neuroni, které si u autoasociativni
paméti odpovidaji. Uceni probiha tak, Ze se na jednotlivé neurony ptivedou hodnoty, které
chceme sit’ naucit. Néasledné jsou aktualizovany vdhové koeficienty podle vzorce [8]:

wii(£) = wy; (= 1)+ f(©):if (&), (20)
kde ¢ odpovidad hodnoté diskrétniho kroku. Vzorec udava, ze v ptipadé souhlasnych stavi
neurond {1,1} nebo {-1,-1} bude véha posilena o 1 a naopak pii nesouhlasnych stavech
neurond {-1,1} nebo {l1,-1} bude vdha o 1 oslabena.Vyslednou konfiguraci pro p vzort
muzeme tedy vyjadiit nasledovné [8]:

Wiy = Sy f@uf@y 1<j#is<n 21)

Odtud plyne i1 symetri¢nost vah w;; = wj;, kterou jsme zminili na zaCatku kapitoly.

Viahy jsou pii kazdé aktualizaci bud’ zvyseny, nebo snizeny o hodnotu 1, podle toho, kolikrat

byly ptislusné neurony souhlasné, resp. nesouhlasné. Na zakladé toho si mizeme uvédomit,

ze vysledné znaménko vah vypovida o tom, zda celkové pievySovaly opacné nebo souhlasné

orientované spoje [3]. Z uvedeného vyplyva, ze vzory, které¢ odpovidaji i pozadovanym

hodnotam, nejsou v siti reprezentovany piimo, jak je tomu napiiklad u uceni s ucitelem, nybrz
jsou zakomponovany do vah na spojeni jednotlivych neurond.

3.3 Aktivni dynamika

Nejdiive se v aktivnim rezimu nastavuji stavy jednotlivych neuront, na vstupy sité. V tuto
chvili se tedy vstupy rovnaji vystuptim piislusnych neuront. Nasledn€ jsou sekvencné
synchronn¢ aktualizovany jednotlivé neurony. DalSim krokem je vycisleni vnitiniho
potencialu neuronu, ktery vzdy spadd do oboru celych cisel, a jeho vysledné znaménko
indikuje jeho novou hodnotu. Potencial neuronu i vy¢islime néasledovné [3]:

®) S (t-1) (22)
$i’ = Z w7
j=1
kde Ei(t) — je potencial neuronu v ¢ase ¢ a n je poCet neuront sité. Sit’ takto aktualizujeme tak
dlouho, dokud nedosahne stabilniho stavu, tedy:

fi(Hl) — fi(t) (23)

pro vSechny neurony v siti. Dobu ptfed ustdlenim sit¢ do stabilniho stavu, tedy kdy se sit
opakovan¢ aktualizuje, nazyvame relaxace. Vystupni neurony ve stabilnim stavu urcuji
vystup sité.

Da se dokazat, ze podle této aktivni dynamiky se symetrickymi vahami je sekvencni
vypocet Hopfieldovy sit¢ pro jakoukoliv kombinaci vstupnich hodnot vzdy konecny
a generuje zobrazeni f(w): f(w): {—1,1}" - {—1,1}" [3]. Funkce f(w) je krom¢ piislusnych
hodnot vah zavisla na pofadi aktualizace neuront. Vypocet Ize provadét také paralelné,
nicméné v takovém piipadé se sit’ nemusi ustalit a vysledek mtize po urcité dobé sttidat dva
stavy [3].
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Jak jiz bylo zminéno, Hopfield se ve své praci inspiroval fyzikdlni teorii magnetismu.
Magnetické materidly jsou v ramci teorie povazovany za soubor elementidrnich magneti
na Urovni atomu, tzv. spinu, usporddanych do krystalové mitizky [3]. Za ptedpokladu, ze
jednotlivé spiny mohou nabyvat kladné a zaporné hodnoty, dostdvdme analogii s
Hopfieldovou siti, kdy jednotlivé neurony mohou nabyvat hodnot {-1,1}. Spiny v
magnetickych materidlech jsou ovlivilovany jednak externimi magnetickymi vlivy a jednak
internim polem vlastntho magnetického materidlu. Kazdy atom piindsi do wvnitiniho
magnetického pole prispévek umérny spinu. V Hopfieldové siti mizeme k externim vlivim
ptirovnat vstupni hodnoty a neurony ke spintim, které za pomoci vah pfinaseji svij ptispévek
do vnitiniho pole Hopfieldovy sité, které zpétné ovliviiuje neurony.

3.4 Energeticka funkce

Vzhledem k vyse uvedenému zavedl Hopfield tzv. energetickou funkci, ktera ptirazuje
potencialni energii kazdému stavu neuronu a celé siti takto [10]:

E.(y") = = X7y Xhoq wyy; 0y, (01 j#i. (24)

v

Cim ma sit’ niz§i hodnotu energetické funkce, tim je stabilngjsi. Nejstabilngjsi je
ve chvili, kdy jsou hodnoty wj;x;x; maximalni, tedy znaménko souCinu vystupii odpovida
znaménku vah.

Pti procesu uceni Hopfieldovy sité je kazdym vzorem generovano lokalni minimum
energetické funkce. Okoli téchto lokalnich minim nazyvame oblasti atrakce, kde nachazime
vystupy podobné piislusnému vzoru. Pii procesu minimalizace energetické funkce jsou tyto
body z oblasti atrakce posouvany do lokalniho minima funkce, které je pro energetickou
funkci stabilnim bodem. Geometricky si tedy miizeme sit’ pomysin¢ rozdé€lit na podoblasti
jednotlivych vzort, ke kterym je kazdy z vystupi sité ptitahovan, viz Obr.11.

* \ \

Obr. 11) Plocha energetické funkce

Na plose energetick¢ funkce vSak mohou vznikat tzv. nepravé vzory (fantomy).
Fantomy jsou spontanné vznikla lokalni minima energetické funkce, ktera vSak nemaji
odpovidajici vzor. Paklize zadame siti vstup spadajici do oblasti atrakce nepravého vzoru, sit’
vybavi nesmyslny vystup. Existuji vSak zpiisoby, jak v ramci adaptivni dynamiky fantomy
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dodate¢n€ vyloucit. Napiiklad u sit¢ s vahami w;; miZeme nepravy vzor se vstupnimi
hodnotami x'; vyloucit upravou vah tak, ze [3]:
w'ii = wy; —x'ix. (25)
V neurofyziologické analogii je eliminace fantomi vlastné léceni neurdz. Existuji i
teorie, na zaklad¢ kterych jsou v lidském mozku fantomy oducovany béhem spanku a tim
dochazi ke zlepseni paméti [3].

3.5 Kapacita sité

Pocet vzort, které si je Hopfieldova sit’ schopna zapamatovat, neni neomezeny. Schopnost
reprodukce (zapamatovani) je predpokladem asociativni paméti, coZz znamena, ze mnozina
vzori predstavuje lokalni minima na plose energetické funkce. Kapacita asociativni paméti
pro Hopfieldovu sit’ je zavisld na poméru poc¢tu vzorta p, které chceme sit’ naucit, a poctu
neuronu sit¢ n. Piesnéji, pro reprodukci vSech vzori, které chceme ukladat do paméti
Hopfieldovy site, musi byt pocet téchto vzort maximalné [3]

. (26)

logn '

Pmax =

Avsak naSim cilem neni pouze ulozeni vzorti do paméti, nybrz i jejich zpétného
vyvolani, a to i na zaklad¢ jejich neuplné znalosti. Z analyzy vyplyva, ze Hopfieldovu sit’ 1ze
pouzit jako autoasociativni pamét’ v piipadé, Ze

p < 0.138n, (27)
kdy vzory odpovidaji lokalnim minimim energetické funkce [3]. V pfipad¢, ze kapacita sité
(p/n) prevysuje hodnotu 0.138, lokalni minima energetické funkce ptislusejici danym vzoriim
zanikaji. Naopak pokud

p < 0.05n, (28)

z lokalnich minim odpovidajicich vzorim se stdvaji globalni minima energetické funkce [3].
Globalni minima jsou hlubsi nez lokalni minima fantoma. Z vyse uvedeného plyne, Ze
Hopfieldova sit’ s dobrymi vlastnostmi je velmi pamétové narocna. Napiiklad pro nauceni
10 rznych vzoru je tfeba 200 neuronti, tedy pro cyklickou sit’ 40000 spoji s vahami z oboru
celych cisel. Z tohoto divodu zékladni model Hopfieldovy sit¢ nenachazi praktické uplatnéni
a je pouzivan spise k teoretickému pochopeni problematiky, nicméné existuje fada modifikaci
zékladniho modelu, které se pokouseji o eliminaci problému pamétové narocnosti site.
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4 KOHONENOVY SAMOORGANIZACNI MAPY

Samoorganizacni algoritmy (self organizing map, SOM, self organizing feature map, SOFM)
se uci bez ucitele pomoci analyzy dat, pficemz vyuzivaji tzv. soutézni strategii (competitive
learning). Pti této strategii je ve vysledku aktivovan vzdy pravé jeden (vitézny) neuron
ve vystupni (Kohonenove) vrstvé. Specifickym znakem SOM je realizace zobrazeni
R™ — {0,1}™, které¢ zachovava topologii a zobrazuje tak charakteristické rysy dat z trénovaci
mnoziny. U zobrazeni je velmi vyznamny fakt, Ze hodnoty vstupii, které jsou vzajemné
blizko, jsou zobrazeny na vystupni prostor taktéz blizko sebe. Pomoci téchto typt siti jsme
schopni zjednodusit mnohorozmérné datové struktury vstupti na jednoduchy dvourozmérny
vystup. Samoorganizaéni sit¢ jsou opé€t inspirovany cinnosti mozku, pfi¢emz fenomén
topologického zobrazeni ptiznakil je vyznamné zastoupen v mozcich jak vysSich savet, tak i
¢loveka [8].

Soutéznimu uceni se intenzivné vénovalo vice védct zardz. Napiiklad v 70. letech
20. stoleti to byli von der Malsburg, Grossberg, Willsaw ¢i Fukushima [3]. NejvyznamnéjSim
pfinosem této doby vSak byla Kohonenova samoorganizacni mapa popsand roku 1982.
Kohonen, ackoliv sit’ nese jeho jméno, nebyl prvnim objevitelem algoritmu, nicméné do n¢j
zanesl koncept mnoziny reprezentantli, majicich stejné pravdépodobnosti vybéru, ktery
vyznamné zjednodusil ptedchozi vypocetni postupy [8].

4.1 Organiza¢ni dynamika

Samoorganiza¢ni mapy jsou zpravidla tvoifeny dvéma vrstvami neurond. Jedna se o vstupni
vrstvu s n neurony a vystupni vrstvu s m neurony, kterd navic byva uspotfadana
do topologické struktury, zpravidla mifizky pro dvojrozmérny prostor ¢i fady
pro jednorozmérny prostor. Schéma organiza¢ni dynamiky vidime na Obr.12. Jak jiZ bylo
zminéno, hodnoty, které jsou si blizké na vstupu, se na vystupni mfizku promitaji taktéz
s malou vzdalenosti, proto mizeme definovat pojem okoli neuronu, coz je vzdalenost s,
do které spadaji neurony blizké ptislusnému neuronu. Okoli ma zésadni vyznam v adaptivni
dynamice sité, kterou si ptiblizime pozdé&ji.

Vrstvy Kohonenovy sité jsou zcela propojeny, tedy kazdy neuron vstupni vrstvy je
spojen s kazdym neuronem vystupni vrstvy, pfiCemz kazdy spoj je ohodnocen vahami.
Specifikem kompetitivnich siti je vzdjemné propojeni neuront ve vystupni (kompeticni)
vrstv€ zplsobujici tzv. lateralni inhibici. Jednotlivé neurony maji zpravidla sebeexcitujici
vazbu (+) a inhibi¢ni vazbu vii¢i okolnim neurontim (-). Ve vysledku je vitézny neuron, tedy
ten, ktery je nejvice excitovany, jesté vice excitovan, zatimco okolni neurony jsou inhibovany
na minimum [10].

kompeticni
vrstva

vstupnivrstva @ @ @

Obr. 12) Kohonenova samoorganizacni mapa
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4.2 Aktivni dynamika

Vystup klasifikace Kohonenovy samoorganizaéni mapy je takovy, Ze neuron s nejveétsi
excitaéni hodnotou (tedy s nejmensi vzdalenosti od vzoru) ma hodnotu 1, pficemz vSechny
ostatni vystupni neurony maji hodnotu 0. Vypocet odezvy probiha nésledovné [8]:

© _ 1 proj= argmin;—y_p{||x® — w;|[} (29)
Vi 0 pro ostatni hodnoty ’

kde [lx* — w|| piedstavuje euklidovskou normu a w;; jsou vahy piislusejici danému spoji.
Vahy zde reprezentuji polohu vystupniho neuronu ve vstupnim prostoru. Hledame tedy
minimalni vzdalenost mezi vstupnim vektorem hodnot a vystupnimi neurony. Neuron, ktery
je vstupu nejblize, ma nejvyssi potencidl, majici vyznam v kompeti¢ni vrstveé, a to tak, ze
velikosti pfimo imérnou svému potencidlu zeslabuje neurony ve svém okoli [3]. Nakonec
tedy nejvice excitovany neuron utlumi zbytek vystupti, pti¢emz je sam stale aktivni.

4.3 Adaptivni dynamika

Uceni u Kohonenovych samoorganizacnich map probihé pfedkladanim vzort siti, pficemz je
vyhodnocen vitézny neuron vystupni sité tak, jak je popsano v aktivni dynamice. Pocate¢ni
nastaveni vah odpovida ndhodnym malym hodnotdm, vétSinou z intervalu (0,1). Nasleduje
uprava vah aktivniho neuronu tak, aby se vystupni neuron pfiblizil zadanému vzoru
tréninkové mnoziny. Pfi projiti celé tréninkové mnoziny tedy dosdhneme piesunu vystupniho
neuronu do oblasti s nejvétsi koncentraci jemu podobnych vstupii- shlukovych oblasti [10].

Diky topologii vystupni vrstvy, kdy mald vzdalenost hodnot ve vstupnim prostoru
znamend Dblizkost vystupnich neuronii, miize adaptivni dynamika Kohonenovych
samoorganizacnich map pracovat s pojmem okoli neuronu. V ¢ase hodnota okoli neuronu
klesa, viz Obr. 13, coZ nam umoziuje posouvat v radmci vystupni sit€ nejen vitézny neuron
kompetice, ale i neurony, které patii do jeho okoli.

Obr. 13) Okoli neuronu v zavislosti na ¢ase

Ucici algoritmus samoorganiza¢ni mapy definujeme nasledovné [2]:

® _ =1 : (30)
w’ = Wij + 6 (xl. Wi ) pro je s(c),

kde ¢ =argmin;;; n{||x® —w||}, 6 € R je koeficient uceni, seN je okoli vitézného

neuronu a piedstavuje mnozinu neuront nalezejici aktualnimu okoli, ktera je zavisla na case.
Koeficient uc¢eni nabyva hodnot (0,1) pfi¢emz v piipadé SOM je na pocatku blizky 1
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a rychlost uceni v zavislosti na (diskrétnim) ¢ase klesa k 0. Taktéz okoli zasazené vitéznym
neuronem se pii procesu uceni zmensuje. Obecné rozmér okoli na zacatku adaptace odpovida
celé siti a zmensuje se az na hodnotu 0, kdy jsou adaptovany pouze vahy vitézného neuronu.
Grafické zndzornéni procesu u¢eni Kohonenovy mapy je na Obr.14.

Shlukovani si mizeme predstavit také jako funkci hustoty pravdépodobnosti, ktera
definuje rozlozeni dat v ramci prostoru. Za pomoci této funkce mulzeme pocitat
pravdépodobnost vyskytu vektoru pro kazdy bod uvazovaného prostoru. Pokud jsou tedy
vstupni hodnoty rozlozeny na zaklad¢ distribucni funkce, ofekavame totéz rozde€leni i na
vystupnim prostoru[10].

t=0 t=25

t=500 t=10 000

Obr. 14) Vizualizace procesu adaptace Kohonenovy mapy [10]

4.4 Kohonenova mapa a uceni s ucitelem

Jak jsme si ukdzali vySe, samoorganizaéni mapy jsou schopny na zdklad¢ hustoty
pravdépodobnosti upravit vystupni sit’ samy, mizeme je vSak pouzit také ke klasifikaci dat
do pfedem stanovenych tfid, coz odpovida typu uceni s ulitelem nebo téz kvantizaci dat
ucenim (learning vector quantization, LVQ). Pro kazdy shluk bude existovat pozadovany
vystup, tedy neuron kompeti¢ni vrstvy, z cehoz vyplyva, ze pocet neuront ve vystupni vrstveé
bude odpovidat poctu ttid, do kterych chceme data rozd¢lit.

Prvni krok adaptace pro uceni s ucitelem probiha bez pozadovanych vystupt, tedy
stejn¢ jako adaptace bez ucitele. Siti jsou tedy pfedloZzeny pouze trénovaci vzory a probiha
vektorova kvantizace. DalSim krokem je pak douceni sité, které adaptuje vahy na naSe
pozadované vystupy, nicméné na rozdil od samoorganizace nepracujeme s celym okolim,
nybrz pouze s jednim, resp. dvéma neurony dle pouzit¢ho algoritmu. Kohonen v priabéhu
zivota popsal tfi zpiisoby kvantizace dat u¢enim.

Prvni algoritmus (LVQI1) funguje na takovém principu, ze pii spravné klasifikaci
hodnot dle pozadovaného vystupu je pfislusny vystupni neuron posunut smérem ke vstupu
stejné, jak je tomu pii uceni bez ucitele. Naopak v ptipad¢, ze sit’ vstup klasifikuje jinak, nez
pozadovanym vystupem, je vystupni neuron posunut do vétsi vzdalenosti od vstupu. Uprava
vah, a tedy i posouvani neurond v rdmci vystupni mfizky, probihd nasledovné [12]:
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(t-1) t-1) _ 31
o Wi a(x(t) —wy; ) pro y® = o; G

ij i(jt—l) _ a(x(t) _ Wi(jt—l)) proy® = Oi’

kde aeR je koeficient posunuti, ktery se po né¢kolika desitkach az stech tisicich cykla piiblizi
nule, nicméné na rozdil od koeficientu uceni u samoorganizace se o inicializuje obecné
hodnotami 0,01 az 0,02, coz prakticky znamena, Ze i posunuti pfisluSného neuronu od/k
vstupni hodnoty je velmi malé [3]. Posuvy se vytvoii shluky, pficemz okoli hranice
klasifikovanych tfid se vyprazdni. Bylo zjisténo, ze takto vznikld hranice lezi na stiedu
spojnic vystupnich neurontl a aproximuje k tzv. bayesovské rozhodovaci hranici.

Druhy algoritmus LVQ2 navazoval na poznatky LVQI jiz s cilem zdmérné posouvat
svou rozhodovaci hranici k bayesovské hranici. Toho mélo byt docileno posuvem dvou
vystupnich neurond. Vybér téchto neuronil probiha tak, ze pro konkrétni vstupni vektor jsou
vybrany dva jeho nejblizsi vystupni neurony, pro které plati, Ze jeden klasifikuje spravné a
druhy Spatné. Tyto neurony vSak nesmi byt vstupu piili§ blizko, proto se vstup zpravidla
nachazi v pomyslném pasmu na stiedu vzdalenosti mezi vybranymi neurony[12]. Sitka pasma
je volena zpravidla mezi 10-30% vzdalenosti neuronti [3]. Mensi hodnotu volime pro co
nejpiesnéjsi hranici, zatimco vys§i hodnota ndm umoziuje zahrnout statisticky vyznamné
mnozstvi dat. Vypocet hodnot posunuti je totozny s LVQ1, to znamenad, Ze spravné hodnotici
neuron posouvame smérem ke vstupu, zatimco nespravné hodnotici opacnym smérem.
Praktickymi experimenty bylo prokdzano, ze LVQ2 je pouzitelny pouze pro nizky pocet
ucicich cykla (kolem 10000), pro vice cykli se totiz jeho klasifikacni schopnost opét zacina
zhorSovat [3].

Tteti algoritmus uceni s ucitelem LVQ3 opét rozsitfuje svého predchidce. Tentokrate
je docileno toho, aby byl algoritmus stabilni, tedy aby byl aplikovatelny i1 na velké mnoZzstvi
cykli bez ztraty na ptesnosti. Toho bylo docileno pfidanim dalS$iho pravidla, kdy kromé
posuvu vystupnich neuronti dle LVQ2 jsou dodatecné upraveny vahy spravné hodnoticiho
vystupniho neuronu tak, aby byl jesté vice posunut ke vstupu[3]:

© _ D B _ D 32

Wij —Wl-j +wa(x()—wij ), (32)

kde parametr w je v case konstantni a mél by se nachazet v rozmezi <0,1;0,5>, pficemz nizsi
hodnota se voli pro uzsi pasma a vyssi pro $ir§i pasma.
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5 PRAKTICKA CAST

V praktické ¢asti se budeme vénovat jednoduchym aplikacim, které klasifikuji data na zéklad¢
algoritmii popsanych v piedchozich kapitolach. Reseni tiloh je realizovano v prostfedi Matlab.

Matlab (z anglického matrix laboratory) je interaktivni prostiedi spolecnosti
MathWorks s vlastnim programovacim jazykem pro rychlé a jednoduché védecké vypocty,
vyvoj algoritmil, analyzu a vizualizaci dat. Nachézi uplatnéni v Sirokém spektru aplikaci jako
je komunikace, testovani a méfeni, zpracovani signalu a obrazu, finan¢niho modelovani a
analyzy a mnoha dalSich. Velkou vyhodou Matlabu je moZznost importu, exportu a zpracovani
dat riznych format. Soucésti tohoto nastroje je i velmi podrobnd dokumentace popisujici
vSechny funkce, jejich argumenty a ve vétSin€ pfipadl 1 vystizn€ podané vysvétleni
problematiky ptislusného tématu, doplnéné o schémata a konkrétni ptiklady.

Prostiedi Matlab nabizi mimo vypoctové funkce také obrovské spektrum knihoven,
ozn. jako toolbox, zamétenych na specifické oblasti. Jednou z téchto knihoven je Neural
Network toolbox urCeny specidlné pro praci s neuronovymi sitémi, konkrétné¢ pro navrhovani,
trénovani, simulaci a vizualizaci. Nabizeji se zde moznosti prace s daty: klasifikace,
shlukovani, regrese, pfedpovidani casovych fad, redukce dimenzi ¢i modelovani a fizeni
dynamickych systémtl. Prace se sit€émi, pfedev§im navrh a trénovani, je mozna jak v ramci
interaktivniho ptikazového tadku, tak i specialniho grafického rozhrani.

5.1 Iris data set

Pro aplikace metody backpropagation a Kohonenovy samoorganizaéni mapy bude vyuzita
databdze kosatcl Iris data set. Informace do této databaze byly v roce 1935 shromazdény
Edgarem Andersonem a nésledné¢ v roce 1936 publikovany Ronaldem Fisherem v ¢lanku
»The Use Of Multiple Measurements In Taxonomic Problems” [13]. Databaze je v oblasti
neuronovych siti velmi zndma a asi nejvice vyuzivana. Miizeme ji najit napt. na UCI Machine
Learning Repository [14] nebo v pfilozeném souboru jako puvodni dataset.txt.

Data obsazena v databazi se vazi ke tfem tiidam kosatcu: Iris Setosa, Iris Versicolour
a Iris Virginica. Tato data jsou zndzornéna na Obr.15 a Obr.16. Druhy z obrazki je generovan
pomoci K-means funkce v Matlabu, kterd nalezne centrum dat piislusné tiidy velmi
podobnym zptsobem, jako Kohonenova samoorganiza¢ni mapa. Jelikoz jen tézko zobrazime
¢tyfdimenzionalni prostor, jsou vygenerovany dva grafy, pficemz se méni jedna z os grafu
urc¢end pro délku/sitku okvétniho listku.

Od kazdé tridy je v datasetu 50 vzorkt, u nichzZ pozorujeme Ctyfi atributy:

e délka kali$niho listku v cm (sepal length),
o $itka kali$niho listku v cm (sepal width),
e d¢lka okvétniho listku v cm (petal length),
e Siika okvétniho listku v cm. (petal width).

Cilem neuronové¢ sit¢ je klasifikovat spravné druhy kosatct (species: Setosa, Versicolor
a Virginica) na zakladé vlozenych vstupt (Ctyfi atributy, viz vyse).
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Obr. 15) Rozlozeni dat v ramci Iris datasetu [16]
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Obr. 16) Rozlozeni datasetu a centroidi (vypocet pomoci Matlab funkce kmeans)

Databaze se hojné vyuziva i ve statistickych metodach, sim FiSer ji pouzil v ramci
diskrimina¢ni analyzy, kterd je jednou z metod mnohorozmérné statistické analyzy [15].
V ramci statistiky miizeme na databazi sledovat rizné vlastnosti, jako vztah mezi délkou

a Sitkou okvétniho listku, které dvojice rozmért nejvice koreluji nebo zda maji ptislusné tiidy
dalsi podttidy, které 1ze pomoci analyzy dat najit.

26



USTAV AUTOMATIZACE

A INFORMATIKY

5.2 Dopredna neuronova sit’ a iloha identifikace kosatci

Prvnim tkolem je natrénovani dopfedné neuronové sit€é pomoci metody backpropagation.
Pti préci se siti vychazime z vySe zminéné FiSerovy databdze. Prvnim krokem je vhodnd
pfiprava dat. Déle jsou popsany casti kodu na konkrétnim ptikladu, a vystupy, na zéklad¢
kterych muizeme hodnotit vykonnost sit€. Na zavér jsou uvedeny piiklady konkrétnich
nastaveni sit¢ a jejich hodnoty.

5.2.1 Priprava dat

Pivodni FiSerova databaze je koncipovédna jako matice 5x150, kde prvni Ctyfi sloupce jsou
hodnoty atributli v centimetrech a paty sloupec je slovné vyjadieny typ kosatce, tedy
pozadovany vystup.

Jak bylo feCeno v kapitole o algoritmu backpropagation, vystup sit¢ nabyva hodnot
{0,1}". Z tohoto duivodu je tieba, aby jednotlivé druhy kosatcii (jakozto pozadované vystupy)
byly ur€eny taktéz za pomoci téchto hodnot. Za predpokladu, ze mame tfi vystupy, mizeme
slovni hodnoceni stanovit nasledovné:

o Iris setosa — 100
o Iris versicolor — 010
o Iris virginica —001.

Jelikoz funkce pro uceni neuronovych siti vyzaduje vstupy a vystupy zvlast, tak i
dataset byl rozdélen na dva textové soubory. Poslednim krokem byla uprava textovych
souboru tak, aby v matlabovské syntaxi piedstavovaly matici. To znamena, Ze jednotlivé
hodnoty jsou oddéleny mezerou a kazdy fadek matice ¢arkou. Takto upravené textové
soubory Ize nalézt v elektronické piiloze jako backpropagation/vstupy.txt a vystupy.txt.

5.2.2 Obecny popis kédu a jeho vystupt

V této Casti se budeme zabyvat koédem pro trénovani neuronové sit€ pomoci metody
backpropagation. Vystupem tréninkového algoritmu je nejen sit’ schopna klasifikovat, ale i
fada grafli vypovidajicich o pribéhu trénovani, chybovosti, regresi hodnot atd. Tyto grafy
jsou vykreslovany jiz v pribéhu uceni sité, kdy vizualizuji jeji prib&h. Prezentovany program
je k dispozici v backpropagation/vzorovy skript.m v rdmci elektronické ptilohy.

Trénovani doptfednych neuronovych siti v prostfedi programu Matlab je mozné dvéma
zpusoby. Jednak je mozZné spustit interaktivni prostfedi, které nas nastavenim sité¢ krok po
kroku provede, nebo je mozné napsat kod v ramci ptikazového fadku ¢i skriptu. Vlastnoruéni
psani kodu je vyhodné;jsi, jelikoz poskytuje mnohem vice moznosti, nez interaktivni program.
My si nyni popiSeme postup s psanym kdédem a popiSeme si moznosti, které nabizi.

Nadteni tréninkovych dat:

x = vstupy';
t vystupy';

Proménné vstupy a vystupy odpovidaji vySe zminénym predpfipravenym datim v podobé
matic o rozmérech 150x4 a 150x3. Transpozice je nutna jen v piipad¢, ze vektory vstuptl jsou
zadany tadkové, jelikoz ji ndsledn¢ budeme dle vzorce (2) nasobit vahovym vektorem 150x1.
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Volba optimaliza¢ni metody pro trénink sit€. tj. volba trénovaci funkce

Zde se nam nabizi tfi hlavni moznosti. Prvni dvé se fadi mezi exaktni metody, kdy se vyuziva
analyza validacnich dat. To znamend, ze béhem procesu uceni sit¢ je sledovana valida¢ni
mnozina. Ve chvili, kdy jeji chybovost zane narustat, se uceni zastavi.

Prvni je optimalizacni funkce konjugovanych gradientii (scaled conjugate gradient,
trainscg), jejiz vyhodou je, ze pfili§ nezatéZzuje pamet.

Dalsi funkci je Levenberg-Marquardt (trainim), kterd je oproti funkci konjugovanych
gradientil Casové Usporné€jsi za cenu vétSich pamétovych narokt.

Tretim algoritmem je Bayesovské pravidlo (Bayesian Regulation, trainbr), které se
od predchozich dvou lisi tim, Ze nepracuje s valida¢ni mnoZinou. Obecné o ném lze fici, Ze
dobfe generalizuje malé¢ nebo komplikované datasety, pfipadné datasety obsahujici Sum.
Trénink kon¢i pfi minimalizaci vah. [15]

V Matlabu existuji 1 dalsi algoritmy pro algoritmus zpétného Sifeni chyby, nicméné tii
vyse uvedené jsou nejrychlejsi.

U uvedenych optimaliza¢nich funkci miizeme mj. nastavovat [15]:

e showiindow otevieni trénovaci GUI, odkud je mozné sledovat vizualizaci
procesu ucent,

¢ max fail maximalni chyba sité,

e goal cil ucelové funkce,

e nin grad minimalni gradient ucelové funkce,

e cpochs maximalni pocet cykld,

e time maximalni doba tréninku.

Posledni ¢tyfi parametry stanovi ukonceni ueni sité, a to 1 pies to, ze se chybovost valida¢ni
funkce nezacala horsit.

Q

trainFcn = '"trainlm' % volba trénovaci funkce

Volba poétu skrytych neuronu

Poslednim faktorem, ktery nam urcuje dopfednou sit, je pocet skrytych neuront.
Problematika volby poctu skrytych neuronli byla nastinéna v kapitole 2.1. V tomto bod¢ tedy
muzeme vytvorit samotnou sit. To se d€la za pomoci funkce fitnet, jejimiz argumenty jsou
pocet neuront ve skryté vrstvé a zvolena optimaliza¢ni funkce. V tuto chvili Matlab vytvari
objekt sité.
hiddenLayerSize = 2;

net =
fitnet (hiddenLayerSize, trainFcn) ;

% pocCet neuronu ve skryté vrstvé
vytvoreni sité

e
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Zpracovani dat

Pii vytvoreni objektu sit¢ Matlab automaticky pfifadi siti funkce, které upravuji data
do vhodné podoby pro klasifikaci. V ptipadé ptili§ velkych dat totiz budou vahové koeficienty
velmi malé, coz v disledku znamend mnohem del$i dobu potiebnou k natrénovani neuronové
sité.
net.input.processFcns = {'removeconstantrows', 'mapminmax'};
net.output.processFcns = {'removeconstantrows', 'mapminmax'};

Rozdéleni dat

Nasledujici ¢ast kdédu urcuje rozd€leni mnoziny tréninkovych vzorl na trénovaci, testovaci
a validacni ¢ast. Vzorky do jednotlivych podmnozin mohou byt na zaklad¢ zadaného poméru
rozdéleny ndhodné ¢i podle konkrétniho pravidla.

net.divideFcn = 'dividerand'; % nadhodné rozdéleni dat
net.divideMode = 'sample';
net.divideParam.trainRatio = 70/100;
net.divideParam.testRatio = 15/100;
net.divideParam.valRatio = 15/100;

o°

pomér trénovaci mnoziny
pomér testovaci mnoziny
pomér validad¢ni mnozZiny

oe

oe

Volba tcelové funkce

Dalsi cast kodu, volba ucelové funkce, je zpravidla taktéZz generovana automaticky, a to
na zéklad¢ zvolené optimaliza¢ni funkce. Dale jsou definovany funkce, vykreslujici prabéh
uceni na zéklad€ parametra.

net.performFcn = 'mse'; % Ucelova funkce
net.plotFcns = {'plotperform', ... % druhy vykreslovanych grafl
'plottrainstate', 'ploterrhist', ...

'plotregression', 'plotfit'};

Trénink a testovani sité

V posledni ¢asti se dostavame k samotnému tréninku sit¢ a jejimu testovani na zakladé
predchozich parametrii. Trénink probihd pomoci funkce train, jejimiz argumenty je sit,
kterou jsme vytvoftili, trénovaci vzory a pozadované vystupy. Na zavér sit’ zobrazime.

Testovani probiha tak, Ze siti pfedlozime vzory z testovaci mnoziny a porovndvame je
s pozadovanymi vystupnimi hodnotami.

[net,tr] = train(net,x,t); % metoda pro trénovani sité

y = net(x); % testovani sité
e gsubtract (t,y)
performance = perform(net,t,vy);

5.2.3 Charakteristiky natrénované sité
Nasledujici obrazky a informace jsou popisovany na zaklad¢ vystupnich charakteristik sité
natrénované dle ukazkového algoritmu z ptedchozi podkapitoly. Sit’ je ulozena v elektronické
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pfiloze v backpropagation/Ukazkova sit.mat. Béhem trénovani sit¢ dle pfedchoziho
algoritmu vysko¢i interaktivni okno (Obr.17, Obr.18). Prvni pole (Obr.17) ukazuje
schematicky znazornénou topologii sité, v tomto konkrétnim piipadé tedy sit’ se Ctyimi
vstupy, skrytou vrstvou o dvou neuronech a sigmoidélni transformacni funkci a tfi vystupy.
V dalsim bloku vidime popis pouZzitych algoritmil, jejichz vyznam jsme si osvétlili v
ptedchozi podkapitole. Na Obr.18 mizeme sledovat priabéh uceni: pocet probéhlych cykla
(epoch), ¢as (time), snizeni chybovosti sité¢ v pribéhu uceni (performance), snizovani hodnoty
gradientu v pribéhu uceni a pocet po sobé nasledujicich spravnych klasifikaci valida¢ni
mnoziny (validation checks). Posledni pole nam déva moznost rozkliknout grafy souvisejici
s vlastnostmi sité, které si nyni postupné popiseme.

Epoch: o[ 20 iteratians 1000

Hidden Output Time: 0.00:00
Performance: 0683 5.72e-07 ] 000

gt - . otk G 068 0000108 [ | 1.00e-07
6 E 6 / i =G Mu: 0.00100 1.00e-10 1.00e+10
n u —I Validation Checks: 0 G 6
4 3
2 3

Flots

Meural Network

Performance | (plotperform)

Algorithms Training State (plottrainstate)

Data Division: Random (dividerand) Error Histogram | (ploterthist)
Training: Levenberg-Marquardt (trainlm) Regression (plotregression)
Performance: Mean Squared Error  (mse) Fit (plotfit)
Calculations:  MEX

Pict Intervat: W 1 epochs

Obr. 17)  Informacni okno: topologie sité, Obr. 18)  Vystup trénovani: informace
pouzité algoritmy k tréninku sité, aktivace grafii

Prvnim grafem, ktery si miizeme prohlédnout, je vyvoj stiedni kvadratické chyby
v prubehu trénovani (Obr. 19). Jelikoz jsme pro uceni pouzili metodu Levenberg-Marquardt,
tak trénink konéi ve chvili, kdy se stfedni kvadratickd chyba u trénovaci mnoziny zacne
zvySovat. V tomto piipade ve 14. iteraci, kdy sit’ povazujeme za nejptesnéjsi.

V pofadi druhym odkazem, oznaenym jako Training State, jsou grafy vyvoje
gradientu, koeficientu uceni a spravnosti klasifikace valida¢ni mnoziny, které mizeme vidét
na Obr.20. Zde pozorujeme, stejné jako u predchoziho grafu, ze kolem 14. cyklu se valida¢ni
pozadované vystupy piestavaji shodovat s odezvou sité.

Dal§im generovanym grafem je chybovy histogram (Error Histogram) na Obr.21,
ktery znazornuje odchylku vsech cilovych vystupii od jednotlivych skute¢nych vystupt
(mame tedy 3*150 hodnocenych instanci).

Dale jsou k dispozici regresni grafy (regression) na Obr. 22, které urcuji miru shody
vystupll generovanych siti s vystupy pozadovanymi. Dilezitou roli zde hraje graf testovaci
mnoziny, ktery znazoriiuje, jak dobie sit’ klasifikuje neznamé vzory. Zadouci jsou hodnoty
regres co nejblizsi 1.

Posledni z moznosti (plotfit) generuje graf jen pro sité s jednorozmérnym vstupem,
tudiz nema pro nasi sit’ o ¢tyfech vstupech vyznam.
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Best Validation Performance is 0.025989 at epoch 14
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Obr. 19) Casovy vyvoj stfedni kvadratické chyby
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Obr. 22) Regresni grafy

5.2.4 Praktické priklady

V této Casti jsou na FiSerové datasetu ukazany rtizné vystupy pro rtiznd nastaveni sité. Nez
pristoupime k samotnym testovanym sitim, pfipomeinime si, Ze rozd€leni vzora testovaci
mnoziny, stejné tak jako pocatecni nastaveni vahovych koeficientii, jsou nahodné. Proto pfti
testovani téhoz algoritmu vickrat dostavame razné hodnoty. Kazdy z pouzitych algoritmu je
uloZen v elektronické ptiloze vcetné konkrétni sité, kterou vygeneroval, pod zde urCenym
potadovym cislem.

V ramci jednotlivych experimentii budeme zkoumat nejdiive vliv zmény prechodové
funkce na vykon sit¢, poté budeme ménit pocet neuronti ve skryté vrstvé a na zavér budeme
meénit poméry jednotlivych podmnozin tréninkové mnoziny. U kazdého pouzitého algoritmu
je navic pomoci funkce ‘tic toc’ urena doba uceni.

Vliv pfechodové funkce:

Nejdiive zkoumédme vliv pfechodové funkce za konstantniho poc¢tu neuronil ve skryté vrstvé
(2 neurony) a pii vychozim nastaveni poméru tréninkové, testovaci a validaéni mnoziny
(70/15/15%). Zkoumané udaje jsou shrnuty v Tab.1).

e algoritmusl = metoda konjugovanych gradientdl (t rainscg),
e algoritmus2 = metoda Levenberg-Marquardt (t rainlm),
e algoritmus3 = Bayesovska metoda (trainbr).
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Obr. 26) Regresni grafy algoritmu 3
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Tab 1) Tabulka pro porovnani hodnot algoritmt 1, 2 a 3

Doba uceni Regrese testovaci | Celkova regrese | Nejlepsi validacni
podmnoziny tréninkové hodnoty
mnoziny
trainscg 26.61s 0.95 0.97 0.0185
trainlm 11.76s 0.92 0.97 0.0172
trainbr 97.65s 0.99 0.98 0.0099

Z tabulky i z grafi vidime, Zze zdaleka nejlepSich vysledkii pro ndmi zvolend data
dosahuje Bayesovska metoda. Tento vykon je vSak za cenu nékolikanasobné delsi doby uceni.
V naSem piipadé malého datasetu o 150 vzorech neni trénovaci doba tak zadvazna, nicméné
pro rozsahlé databaze by tento fakt jiz mohl pfedstavovat problém. Dals§i dvé zkoumané
metody jsou, co se tyCe vykonu srovnatelnych hodnot, avSak Levenberg-Marquardtova
metoda je vyznamné rychlejsi. Pro dalsi srovnavani tedy pouzijeme prave ji jako kompromis
mezi rychlosti uceni a vykonem sit¢.

Vliv po¢tu neurontu ve skryté vrstveé

Poctem neuronti pro skrytou vrstvu jsme se okrajové zabyvali v ramci kapitoly
o metod¢ zpétn¢ho Sifeni chyby. Zavérem bylo, Ze neexistuje univerzalné aplikovatelny
vzorec. V této uloze se tedy pokusime demonstrovat vliv po¢tu neuronti ve skryté vrstvé na
vykon sité. Ve vSech sitich bude aplikovéna Leven-Marquardtova metoda a bude drzen pomér
tréninkové, testovaci a valida¢ni podmnoziny na 70:15:15.

Jelikoz algoritmus pro dva neurony ve skryté vrstvé s pfisluSnym nastavenim byl jiz
aplikovan u dtivejsSiho zkoumani, zavedeme jeho vysledky pouze do srovnéavaci tabulky.

e algoritmus5 - sit’ s péti skrytymi neurony,

e algoritmus6 - sit’ s deseti skrytymi neurony.

Error Histogram with 20 Bins Error Histogram with 20 Bins
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Obr. 27) Chybové histogramy algoritmt 4 a 5
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Best Validation Performance is 0.021932 at epoch 8 Best Validation Performance is 0.0095918 at epoch 6
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Obr. 28) Vyvojové grafy algoritmii 4 a 5
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Obr. 29) Regresni grafy algoritmti 4 a 5
Tab 2) Tabulka pro porovnani hodnot algoritmti 2,4 a 5
Doba uceni Regrese Celkova regrese | Nejlepsi
testovaci tréninkové validac¢ni
podmnoziny mnoziny hodnoty
Dva skryté neurony 11.76s 0.92 0.97 0.0172
Pét skrytych neuronti 9.13s 0.98 0.97 0.0219
Deset skrytych neurontt | 8.75s 0.91 0.97 0.0095

Z tabulky vidime, ze testované sit¢ jsou srovnatelné, co se tyce celkové regrese dat.
Nejrychleji byla naucena sit’ s deseti skrytymi neurony, avSak cCasové rozdily v uceni
jednotlivych siti jsou malé, proto je mizeme zanedbat. Zajimavé je, Ze sit’ s deseti neurony
vykazuje nejlepsi validacni hodnoty, avSak regrese testovaci podmnoziny vykazuje nejméné
privétivé vysledky z testovanych siti. Jelikoz pro nas je nejdulezitéjsi schopnost klasifikovat
nenaucené vzory, je pro nas pravé testovaci podmnozina rozhodujicim faktorem. Z

nabizenych moznosti se tedy jevi jako nejlepsi volba sit’ s péti neurony ve skryté vrstve.
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Ziskané vysledky vSak nemusi byt zcela vypovidajici z divodu, ze pocatecni nastaveni
vah je u metody zpétného Sifeni chyby zcela ndhodné. Pro srovnani zde proto uvadime
tabulku Tab.3) hodnot ziskanych primérem deseti riznych uceni sité.

Tab 3) Primérné hodnoty pro deset opakovani algoritmii 2,4 a 5

Doba uceni Regrese Celkova regrese | Nejlepsi
testovaci tréninkové validacni
podmnoziny mnoziny hodnoty

Dva skryté neurony 7.7s 0.94 0.98 0.0138
Pét skrytych neuronti 7.79s 0.94 0.97 0.0156
Deset skrytych neurontt | 5.66s 0.97 0.97 0.0159

Vliv rozdéleni tréninkové mnoziny

V posledni ¢asti zabyvajici se metodou backpropagation budeme zkoumat vliv poméru
mezi trénovaci, testovaci a validaéni podmnozinou. V ramci ptredchozich ptikladl jiz méme
znazornény vystupy sité pro pomeér 70:15:15, ktery tedy opét zaneseme do tabulky
pro srovnani. Dalsi testovaci poméry budou 60:20:20 (algoritmus6) a 80:10:10 (algoritmus?7).
Pro tyto hodnoty bude v siti pét neuronli ve skryté vrstvé a sit’ bude ucena Levenberg-
Marquardtovou metodou.

Error Histogram with 20 Bins Error Histogram with 20 Bins
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Obr. 30) Chybové histogramy algoritmti 6 a 7

Best Validation Performance is 0.00036659 at epoch 7

Best Validation Performance is 0.00016935 at epoch 12 5
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Obr. 31) Vyvojové grafy algoritmti 6 a 7

36



USTAV AUTOMATIZACE

©
'g Training: R=0.97074 _ 5  Validation: R=0.99964 g Training: R=0.97704 § ; Validation: R=0.99919
S / 8 ? O Data CIN O Data 9
o
%08 ° P N 5 08 Fit % 08 Fit
o - o _ _
S 06 YeT So. S 06 Y=T go.e Y=T1
rd"’,. 0.4 4:': g 0.4 g 0.4
o - 14 o o
. ¥ o2 o2
3 o .§- .3- 0 :E’:L 0
3 o 05 o o 05 1 3 o 05 18 o0 05 1
Target Target Target Target
= Test: R=0.9829 o All: R=0.97901 S Test: R=0.99251 bt All: R=0.98082
o o g o
g 1 g 1 c 1 s 1
+ O Dpata + O Data b O Data + O Data
g 08 Fit 808 —— i ) 08 Fit g 808 Fit
50,6 Y=T 50.6 Y=T gO.G “Y=T 50.6 Y=T
5 04 2 04 E 0.4 304
=) =] o o o e
o2 o2 o2 o2
5 5 2 5
£ o £ o s 0 g o
5 5 3 =4
3 o 05 8 o 05 1 o o 05 18 0 05 1
Target Target Target Target
Obr. 32) Regresni grafy algoritmu 6 a 7
Tab 4) Tabulka pro porovnani hodnot algoritmt 4, 6 a 7
Doba uceni Regrese Celkova regrese | Nejlepsi
testovaci tréninkové validac¢ni
podmnoziny mnoziny hodnoty
70:15:15 9.13s 0.98 0.97 0.0219
60:20:20 11.94s 0.98 0.97 0,00017
80:10:10 8.81s 0.99 0.98 0.00037

Z uvedenych dat vidime, ze doba natrénovani se nijak vyznamné nelisi. Velmi
zajimavym jevem jsou velmi nizké hodnoty chyby u validaéni mnoziny. Z uvedenych hodnot
1ze konstatovat, ze jak v ramci regrese testovaci podmnoziny, tak i celkové regrese je pro Iris
dataset konfigurace 80:10:10.

5.2.5 Diskuze k dosazenym vysledkim

Na zaklad¢é sedmi riznych konfiguraci jsme zjistili, Ze nejvyhodnéjsi konfiguraci specidlné
pro FiSerovu databézi kosatctl je sit’ u€ena na zékladé¢ Levenberg-Marquardtovy metody s péti
neurony ve skryté vrstvé a s rozdélenim tréninkové mnoziny v poméru 80:10:10.

Je otazkou, do jaké miry tento vysledek ovliviiuje ndhodné nastaveni vah ¢i rozdéleni
do podmnozin. Nicméné aby se predeslo prezentaci extrémné neodpovidajicich vysledki
zpusobenych ndhodnou konfiguraci, byl kazdy z prezentovanych algoritmli spustén vickrat.
Nasledné bylo porovnano, zda se hodnoty pfi opakované inicializaci pfili§ nelisi od hodnot
uvedenych.

Déle musime uvazit, Ze jsme netestovali v§echny mozné hodnoty a kombinace, tieba
sit¢ se tfemi, nebo Sesti neurony. Také naptiklad metoda konjugovanych gradientii
v kombinaci s jinym poctem neurond ve skryté vrstvé a jinym pomérem podmnozin by
generovala lepsi vysledky, nez kterych jsme dosahli. Nicmén¢ testovani vSech mozZnosti saha
za hranice této prace.
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5.3 Hopfieldova sit’ a rozpoznavani vzori

Hopfieldova sit’ nachazi uplatnéni v klasifikaci vzort. V naSem ptipadé se jedna o obrazky
o rozmérech 8x8 pixell. Nejdiive budou obrazky zpracovany tak, aby odpovidaly vstuplim
Hopfieldovy sité. Dale pak bude popsan kod v Matlabu pro nauceni sité nasimi vzory.
Posledni ¢asti této kapitoly bude ovéfeni spravné funkc¢nosti sité, kdy budou predkladany
poskozené obrazky, pricemz sit’ bude reprodukovat obrazky plvodni. Data k ptikladu jsou
soucasti elektronické ptilohy ve slozce Hopfieldova sit’.

5.3.1 Vzory, jejich predzpracovani a natrénovani sité

Jak bylo vysvétleno v kapitole 3.5, Hopfieldova sit' ma omezenou kapacitu uceni danou
vzorcem (28). Aplikujeme-li tento vzorec na nasi sit’ o rozmérech 8x8, tedy o 64 vstupech,
zjistime, Ze do sit¢ mohou byt uloZeny az tfi rtizné vzory.

Vzory, které budeme sit’ u¢it mizeme vidét na Obr. 33. Pro pouziti v Matlabu jsou
ulozeny jako bitové mapy pod ndzvy smajlik.bmp, clovek.bmp, spirala.bmp.

Obr. 33) Vzory pro nauceni neuronové sité

Vzorové obrazky musime zpracovat tak, aby mohli byt pouzity jako vstupy
Hopfieldovy sité. To znamend konvertovat je na vektory o hodnotach z {-1,1}. K tomu ndm
slouzi kratky kod, ktery je k nalezeni jako nacteni vzoru.m v elektronické ptiloze.

obr=imread('smajlik.bmp"); % nac¢teni obréazku ze souboru *.bmp

o\

obr=rgb2gray (obr) ;
obr=im2double (obr) ;

prevod obr. dat na odstiny Sedé

o\

prevod na hodnoty double{0,1}
z=7z==255

prahovani na c&ernobilou

-1 Gernd / 1 biléa

o° o°

matice=ones (size (obr)) .*-1;

o  o©

matice (obr>0.9)=1; hodnota prahu zvolena 0.9

vektorl=reshape (matice, [1,64]); $tranformace matice na radkovy vektor
Nyni tedy mame data zpracovana a muizeme zalit trénovat. UCeni Hopfieldovy sité je

v Matlabu velmi snadné, v ptiloze lze najit pod ndzvem trenink site.m.

T=[vektorl;vektor2;vektor3]"'; $sestaveni treninkove mnoziny
sit=newhop (T) ; Strenink site

Sit’, kterou jsme timto zpiisobem natrénovali, je uloZena pod ndzvem Hopfieldova sit.mat.
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5.3.2 Algoritmus pro klasifikaci

Pro klasifikaci opét potfebujeme piedzpracované vstupy, tentokrate ziskané z poskozenych
obrazka, které chceme klasifikovat. Pfedzpracovani probiha stejné jako u vzort. Pro nacteni
poskozenych obrazkt je v elektronické ptiloze soubor nacteni vstupu.m.

Simulace siti obecné v Matlabu probihd za pomoci funkce sim. nasledovné[15]:
[Y,Xf,Af] =sim(net{Q TS},xi,Ai),kde net je konkrétni sit’, Q je pocet vektori, které
chceme klasifikovat, TS je pocet Casovych kroktl, Xi jsou inicializa¢ni podminky a Ai jsou
vektory, které vyhodnocujeme.

V naSem konkrétnim ptipadé budeme testovat obrazky kazdy zvIast, pocet vektort,
které chceme klasifikovat, odpovida 1. Pocet ¢asovych krokl neni zadan, jelikoz chceme, aby

simulace skoncila, az je dosaZeno ustileni. Nésleduje vektor obrdzku, ktery chceme
klasifikovat.

[Y,Pf,Af] = sim(net,1,[], [test]); %simulace sitée

Po ukonceni simulace ma sit’ v proménné Y ulozen vystup simulace sit€. Ten chceme prevést
na ptuvodni binarni matice, abychom mohli z vystupu opét sestavit obrazek.

Y=Y';

A=reshape (Y, [8,8]); $prevedeni vystupu zpét na matici 8x8
A=A";

A(A>0)= 1; $zaokrouhleni hodnot vét3ich neZz 0 na 1
A (A<0)=-1;

A=reshape (A, [8,8]);

vystup=A';

Nyni vystup pfevedeme zpét do bindrniho obrazku, ktery je ulozen pod ndzvem vystup.bmp
do vychoziho adreséie a zobrazime.

imwrite (vystup, 'vystup.bmp') ; % prevedeni na obréazek a uloZeni
z=round (vystup) ; % zobrazeni obréazku
z=[z z(:,end)]; z=[z; z(end,:)];

[z;
[x,y] = meshgrid(1:1:8, 1:1:8);

surf(x,v,z)
view (90, 90)
colormap gray

5.3.3 Konkrétni aplikace

V kapitole o Hopfieldové siti jsme psali, ze sit’ je schopna rozeznavat i velmi poSkozené ¢i
barevn¢ invertované obrazky. Ke kazdému z tréninkovych obrazka byla vytvofena jeho
poskozena verze, dale u jednoho byla vytvofena velmi poskozena verze a jeden vzor byl

39



USTAV AUTOMATIZACE

A INFORMATIKY

invertovan. Pfislusné obrazky mizeme vidét na Obr. 34. Nyni se tedy pokusime tyto verze
obrazku klasifikovat.

R X S

Obr. 34) Zleva: posSkozeny smajlik, hodn€ poSkozena spirdla, invertovany ¢lovek,
poskozeny ¢lovek, invertovany poskozeny clovek, invertovany smajlik

Jelikoz vystupem klasifikace je plivodni obrazek, ktery jiz zde mame vysSe,
zaznamename uspeSnost klasifikace pouze do tabulky. Pro pfipadné ovéfeni staci spustit
prislusny skript z elektronické ptilohy.

Tab 5) Uspésnost klasifikace Hopfieldovy sité

Jméno skriptu Spravnost klasifikace
Poskozeny smajlik Hopl.m ANO
Hodné poskozena spirala Hop2.m ANO
Invertovany ¢lovék Hop3.m NE
Poskozeny ¢lovek Hop4.m ANO
Invertovany poskozeny ¢lovek Hop5.m NE
Invertovany smajlik Hop6.m NE (klasifikovan jako ¢lovek)

LY M

Obr. 35) Spatna klasifikace invertovaného ¢lovéka a invertovaného poskozeného
Cloveka

5.3.4 Diskuse k dosaZenym vysledkiim
Pfi testovani nasi neuronové sit¢ jsme ovéftili, Ze sit’ je schopnd klasifikovat poskozené i velmi
poskozené obrazky. Sit’ si vSak nevede dobie na inverznich vzorech.

Prvnim piipadem je inverzni smajlik, ktery by mél ukazovat na vzorového smajlika,
jelikoz inverzni hodnoty vzorti by mély byt taktéz atraktorem v rdmci energetické plochy.
Avsak jak vidime vzor ¢loveka, je pravdépodobné pro vektor inverzniho smajlika silnéjSim
atraktorem.

U inverzniho obrazku ¢lovéka a poskozeného obrazku inverzniho obrazku clovéka sit’
dokonce indikuje nenauceny vzor. To si muzeme vysvétlit napiiklad vznikem fantomu,
kterého bychom se v piipadé nutnosti mohli pokusit oducit nékterym ze specifickych
algoritmti k tomu urcenych. Jelikoz vSak oducovaci algoritmy Hopfieldovy sit€¢ piesahu;ji
tento text a nemaji v rdmci Matlabu jednoduchou implementaci, smifime se pouze s jejich
konstatovanim.
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5.4 Aplikace Kohonenovy mapy na Iris dataset

Posledni praktickou aplikaci je klasifikace dat z FiSerovy databdze pomoci Kohonenovy
samoorganiza¢ni mapy. VSechny soubory pouzité v tomto tseku jsou ulozeny v elektronické
ptiloze ve slozce Kohonen.

Z kapitoly 4 vime, ze data v ramci samoorganiza¢nich map jsou tfidéna pouze na
zaklad¢ vstupil, pozadované hodnoty tedy nejsou potieba. JelikoZ SOM maji stejnou podobu
vstupil jako algoritmus backpropagation, tedy matice, kde fadky odpovidaji jednotlivym
vzorum, milzeme vzit jiz predzpracovand data za metody backpropagation. Pfejdeme tedy
rovnou k popisu kodu.

5.4.1 Obecny popis kédu a vyznam vystupi

Nyni si popiSeme jednoduchy algoritmus pro vytvofeni a nauceni Kohonenovy
samoorganizacni mapy. Klasicky za¢neme nactenim vstupii. Nasleduje urceni rozmért
vystupni vrstvy, vytvofeni sité, uCeni sité a testovani site.

Jak vime z predchozich kapitol, Kohonenova samoorganiza¢ni mapa ma dvé vrstvy.
Prvni vrstvou jsou vstupni neurony, nas vSak zajima pfedevSim druhd vrstva, kterd je
predstavovana dvourozmérnou miizkou, na jejichz uzlech jsou situovany vystupni neurony.

o

vstupy=load('vstupy.txt'); nacteni vstupl

x = vstupy';
dimensionl = 10; % rozméry vystupni mrizky
dimension2 = 10;

Dalsimi nastavitelnymi parametry sité je pocet kroki, ve kterych bude ucena (diskrétni ¢as),
velikost okoli neuronu, topologie vystupni vrstvy (z jakych tvart se miizka sklada-Ctverce,
hexagony,...) a zptisob métfeni vzdalenosti mezi neurony [15]. Za pomoci téchto parametra
muzeme vytvorit Kohonenovu samoorganiza¢ni mapu.

pocet diskrétnich kroku

nastaveni velikosti
okoli

coverSteps= 100;
initNeighbor = 3;

o° o°

nastaveni tvaru poli

= 1 v,
topologyFcn hextop'; m¥iEky

o® o o° o°

nastaveni zpusobu

distanceFcn="'linkdist' mé&¥eni vzdalenosti

o\

net = selforgmap ([dimensionl dimension2], ... % vytvoreni sité pomoci
coverSteps, initNeighbor, topologyFcn, ... % parametru vyse
distanceFcn) ;

Dale je sit’ trénovana za pomoci vstupl a testovana.

[net,tr] = train (net,x):; % trénink sité

y = net(x); % testovani sité

Tento algoritmus je mozno nalézt v elektronické piiloze pod ndzvem nauceni.m. Sit
trénovana pomoci tohoto kodu je k nalezeni tamtéz pod ndzvem Kohonenova sit.mat. Na

této siti budou dale demonstrovany charakteristiky natrénované sit¢.
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5.4.2 Charakteristiky natrénované sité

Stejné jako v ptipadé doptfednych siti v pribéhu trénovani vysko¢i okno obsahujici grafy
a udaje o pravé natrénované siti. Pro Kohonenovu samoorganizacni mapu vypada okno dle
Obr.36. V této Casti si osvétlime vyznam piisluSnych grafii a udajh.

Neural Network
Plots

Layer
Input = Qutput SOM Topology ()
B—@—D‘B SOM Neighbor Connections | (plotsomnc)
4 100 100 SOM Neighbor Distances (plotsomnd)
SOM Input Planes (plotsomplanes)

SOM Sample Hits (plotsombits)

Batch Weight/Bias Rules (trainbu) SOM Weight Positions (plotsompos)

Plot Interval: ' 1 epochs

Progress

fpocts 0 2 0 D
Time: 0:00:14

@ Stop Training @ Cancel

Obr. 36) Okno spusténé beéhem trénovani SOM site

Prvni pole znézornuje topologické schéma sité. V nasem ptipad¢ vidime, Ze mame sit’
se Ctyfmi vstupy, trénovanou rozdélenou na 100 shlukovych oblasti a se 100 vystupnimi
neurony. Druhd oblast indikuje, Ze jsme k trénovani pouZzili metodu trainbu urc¢enou pro uceni
bez uclitele za pomoci upravy vah a biast[15]. Dalsi fddky nadm fikaji, ze k urCovani chyby
byla pouzita stiedni kvadratickd odchylka a Ze vypocty provadi Matlab. Tteti oblast nas
informuje o poctu cykld, které jiz probehly a o dobé, jakou vypocet trval. Posledni pole nam
tradicn€ davd nabidku grafli vypovidajicich o charakteristice sit€¢. Tyto grafy si nyni
popiSeme.

Jak nazev napovida, prvni z nabizenych grafi (Topology) nam vykresluje topologii
sit€, kterd je zndzornéna na Obr. 37, kde vidime rozmér miizky 10x10 hexagonid. V druhém
grafu (Neighbor connections) na Obr.38 jsou jiz na uzlech miizky zakresleny neurony
a Cervené jsou naznaceny vzdalenosti mezi nimi dle nami zadané metriky, tedy jakozto piima
vzdalenost mezi neurony.

Treti graf (Neighbor weight distances) na Obr.39 je jiz komplikovanéjsi, jelikoz
znazoriiuje vzdalenost modie zaznacenych neuronli na zékladé¢ vahovych koeficientl, a to
pomoci odstintl zluté barvy. Svétlé odstiny indikuji, Zze neurony jsou si ve vahovém prostou
blizko, zatimco tmavé barvy signalizuji velkou vzdalenost. Svétlé oblasti tedy predstavuji
shluky neuronti s podobnymi vstupy, v nasem piipadé¢ tfidu kosatcli. Naopak tmavé ¢asti grafu
znaci, ze do téchto shlukovych oblasti spadd malo nebo viibec zadné vzory.

Ctvrty odkaz generuje &tyfi grafy (Input planes), viz. Obr.40. Kazdy graf je vykreslen
pro jeden vstup neuronu a odpovidd vahovému ptispévku ptislusného vstupu ke kazdému
z neuronil vystupni sité. Svétle zluté oblasti indikuji, ze prislusny vstup ma velky vliv na jeho
vystup a naopak policka v tmavych odstinech indikuji, Ze ptislusné vystupni neurony jsou na
daném vstupu témef, nebo zcela nezavislé.

Pata moznost v nabidce (Hits) na obrazku Obr. 41 je snazsi na pochopeni. Jednotliva
¢isla v polich indikuji, kolik vzort do této oblasti spadd. Prazdna pole pak indukuji hranici
mezi jednotlivymi tfidami, kam nespadéd zadna z tréninkovych instanci kosatce.

Poslednim z grafii indikujicich zachycuje vzdjemné polohy neuroni ve véhovém
prostoru (Weight positions) na Obr.42. Zelené tecky znazoriiuji jednotlivé tréninkové kosatce,
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jejichz poloha je urcena jejich parametry. Modré teCky symbolizuji neurony, pficemz ty
neurony, které spolu sousedi, jsou spojeny Cervenou ¢arou. Na prvni pohled se nam jejich
sousedstvi nemusi zdat, nicméné uvédomme si, Ze takto vygenerovand dvourozmérnd mapa je
zobrazenim ¢tyifrozmérnych dat.

SOM Topology

‘SOM Neighbor Connections

L o 4 N w a0 ® N @

v : Obr. 38)  Znazornéni neurond a
Obr. 37)  Topologie vystupni vrst
) POTogle vystupni VIStyy vzdélenosti mezi nimi v topologii

SOM Neighbor Weight Distances

Weights from Input 1 Weights from Input 2

o 2 4 8 8 10 o 2 4 8 8 10

Weights from Input 3 Weights from Input 4

Obr. 39)  Graf vzdalenosti ve vahovém Obr. 40)  Grafy zavislosti hodnoty
prostoru vystupnich neuront na jednotlivych
vstupnich hodnotach
SOM Weight Positions
4.5 T T T T
ot ]
N 35 1
g, |
25 b
) .
4 4.5 5 55 6 6.5 7 7.5 8
Weight 1
Obr. 41)  Pocty neuront spadajicich do Obr. 42)  Zobrazeni sit¢ v dvojrozmérném
oblasti vystupnim prostoru

5.4.3 Charakteristiky sité pro riizna nastaveni
V této Casti si ukazeme, zda ma pocatecni nastaveni parametrd, které bylo vysvétleno v ramci
popisu kodu, vliv na charakteristiky sité. Budeme zkoumat vliv vybranych parametrii na sit’.
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Konkrétné se bude jednat o pocty neuronti v kompeti¢ni vrstvé a velikost okoli neuronii. Ke
kazdé siti budou vygenerovany grafy, které tuto sit’ charakterizuji a které jsme si popsali
v predchozi podkapitole. Zadmérné¢ budou voleny jiné parametry nez u ukdzkového kodu,
abychom mohli nase vystupy porovnat i s touto siti. Uvadéné kody pro natrénovani siti jsou
op¢t soucasti elektronické piilohy.

Vl1iv rozméru na sit’:

Prvnim zkoumanym parametrem bude podoba grafti pro sit€¢ o rtiznych rozmérech. Zbylé
nastaveni bude stejné jako nastaveni u ukazkového kodu, tedy 100 diskrétnich kroki, okoli
o velikosti 3, sit’ bude rozdélena na hexagony a vzdalenost mezi neurony bude meétena
napiimo. Rozm¢éry testovanych siti:

e algoritmus] o rozmérech 15x15 hexagont,
e algoritmus2 o rozmérech 20x20 hexagond.

Grafy generované algoritmem 1 a 2:

SOM Neighbor Weight Distances

SOM Neighbor Weight Distances

=

> ¢

Obr. 43) Znazornéni vzdalenosti mezi neurony ve vahovém prostoru pro nastaveni
la2

Weights from Input 1 Weights from Input 1 Weights from Input 2

Weights from Input 2

Weights from Input 3 Weights from Input 3 Weights from Input 4

Obr. 44) Vliv vstupl na vystupy pro zadana nastaveni
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Obr. 45) Pocty neuront spadajicich do jednotlivych oblasti

us SOM Weight Positions

s SOM Weight Positions

251

Weight 1 Weight 1

Obr. 46) Rozlozeni neurond v rdmci vystupni vrstvy

Na grafech miizeme pozorovat, ze ackoliv maji rliznd nastaveni, kterd upravuji
pomyslna rozliSeni, barevné rozloZeni je ve vSech tfech pfipadech (jak u algoritmt 1 a 2, tak
u ukdzkového piikladu) napadné podobna. Doba natrénovani se pochopitelné s vySSim
poctem neurond prodluzuje.

Vliv inicializované velikosti okoli na sit’

Nyni se podivame, jaky vliv ma nastaveni okoli na sit. Ostatni parametry budou konstantni,
nastaveny shodné s ukdzkovym kodem.

e Algoritmus3 - okoli neuronu = 10,
e Algoritmus4 - okoli neuronu = 1.

45



46

USTAV AUTOMATIZACE

A INFORMATIKY

SOM Neighbor Weight Distances SOM Neighbor Weight Distances

8 8

7 7

6 —e-0—-9— 6
B\ /\B ;\\ /N /N

5 - -9 _ o 5
( @ - P

4 ! 4

Obr. 47) Vzdalenosti neuront ve vahovém prostoru pro algoritmy 3 a 4
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Obr. 49) Pocty vstupt spadajicich do konkrétni oblasti pro algoritmy 3 a 4
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s SOM Weight Positions

45 SOM Weight Positions

25

Weight 1 Weight 1

Obr. 50) Rozlozeni neuroni ve vystupni vrstveé pro algoritmy 3 a 4

Porovname-li jednotlivé vygenerované grafy, mize se ndm zdat, ze se velmi lisi.
Podivame-li se vSak pozornéji, miizeme na vSech vykreslenych grafech pozorovat, ze se jedna
0 v podstaté¢ do jist¢ miry podobné rozdéleni, které se od sebe 1isi zhruba o 90° otoceni.
Samoziejmé, Ze sit€ ani po natoceni nejsou vylozen¢ identické, nicméné si musime uvédomit,
stejn¢ jako u predchozich algoritmi, Ze vahy sité jsou inicializovany nahodné, a tedy ani
u natrénovani sité 2x po sobé¢ se stejnymi parametry nedostaneme stejny vysledek.

5.4.4 Diskuze k dosazenym vysledkim

Z vySe uvedenych dat je mozné usoudit, Ze nastavitelné parametry Kohonenovy
samoorganiza¢ni mapy v porovnani s dopfednymi sitémi nehraji zas tak rozhodujici roli. To je
vyhodné ptedevSim proto, Ze nemusime pii uceni sit¢ vhodnost nastaveni mnohonasobné
testovat a upravovat, abychom dosahli pozadovanych hodnot. Vygenerované grafy
pro celkové pét riznych nastaveni se zdaji byt velmi podobné. Jak jiz bylo zminéno vyse,
nesmime opominat vliv ndhodného pocate¢niho nastaveni.

Jedinou vyjimku tvofii graf pro velikost okoli neuronu, které je adaptovano zaroven pti
adaptaci vitézného neuronu. Hodnota 10 pro okoli v siti o rozmérech 10x10 hexagoni
zahrnuje prakticky celou sit’. Ta se proto zpocatku méni téméf celd a az po urcitém poctu
cyklt dojde ke snizeni velikosti okoli. To mlize mit za nasledek pravé odchylku ptislusného
grafu od ostatnich.
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6 ZAVER

V textu prace jsme se sezndmili s konceptem umélych neuronovych siti. Prvni ¢tyfi kapitoly
predstavovaly reserSni Cast prace. Pata kapitola spolu s ptilohou (zdrojova data, programy)
pfedstavovala praktickou ¢ast préace.

Prvni kapitola popsala stru¢ny historicky vyvoj neuronovych siti od prvniho
pfedstaveni umélého neuronu McCullochem a Pittsem, pfes Hebovské uceni, Minského prvni
neuropocita¢, Rosenbattovu ¢innost az po ADALINE a krizi neuronovych siti kvtili problému
XOR. Diale byly v ramci prvni ¢asti rozebrany pojmy organiza¢ni dynamika, v ramci které
byly vysvétleny pojmy topologie a cyklické a acyklické propojeni neuronti. Nésledovala
aktivni dynamka kde byla popsana funkce jednotlivého neuronu v ramci sit¢ a doslo

k pfedstaveni zakladnich typt pfenosovych funkci. Kapitolu uzaviral struény popis uceni
s a bez ucitele.

Obsah druhé kapitoly pifedstavuje struéné pojednani o optimalizacni metodé
backpropagatin pro uceni doptednych neuronovych siti. Popis metody je rozdélen a popisovan
s pomoci dynamik. U organiza¢ni dynamiky je mimo jiné struén¢ popsana problematika volby
po¢tu skrytych neuronti. V aktivni dynamice byl popsan vypocet potencidlu neuronu a
sigmoidalni pfenosova funkce. Na zavér byla v ramci popisu adaptivni dynamiky popsana
podstata uceni sucitelem pomoci minimalizace chybové funkce realizované gradientni
metodou.

Tteti kapitola prezentuje Hopfieldovu metodu uceni, ktera je feSena za pomoci
minimalizace energetické funkce a funguje jako asociativni pamét. Opét se zabyvame
nejdiive  organizacni dynamikou, predstavovanou Uplnym propojenim  neuront.
Po organiza¢ni dynamice nésleduje adaptivni dynamika, kdy jsou vzory ukladany v podobé
vahovych koeficientl a reprezentuji lokalni minima energetické funkce. Déle je prezentovan
popis aktivni dynamiky v jejimz pribéhu jsou vstupni data v rdmci plochy energetické funkce
posouvana do jejich minim, kde jsou identifikovana s pfislusSnym vzorem. Na zavér kapitoly
préace nastifiuje problematiku kapacity Hopfieldovy sité a vznik tzv. fantomt.

Kapitola o Kohonenovych samoorganiza¢nich mapach uzavird reSerSni Cast textu.
Naznacuje princip soutézniho uceni realizovaného v rdmci kompeti¢ni vrstvy sité. Jako prvni
je tradicné popsana organiza¢ni dynamika, kterd skytd dvé uplné propojené vrstvy. Nasleduje
aktivni dynamika, jejimz vystupem je pravé jeden excitovany neuron ve vystupni vrstve.
Dalsi podkapitolou je algoritmus pro nauceni sité, kde je objasnén pojem okoli neuronu
a predevs$im je popsan koncept vzdalenosti vzori a neuronti ve vystupni vrstvé, ktery je pro
Kohonenovy samoorganizacni mapy klicovy. Nasledné¢ je uvedena metoda vektorové
kvantizace ucenim, coz je obdoba uceni s ucitelem, pro samoorganiza¢ni mapy a jsou popsany
tfi podoby vektorové kvantizace.

V praktické casti byly realizovany vSechny tfi typy popisovanych siti, pficemz byly
napsany a okomentovany kody ke kazdé z nich. U dopfedné sit€¢ a Kohonenovy mapy byly
na zédklad¢ hodnot z databaze kosatct testovany vlivy nékterych nastavitelnych parametra
sité¢. Ke kazdému testu byly doplnény grafy prubéhu uceni, které znédzoriuji nékteré
charakteristické vlastnosti. U Hopfieldovy sité byla data pro uceni vytvorena v podobé
bitovych obrazkl a testovana na vytvoienych poskozenich a inverznich verzich naucenych
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vzort. Vysledkem testovani byla tabulka hodnotici, zda sit’ spravné klasifikovala pfedlozeny
poskozeny nebo inverzni vzor.

Soucasti kazdé praktické ¢asti byla 1 diskuze k zjisténym vysledkiim. U sité feSené
metodou backpropagation i Kohonenovy samoorganizaéni mapy bylo nutné¢ u diskuze
uvazovat ndhodné nastaveni vah pfi inicializaci siti. Naptiklad u metody backpropagation
diky ndhodnym vdhovym konfiguracim testované hodnoty u vlivu poctu neuronil v siti
neodpovidaly primérnym hodnotdm naméfenym na deseti tréninkovych cyklech. Dle
testovanych hodnot (rychlost sité, regrese testovaci mnoziny, celkova regrese sité a nejnizsi
chybovosti na valida¢ni mnozin€) bylo v rozsahu naseho méteni zhodnoceno, ze konkrétné
pro Fiserovu databazi kosatctli je nejlepsi pouzit neuronovou sit’ s Levenberg-Marquardtovym
ucicim pravidlem, péti neurony ve skryté vrstvé a pomérem tréninkové, testovaci a validacni
podmnoziny 80:10:10.

V réamci praktické aplikace Hopfieldovy sit€¢ jsme na testovanych vzorech ovéfili,
ze pro poskozené vzory sit klasifikuje spravné. AvSak tvrzeni nékterych zdroju,
ze Hopfieldova sit' dokaze klasifikovat i vzory inverzni k nauenym vzorim se nam
nepodafilo potvrdit a inverzni obrazky byly klasifikovany nespravné.

Poslednim testovanym typem sité byly Kohonenovy samoorganizaéni mapy, kdy jsme
testovali vliv rozmért vystupni vrstvy sité a zvolenou velikost okoli neuronu na klasifika¢ni
schopnosti sité. Zavér ze ziskanych dat byl takovy, Ze pro rizné rozméry kompeti¢ni vrstvy
roztfidila sit' zadané parametry kosatci s obdobnym rozlozenim v ramci vystupni vrstvy,
pouze na jiném pomyslném rozliSeni sité. Pti testovani vlivu rozmérii okoli na vlastnosti sité
byl znatelny rozdil mezi vystupnimi, avSak zda se, Ze rozdil je zplisoben natoCenim grafu
k siti o velikosti okoli 10, nez Ze by klasifikoval jinak.

V ohledu piredloZzeného dila poznamenejme, Ze problematika umélych neuronovych
siti je velmi rozsédhld a uvedend prace zahrnuje jen malou ¢ast této velmi zajimavé oblasti
um¢lé inteligence.
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8 SEZNAM ZKRATEK A SYMBOLU

€ - vnitini potencidl neuronu

b - bias neuronu

f (&) - aktivacni funkce

y - vektor vystupti sité

X - vstupni vektor sité

w - matice vahovych koeficienti sité

w;; - hodnota vahy spojeni mezi neuronem i a

J vystupy neurontl z pfedchozi vrstvy - vstupy neuronu j
T ;- trénovaci mnozina pro uceni s ucitelem

T ,- trénovaci mnozina pro uceni bez ucitele

I; - vektor vstupt trénovaci mnoZiny pro uceni s ucitelem
A - parametr strmosti sigmoidalni funkce

0; - vektor pozadovanych vystupnich hodnot pro uceni s ucitelem
E (w) - celkova chyba sité typu backpropagation

E, (w) - parcialni chyba sité typu backpropagation

¢ - koeficient uceni pro backpropagation

Vf_ - gradient chybové funkce algoritmu backpropagation
ij

E,(w) - energeticka funkce Hopfieldovy sité

s - polomér okoli neuronu

s(t) - mnozina neuront nalezejicich okoli s

Gs(t) - mnoZina neuronll nalezejici okoli vitézného neuronu
0 - koeficient u¢eni u Kohonenovych samoorganizanich map
a - koeficient posunuti pti vektorové kvantizaci u€enim

w - konstantni parametr pro 3. typ vektorové kvantizace u¢enim
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9 SEZNAM PRILOH

[1] elektronicka ptiloha
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