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Abstrakt

Tato prace se zabyva vyuzitim koevoluce pri Teseni symbolické regrese. Symbolicka re-
grese se pouziva pro zjisténi matematického vztahu, ktery aproximuje namétfena data. Lze
ji provadét pomoci genetického programovani - metody ze skupiny evolu¢nich algoritmt
inspirovanych evolu¢nimi procesy v prirodé. Koevoluce pracuje s nékolika vzajemné piiso-
bicimi evolu¢nimi procesy. V této praci je popsan navrh a implementace aplikace, ktera
dokaze provadét symbolickou regresi pomoci koevoluce pro tlohy zalozené na testu. Testy
jsou generovany novou metodou, kterd umozinuje dynamicky ménit pocet trénovacich vek-
torti potfebnych k ohodnoceni kandidatnich feSeni. Funkcnost aplikace byla ovéfena na
péti testovacich tlohach. Vysledky byly porovnany s koevolu¢ni metodou pracujici s fix-
nim poctem trénovacich vektort. U tfi tloh nalezla nova metoda feseni pozadované kvality
béhem mensiho poctu generaci, vétsinou ale bylo potfeba provést vice vy¢isleni trénovacich
vektor.

Abstract

This thesis deals with the usage of coevolution in the task of symbolic regression. Symbolic
regression is used for obtaining mathematical formula which approximates the measured
data. It can be executed by genetic programming - a method from the category of evolutio-
nary algorithms that is inspired by natural evolutionary processes. Coevolution works with
multiple evolutionary processes that are running simultaneously and influencing each other.
This work deals with the design and implementation of the application which performs sym-
bolic regression using coevolution on test-based problems. The test set was generated by a
new method, which allows to adjust its size dynamically. Functionality of the application
was verified on a set of five test tasks. The results were compared with a coevolution algo-
rithm with a fixed-sized test set. In three cases the new method needed lesser number of
generations to find a solution of a desired quality, however, in most cases more data-point
evaluations were required.
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Kapitola 1

Uvod

Snaha o tvorbu co nejefektivnéjsich algoritmu je stejné stard jako informacni technologie
samy. I kdyz dostupny vypocetni vykon kazdym rokem roste exponencidlnim tempem, stale
existuji problémy, jejichz feSeni hrubou silou je jednoduse nemyslitelné - prostor moznych
feSeni, ktery je tfeba prohledat, je prilis obrovsky. Zde pfichézi ke slovu nejriznéjsi heu-
ristické metody, které chytie patraji po feseni, zaméiuji svou pozornost do slibnych oblasti
a s trochou $tésti naleznou reseni mnohem rychleji. Mezi ty Gspésné patii skupina evolu-
¢nich algoritmi, jejichZz mechanismy vychézeji z teorie evoluce druhd. Evoluéni algoritmy
doznaly velkého rozmachu v poslednich desetiletich a byly s tspéchem pouzity u mnoha
uloh z oblasti optimalizace, prohledavani anebo také inzenyrského névrhu. V posledni dobé
probihd v této oblasti rozsahly vyzkum. Vznikaji nové techniky a vylepseni, diky kterym
evoluéni algoritmy pracuji efektivnéji a mohou byt pouzity i u tloh, se kterymi mély diive
problémy. Mezi tato rozsifeni patii i koevoluc¢ni algoritmy.

Cilem této prace je sezndmit se s problematikou genetického programovani, koevoluc-
nich algoritmi a symbolické regrese. Dale bude navrzena a implementovana aplikace, ktera
bude schopna fesit problém symbolické regrese pomoci koevolu¢niho algoritmu pro tlohy
zalozené na testu. Testy pro ohodnoceni kandidatnich feSeni v tloze symbolické regrese
budou generovany novou, dosud nevyzkousenou metodou - pomoci evoluéniho mechanismu
zaloZeného na principu symbolické regrese. Aplikace bude otestovdna na sadé vybranych
uloh. Na zakladé dosazenych vysledkdi bude tento novy pristup porovnén se standardné
pouzivanou metodou.

Kapitola 2 je tvodem do problematiky evoluénich algoritmt. Jsou zde vysvétleny zé-
kladni pojmy a principy, které jsou spolec¢né vSem déle uvedenym technikam spadajicim do
skupiny evoluénich algoritmii. Cést 2.1 se blize vénuje genetickému programovdni, evoluéni
technice pouzivané mimo jiné i pri feseni symbolické regrese. Je zde objasnéna podstata
genetického programovani, jeji vyhody, ale i problémy, se kterymi se potyka. Cast 2.1.1
se zabyva Kartézskym genetickym programovdnim, které z klasického genetického progra-
movani vychazi. Podkapitola 2.2 je o koevoluci. Jsou zde uvedeny situace, za kterych je
vyhodné koevoluci pouzit, a dale jsou zde rozebrany rozliéné typy koevoluénich algoritmi.
bude v této praci koevoluce pouzita. Podkapitola 2.3 popisuje symbolickou regresi, po-
rovnava ji s jinymi metodami regresni analyzy a pfiblizuje dale metody feSeni symbolické
regrese pomoci koevoluce. V ¢éasti 2.3.3 je popis standardniho koevolu¢niho algoritmu pro
ulohy zalozené na testu.

V kapitole 3 je predstaven navrh koevolu¢niho algoritmu. Jsou zde blize popsany jed-
notlivé ¢asti algoritmu, zejména pak rozdily oproti schématu popsanému v ¢asti 2.3.3. Nej-



rozsahlejsi ¢asti je podkapitola 3.6. Pojednava o novém zptisobu evoluce prediktort fitness.
Je zde popsan navrzeny princip predikce a jeho vyhody i mozné nevyhody oproti dosavadni
implementaci.

Podrobnosti o implementaci jednotlivych ¢asti navrzeného algoritmu jsou uvedeny v ka-
pitole 4, véetné popisu pouzitych technologii.

Kapitola 5 obsahuje popis testi, pomoci nichz byly méfeny vlastnosti nové metody. Je
zde uvedena mnozina tloh, na nichz testy probihaly, a popsano pouzité nastaveni algoritmu.
V ¢asti 5.4 jsou shrnuty vysledky experimentt dosazenych pomoci koevoluce a uvedeno
srovnani s vysledky bez koevoluce. Céast 5.5 uvadi porovnéani s vysledky dosaZenymi pomoci
odlisné metody predikce fitness.

Kapitola 6 je zdvéreénym shrnutim dosazenych vysledkt.

Tato diplomova prace navazuje na semestralni projekt, v ramci néhoz byla zpracovana
teoretickd Cast prace v kapitole 2 a také navrzeny a implementovany zékladni ¢asti koevo-
luéniho algoritmu.



Kapitola 2

Evoluc¢ni algoritmy

Jako evoluéni algoritmy oznacujeme celou skupinu stochastickych prohledévacich algoritm,
jejichz zakladni principy vychazeji z pozorovanych evolu¢nich procesii v pfirodé a z teorii
neodarwinismu. Vyzkum v této oblasti zapocal jiz v poloviné dvacatého stoleti. Jejich vyvoj
probihal mnohdy oddélené, nezavisle na sobé v riznych odvétvich védy a primyslu, a
tak vzniklo hned nékolik proudt. Jmenujme naptiklad evoluéni programovani, genetické
algoritmy, genetické programovani a evolucni strategie. Pojem evoluéni algoritmy vznikl az
v 90. letech, aby vSechny tyto sméry zastiesil a sjednotil terminologii. Od pocatku byly
pouzivany predevsim u optimalizacnich loh - pro nalezeni idedlnich hodnot pevné daného
poctu parametrii, kde se ukazaly jako vysoce ti¢inné. V poslednich letech se experimentuje
s jejich pouzitim pti ndvrhu novych soucastek a programti, o c¢emz bude fe¢ pozdéji v kapitole
o genetickém programovani 2.1.

Evoluéni algoritmy jsou charakteristické tim, Zze pracuji s populaci (mnozinou) kandi-
datnich teseni. Kazdé z kandidatnich FeSeni (neboli také jedinec) je zakédovano pomoci
genotypu - typicky je to vektor hodnot (gent) - a predstavuje jedno z moznych Feseni
zkoumané tlohy. Souvisejicim pojmem je fenotyp, coz je synonymum pro kandidatni feSeni
problému, které mutZeme sestavit podle dat obsazenych v genotypu. Pocatecni generaci je
mozné vytvorit bud zcela ndhodné, anebo heuristicky - naptiklad tak, aby byli jedinci na
zacatku rovnomeérné rozprostieni v prostoru moznych reseni, nebo pomoci dalSich znalosti
o dané uloze odhadneme, jakych hodnot by feseni mohlo nabyvat, a do téchto oblasti umis-
time pocatecni jedince. Dalsi moznosti je pouziti jiz drive ziskanych FeSeni problému jako
jedincti pro pocatecni populaci.

Jakmile mame pocatecni populaci, mize zac¢it prohledavani. To probiha v iteracich.
V kazdé iteraci jsou vSichni jedinci ve stavajici generaci ohodnoceni a na zakladé tohoto
ohodnocenti (tzv. fitness hodnoty) je vybrana podmnozina jedinct, ktefi se stanou ,,rodici“.
7 rodic¢u jsou pak pomoci genetickych operatorti vytvoreni potomci. Rodi¢e a potomci
dohromady tvofi novou generaci. Tento proces se opakuje tak dlouho, dokud nejsou splnény
ukoncujici podminky - napfiklad pokud je dosaZen maximalni pocet iteraci, ohodnoceni
jedinci dosdhlo pozadované drovné, anebo se nejlepsi dosazena hodnota fitness po dany
casovy interval jiz nijak dale nezlepsila.

Dtlezitym pojmem je takzvana fitness. Jedna se o hodnotu, kterd udava, jak kvalitni
dané Teseni je. Fitness lze definovat jako funkci f:

f:G—R (2.1)

G je mnozina vSech genotypu. Zpravidla je otestovano chovani kandidatniho feSeni zakd-
dovaného genotypem na mnoziné trénovacich dat a podle toho, jak dobfe si vedlo, se mu



prideéli realné ¢islo - fitness hodnota. Vypocet fitness hodnoty byva casto nejnaro¢néjsi ¢asti
algoritmu a na jeho optimalizaci se tato prace dale zamérii.

V duchu hesla ,;silnéjsi prezije“ se na slozeni dalsi generace podileji pfedevsim jedinci
s vy$si fitness. Vznika tak selekéni tlak, kdy se proces prohledédvani soustfeduje do slibnéjsich
oblasti stavového prostoru a primeérnd fitness populace roste. Volbu jedincd je mozné im-
plementovat napriklad pomoci tzv. ruletového vybéru, kdy na hodnoté fitness zavisi prav-
dépodobnost, Ze bude dany jedinec vybran jako ,,rodi¢“. Dalsi moznosti je turnajovy vybér,
kdy opakované ndhodné zvolime nékolik jedinci a rodiem se stane ten s nejvyssi fitness.
Obé zminéné metody umoznuji, aby se do dalsi generace dostaly i geny hife ohodnocenych
jedinct, byt jejich Sance jsou o poznani horsi. To je velice dilezité, protoZze to pomdaha
udrzet riznorodost jedinct v populaci. V opaéném pripadé by si jedinci zacali byt brzy
prilis podobni a kombinaci jejich geniti bychom jiz nedokazali ziskat néjaké opravdu nové
kandidéatni feSeni, pouze kopie téch stavajicich. Proces evoluce by se tim v podstaté za-
stavil a prohledavani by uvazlo v lokdlnim optimu. Nékteré algoritmy presto uchovavaji
alespon ¢ast nejlepsich nalezenych feseni. Stanoveny pocet jedincd s nejvyssimi hodnotami
fitness ma v takovych pripadech zarucen postup do dalsi generace. Tomuto principu se fika
elitismus.

Jakmile jsou vybréani ,,rodi¢e“, mizeme z nich vytvorit novou generaci. Zde si evoluc¢ni
algoritmy opét berou priklad z mechanismu vyvoje zivych organismu - nejbéznéji pouzivané
operatory pro manipulaci s genotypy a tvorbu novych kandidatnich feseni jsou kiizeni a
mutace. Samotny mechanismus téchto operatori se lisi nejen mezi riiznymi druhy evolu¢nich
algoritmt, ale také podle typu zkoumané tlohy a zpisobu, jakym je kandidatni feSeni
v genotypu zakdédovano.

KriZeni: Inspiruje se v pohlavnim rozmnoZovani Zivych organismi. Tento operator vytvoii
genotyp potomka kombinaci ¢asti genotypt jeho rodi¢i. V idedlnim piipadé by tak
potomek mohl zdédit dobré vlastnosti obou rodic.

Mutace: Pracuje pouze s jedinym jedincem. Ndhodné zméni hodnotu jednoho nebo vice
jeho genii. V populaci tak vytvaii zcela nové nahodné motivy, které by nemohly
vzniknout pouze kiizenim, a umoziuje tak evolucnimu algoritmu prozkoumat i jinak
nedosazitelné oblasti prohleddvaného prostoru reseni. Také prispiva k rozmanitosti
populace. Jakmile si totiz zacnou byt jednotlivé genotypy navzajem prilis podobné,
z populace se ztrati potfebna diverzita a hrozi, ze evolu¢ni proces uvazne v lokalnim
extrému. Operator mutace se uplatnuje s ur¢itou mirou pravdépodobnosti. Ta by
nemeéla byt prili§ mala, aby se mutace vibec néjak projevila, ale ani pfili§ vysoka.
Vyvoj populace by se tak stal nestabilni, pfestal by konvergovat k nejlepSimu feseni
a stalo by se z néj de facto ndhodné prohledéavani.

Na obrazku 2.1 je zobrazeno schéma evolu¢niho algoritmu. V tomto ukazkovém prikladu
ma genotyp podobu vektoru bindrnich hodnot a je uplatnén elitismus pro nejlepsiho jedince.
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Obrazek 2.1: Schéma evolu¢niho algoritmu.



2.1 Genetické programovani

Genetické programovani je podoborem evolu¢nich algoritmi, ktery vznikl koncem 80. let.
Nejvice se vyzkumu v této oblasti vénoval John Koza. Princip této metody se drzi schématu
predstaveného u evolucnich algoritmil. Na zacatku se ndhodné vygeneruje pocatecni popu-
lace a nasleduje cyklus, kdy se ze stavajici generace vyberou nejlépe ohodnoceni jedinci, ze
kterych se prislusnymi evolu¢nimi operatory vytvori nova generace. Hlavnim rozdilem oproti
diivéjsim typum evolucénich algoritmi je fakt, Ze genetické programovani neslouzi pouze
k nalezeni optimalnich parametri, ale pfimo vyviji celé spustitelné programy, a to tak, aby
co nejpfesnéji provadély specifikovanou ¢innost. Genetické programovani bylo s tispéchem
uplatnéno pfi symbolické regresi, u navrhu novych obvodi a soucastek a také v oblasti
umélé inteligence. Genotyp jedince mize nabyvat rizné velikosti a reprezentuje zde spus-
titelny program, nejcastéji v podobé stromové struktury. Priklad zakdédovani fenotypu lze
vidét na obrazku 2.2. Listy tohoto stromu - termindly - mohou byt vstupy programu (tzv.
primérni vstupy), konstanty, anebo funkce bez parametrti. Uzly pak reprezentuji funkce
s urcitym poctem vstupnich parametri. U funkci je dulezity pozadavek uzavienosti - ka-
7zdé funkce musi byt schopna jako vstup prijmout jakykoli terminal nebo vystup libovolné
funkce. Proto se zpravidla pocita s hodnotami v podobé desetinnych ¢isel a pouzivaji se tzv.
chrdnéné varianty funkci. Mnozinu funkci a terminald je nutné specifikovat jesté pred za-
pocetim evolu¢niho procesu. Vypocet odezvy jedince, uvazujeme-li stromovou reprezentaci,
spocivd v postorder-prichodu stromem a provedeni vSech funkci v jeho uzlech. Vystupni
hodnota pak odpovida vystupu funkce v kofeni stromu.

Obréazek 2.2: Stromova reprezentace kandidatniho feseni y =  + 1+ |z — 5|.

Pro urcovani fitness mame zpravidla definovanu mnozinu vstupnich hodnot v, na které
chceme funkci jedince otestovat. Ke kazdé vstupni hodnoté x; mame prifazen o¢ekdvany vy-
stup y;. Tato dvojice se nazyva trénovaci vektor. Fitness jedince lze pak definovat napriklad
jako sumu druhych mocnin rozdilt skuteénych a ocekdvanych vystupi takto:

N
F=> (s(zi) —y:)? (2.2)
i=1
kde y; je vystup kandidatniho programu s pfi vstupni hodnoté z; [7]. Evoluéni proces se

snazi tuto hodnotu minimalizovat. Volba které trénovaci vektory pfi ohodnoceni pouzit a
jaky méa byt jejich pocet méa zasadni vliv na to, zda dokaze algoritmus nalézt feseni pozado-
vané kvality. Jedna z moznosti jak tento problém Tesit je nastinéna v ¢asti 2.2 o koevolu¢nich
algoritmech.



Genetické operatory

Proces vybéru rodi¢d a vytvareni nového jedince probiha u genetického programovani ob-
dobné jako u genetickych algoritmt. Opét jsou pouzity operatory kiizeni a mutace, upravené
tak, aby pracovaly se stromovou reprezentaci genotypu. Pfi kiizeni je u obou rodi¢ti na-
hodné vybran jeden uzel. Tyto uzly spoleéné s podstromy, které na né navazuji, se poté
prohodi a tim vzniknou dva novi jedinci. Operator mutace pracuje obdobné - za¢ne ndhod-
nym vybérem jednoho z uzli. Podstrom, ktery na néj navazuje, je nasledné nahrazen novou
ndhodné vygenerovanou strukturou (obrazek 2.3). Kromé kiizeni a mutace zde mohou exis-
tovat i jiné specifické operatory, napiiklad pro tvorbu podprogrami, itera¢nich smycek,
nebo rekurze.

Kfizeni Mutace
Rodice Pavodni jedinec

Potomci Mutant

Obrazek 2.3: Operatory kiizeni a mutace u GP.

Bloat

U genetického programovani se setkdvame s jevem zvanym bloat. Jde o to, ze velikost
kandidatnich programi byvéa sice zpocatku konstantni, v urcité chvili se zacnou zvétsovat.
Tento rust exponencialné zrychluje, aniz by se néjak vyznamné zlepSovala hodnota fitness.
Ve struktufe programu se zacinaji objevovat ¢asti kodu, které neprovadéji zddnou uzite¢nou
¢innost - takzvané introny. Mize jit napiiklad o vyraz a = a — 0 . Obrazek 2.4 zobrazuje
stromovou reprezentaci programu, kde intronem je podstrom %69 - 0.

Bloat se ¢asto povazuje za negativni jev. S tim, jak postupné roste délka kandidatnich
a nejcastéji pouzivanym protiopatfenim je pficteni penalizace za délku programu k hodnoté
fitness - metoda znama jako Parsimony pressure [1]. Dal§im FeSenim miiZe byt pfimo detekce
a eliminace takovychto ¢asti kédu. Na druhou stranu existuji teorie, které tvrdi, Ze introny
mohou mit dilezitou roli pfi ochrané uzitecného kédu pred vlivem kiiZzeni a mutace - iplné
stejné jako jejich proté&jsky z oblasti biologie. Cim je program delsi a ¢m vice intronti
obsahuje, tim mensi je pravdépodobnost, Ze genetické operatory pri svém ndhodném vybéru
uzltl zasdhnou pravé dovniti dilezitého bloku uziteéného kédu a tim jej rozbiji [3].

2.1.1 Kartézské genetické programovani

Kartézské genetické programovani se da povazovat za variantu klasického genetického pro-
gramovani (GP), z néhoz svymi zakladnimi principy vychazi. Jeho autorem je Julian Miller,



Obrazek 2.4: Jedinec postizeny bloatem. Intron je oznacen Sedé.

ktery ho v roce 1999 poprvé ucelené publikoval. Také zde se kandidatni feSeni sklada ze
vzajemné propojenych uzli. Tentokrat jsou vsak uzly usporadany v obdélnikové mfiizce,
jejiz sloupce budeme oznacovat jako vrstvy.

Pted zapocetim evoluéniho procesu se ur¢i nékolik parametri, které ztistanou v jeho
pribéhu neménné:

e rozméry miizky uzld — pocet vrstev n. a sitka vrstev n,
e pocet primarnich vstupt jedince n;,
e pocet primarnich vstupi jedince mqy;

e pocet vstupu kazdého uzlu u;,

mnozina funkci, které mohou jednotlivé uzly vykonavat

hodnota L (L — back), které ovliviiuje mozné propojeni sité

Stejné jako u GP, i zde mé kazdy uzel nékolik vstupt a jednu z nékolika moznych funkci,
pomoci které ze vstupnich hodnot vypocita sviij vystup. Vstupy uzlu mohou byt napojeny
bud na néktery z primarnich vstupt, nebo na vystupy uzli z predchozich L vrstev. Kandi-
datni feseni tak tvoii acyklicky orientovany graf. Vystup nékterych uzld mize byt pouzit
i vicekrat, zatimco jiné nemusi byt vyuzity viibec. Uzly, které jsou soucasti vysledného
fenotypu, nazyvame aktivni, naproti tomu ty, které jeho soucasti nejsou, a tudiz se nijak
nepodili na funkénosti jedince a jeho fitness hodnoté, se nazyvaji neaktivni.

Zakdédovani

Skutecnost, ze rozméry miizky uzli jsou jiz predem pevné urcené a stejné pro vsSechny
jedince, znac¢né usnadnuje zakddovani struktury téchto jedinct do jejich genotypu. Ten
mé podobu vektoru celociselnych hodnot. Uzly maji ptfidéleny indexy, které koresponduji
s jejich pozici v mfizce. Do genotypu jsou pak uzly zapsény postupné za sebou, kazdy
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ma pro sebe vyhrazeno wu;, + 1 geni. Zde jsou zaznamendny indexy téch uzlu (poptipadé
primarnich vstupt), které tvoii jeho vstupy. Za nimi nasleduje index funkce tohoto uzlu.
Na konci genotypu je pak mgyy gentd, oznacujicich indexy uzld, které jsou povazovany za
primérni vystupy. Mozné zakédovani genotypu lze vidét na obrazku 2.5.

1 2 3 4
o/o/2][ol11][1 12111 [E]

Obrézek 2.5: Zakdédovani fenotypu do genotypu.

Fitness hodnota

Vypocet fitness je zpravidla casové nejnarocnéjsi ¢asti evolu¢niho procesu. Postup je v prin-
cipu stejny jako u klasickych GP: Méjme mnozinu trénovacich dat obsahujici vektor vstupt
a vektor spravnych vystupt. Pro kazdy prvek trénovaci mnoziny se pak kontroluje, na kolik
se vystup kandidatniho programu lisi od spravného vystupu. Na primérni vstupy jsou pfi-
vedeny testované vstupni hodnoty a nasledné jsou vypocitany hodnoty jednotlivych uzli.
Uzly se vyhodnocuji postupné od nulté vrstvy nahoru, dokud nejsou vyhodnoceny vSechny
uzly oznacené jako primérni vystupy. Samoziejmé neni nutné vypocitavat hodnotu vsech
uzli. Dulezité jsou pouze ty, které jsou aktivni, tedy ty, které patii do orientovaného grafu
tvoriciho fenotyp feSeni. Proto je vhodné jesté pred zacitkem testovani provést optimali-
zaci, pri které se uzly grafu postupné prochazi pozpatku od primarnich vystupt, a oznacuji
se ty z nich, které jsou soucasti fenotypu.

Evoluéni proces

Algoritmus nejprve vygeneruje ndhodnou pocateéni populaci. Jeji velikost je vét§inou re-
lativné mald, zpravidla to byva pét jedincd. Zjisti se fitness v8ech jedinct a ten, ktery ji
ma nejvyssi, se stava rodicem. Novou generaci pak tvori rodi¢ a jeho nahodné zmutované
varianty. Tento krok opakujeme tak dlouho, dokud nejsou splnény ukoncujici podminky -
napriklad fitness dosahla pozadované tirovné, nebo se jeji hodnota jiz delsi dobu nezlepsila.

Mutace

P1i tvorbé nového jedince se v CGP obvykle pouziva pouze operator mutace. Nahodné se
prepise hodnota jednoho ¢i nékolika gent v genotypu. Tim se muZe zménit funkce kon-
krétniho uzlu, zapojeni uzli za sebou, ¢i to, které uzly jsou primarnimi vystupy jedince.
Aktivni uzly se mohou stat neaktivnimi a naopak. Pokud mutace probéhne na neaktivnim
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uzlu, nema zadny vliv na fenotyp jedince, presto je dilezita. Existuje pravidlo, ze v pii-
padé, kdy ma v populaci nejlepsi fitness vice jedinca zaroven, vybere se jako rodic¢ ten,
ktery nebyl rodicem minulé generace. I kdyz pak mtze mit novy rodic¢ stejny fenotyp jako
ten pfedchozi, mutace na neaktivnich uzlech se pfenesou na novou generaci a pomalu se
v genotypu hromadi. Neaktivni uzly se tak v pribéhu vyvoje postupné méni a vytvareji
celé nové struktury. Pak uz stac¢i jen drobnd mutace, kdy se ndhodny podgraf puvodné
neaktivnich uzli stane soucésti fenotypu a jedinec ziska zcela odlisné chovani. Pokud to
povede ke zlepseni fitness, miize se stat rodi¢em a tato zména fenotypu se prenese na dalsi
generace. Mutace aktivnich uzld se takto hromadit nemohou, protoze ve vétsiné piipadi
ma osamocend mutace negativni vliv na fitness jedince, a evolu¢ni proces ji tudiz zahodi.
Proto je vhodné nastavit parametry evoluce tak, aby mély v pribéhu procesu kandidatni
programy k dispozici dostatecné mnozstvi redundantnich uzla [7].

Kiizeni se v klasickém CGP téméf nepouzivé, nebot se ukazalo, Ze jeho pouziti v ob-
vyklych tlohach pro CGP nezlepsovalo efektivitu algoritmu a mélo spise negativni vliv.
Na druhou stranu probéhly pokusy s modifikovanou variantou CGP pracujici s odliSnou
reprezentaci genotypu, kde je pouziti krizeni smysluplné a v nékterych piipadech dokézalo
znac¢né urychlit prohledavani stavového prostoru, jak je uvedeno v [1].

2.2 Koevolucni algoritmy

Pouziti evoluénich algoritmi se osvédéilo u mnoha prohledavacich a optimaliza¢nich pro-
blémt, kde znac¢né predcily do té doby tradiéné pouzivané heuristické metody. Existuji
problémy, u kterych evoluéni algoritmy nejsou tak efektivni, selhavaji, anebo neni znam
zplsob, jak by je bylo mozné primo pouzit.

e Situace, kdy hledame optimalni nastaveni né€kolika vzajemné ptisobicich komponent.
Prohledavany prostor je v takovém pfipadé kartézskym soucinem veskerych moznych
stavli vSech komponent. Jeho velikost mtze byt obrovska, v extrémnich ptipadech i
nekonecnéa. Proto je zapotiebi mechanismus, ktery by zaméfil prohledédvani na rele-
vantni oblasti.

e Ulohy, u kterych nelze jednoznaéné stanovit jednoznac¢nou fitness jedince, protoze ta
zavisi na ménicich se okolnostech. Tak tomu muze byt kuprikladu u evolu¢niho vyvoje
hernich strategii.

e Problémy, u kterych je vypocet fitness jedince vypocetné prilis naro¢ny, protoze tré-
novaci sada je velice rozsahla. Vypocet by se mohl znac¢né urychlit, pokud by se
podarilo nalézt malou podmnoZinu vstupi, pomoci které by sla fitness dostatecné
presn€ aproximovat.

Tyto a podobné problémy pomaha fesit metoda zvana koevoluce. Jde o ptirozené rozsifeni
evolucénich algoritmuti. Opét vychazi z piirodnich principi, kde se vice druht vyviji soucasné,
navzajem na sebe ptisobi tim, Ze si vzadjemné utvari prostiedi, ve kterém ziji a adaptuji se
na toto prostredi. Pfikladem budiz dravec a korist. Dravec se postupné vyviji stale G1¢innéjsi
techniky lovu kofisti a tim nuti kofist, aby se zdokonalovala v metodéch, jak dravci unik-
nout a naopak dravec se adaptuje na nové schopnosti kofisti. Koevolu¢ni algoritmus mtize
pracovat s jednou nebo i vice populacemi, jejichz evoluce probihé paralelné. Zasadni roz-
dil oproti evolu¢nim algoritm®im je zptsob, jakym je zde chapana fitness. Jedinci zde neni
prifazena néjaka absolutni, stala, neménna hodnota - objektivni fitness. Jeho fitness se od-
vozuje podle toho, jak interaguje s jinymi jedinci. Zména jednoho jedince tak muze ovlivnit
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fitness jinych. Tato subjektivni fitness je proto relativni a znacné promeénliva v case podle
sloZzeni populace. Pouzitim koevoluce je mozné dosdhnout stabilnéjsiho pribéhu evoluce a
znatelné rychlejsi konvergence fitness. Podle [9] a [8] dochézi u koevoluce také mnohem
méneé casto k uvaznuti v lokalnim extrému.

Koevoluéni algoritmy lze rozdélit do nékolika skupin podle typu tlohy a poc¢tu populaci,
se kterymi pracuji:

Dvé populace a tilohy zaloZené na testu: Ulohy zaloZzené na testu jsou typem tloh,
u nichz se k ohodnoceni feSeni pouzivé sada trénovacich vektort - takzvany test. Kva-
lita kandidatniho feSeni se odvodi z jeho interakce s jednotlivymi testy. Za kandidatni
feSeni se povazuji pouze jedinci prvni populace. Jedinci z druhé populace jsou testy
a slouzi k ohodnoceni kandidatnich feSeni - vybiraji z mnoziny trénovacich vektor®
jen mensi podmnozinu trénovacich vektord, pomoci kterych se odhadne fitness kan-
didatnich feseni. To je vyhodné v situacich, kdy je mnozina trénovacich vektord prilis
velkéd a je zapotTebi zrychlit evoluéni proces. Evoluce obou populaci mtze probihat
oddélené, kazda svym vlastnim tempem. Kandidatni reseni se vyvijeji tak, aby co
nejlépe obstaly pri testovani souCasnou generaci testl. Jedinci z populace testl se
pritom snazi vybrat sadu trénovacich vektort tak, aby co nejlépe pomohla zvysovat
fitness kandidatnich Feseni (obrazek 2.6).

start
evoluce kandidatnich W FeSeni nalezeno
fedeni?
ano
EEOEEEOOOEOOOOO
konec
" . ne - pokracuje
ohodnoceni kandidatrich
feseni pomoci testu i
evoluce testd ohodnoceni testd
omoci kandidatnich
BEROOOE fegeni

)

Obrazek 2.6: Koevoluce u tiloh zaloZenych na testu.

Jedina populace u uloh zaloZenych na testu: U koevolu¢nich algoritmt pracujicich
jen s jedinou populaci slouzi jedinci dvéma ucéeliim. Jednak jsou to kandidatni feseni
zkoumané tulohy, ale zaroven jsou pouziti pfi ohodnoceni ostatnich jedinct. Mtze se
jednat napiiklad o evoluéni vyvoj herni umélé inteligence. Kazdy jedinec piedstavuje
urcitou herni strategii a jeho fitness hodnota se urci podle toho, jak dobie si povede pfti
sehrani hry proti ostatnim jedincim. P¥ipadné se Ize poéitani fitness zcela vyhnout,
pokud bude vzajemnd interakce jedinct plnit tlohu turnajového vybéru rodict, jak
je uvedeno v [2]. Do dalsi generace postoupi ten, ktery ve hie zvitézi (obrazek 2.7).

vvvvvv

jednodussi podproblémy a ty Fesit zvlast. V takové situaci se uplatni koevoluéni al-
goritmus s vétSim poc¢tem populaci. Kazda populace predstavuje jeden podproblém a
jejich evoluce probiha oddélené. Aby bylo mozné provést ohodnoceni, musi se jedinci
z jednotlivych ¢asti spojit dohromady do celkového kandidatniho reseni. Koevoluce
tak c¢asto mivé kooperativni charakter, kdy spolu oddélené druhy navzajem spolupra-
cuji na spole¢ném reseni tlohy. Nemusi tomu tak ale byt vzdy - jedinci spolu mohou
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Evoluce kandidatnich fedeni
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ohadnoceni vzajemnou interakci
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nalezeno feseni?

Obrazek 2.7: Koevoluce s jedinou populaci.

napri¢ populacemi souperit o sdilené zdroje - naptiklad u evolu¢niho navrhu budov
to miZou byt penize, prostor a podobné (obréazek 2.8).

¢ start

I ] zadan4 uloha
rozdélena na podulohy

vytvofeni kandidatniho feSeni § agregaci feSeni podiloh

+ ghodnoceni

nalezeno fedeni?
ne - koevoluce pokraduje

ano - Konec

Obrazek 2.8: Koevoluce u kompozi¢nich tloh.

Archiv

Koevoluéni algoritmy casto pouzivaji kromé populaci jesté jiny typ kolekce jedinci, kterému
se bézné rika archiv. Do archivu se béhem evolu¢niho procesu postupné uklddaji nejlepsi
jedinci z ruznych generaci, takZe jej mizeme povazovat za jakousi formu paméti algoritmu.
Tim padem archiv na konci obsahuje celkové Teseni tlohy, anebo dokonce sdm miize byt
celkovym Fesenim, pokud je tikolem sestavit mnozinu nejlépe ohodnocenych jedinci. Archiv
ale nemusi slouzit pouze jako jakysi zasobnik nejlepSich dosud nalezenych feseni. Byva
obvyklé, ze obsah archivu pfimo ovliviiuje samotny koevolu¢ni proces. Mize se tak dit
napfiklad u ohodnoceni jedincti. Prikladem mtze byt skupina metod zvanych Sin sldvy, kam
jsou ti nejuisp€snéjsi nalezeni jedinci vkladani do archivu a pii ohodnocovani dalsich generaci
se Cast fitness jedinct urci podle toho, jak interaguji s vybranymi jedinci z archivu. P¥i feseni
uloh, kde je pouzito vice druhi populaci, mize mit kazda populace svij vlastni archiv.
Vétsina takto zaloZenych koevolu¢nich metod pak ve svém algoritmu obsahuje UPDATE
krok, kde se posuzuje, zda nékteré z jedincii soucasné populace vlozit do archivu, a ktefi to
budou. Stejné tak se hodnoti stavajici jedinci v archivu, zda nékteré z nich nevyradit. Jak
je uvedeno v [5], ¢asto je mozné ziskat algoritmus pro feSeni urcité tlohy tak, ze spravné
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implementujeme tuto UPDATE metodu.

2.2.1 Predikce fitness

Pojmem Predikce fitness nazyvame postup, pii kterém u evolu¢niho algoritmu nepocitame
presnou fitness jedinci, ale misto toho ji pouze pfiblizné odhadujeme technikami, které se
samy postupné vyvijeji v pribéhu evoluéniho procesu. Toto je vyhodné zejména v situacich,
kdy je presny vypocet fitness prili§ ¢asové naro¢ny - at uz z divodt obrovského rozsahu
trénovaci sady, komplexni simulace, anebo protoze je ohodnoceni potfeba provést pomoci
fyzického experimentu. Existuje nékolik riznych pristupi, jak je mozné predikci fitness
provadét [6]:

Strojové uceni: V zavislosti na podobé kandidatnich feSeni si lze vybrat z mnoha typt
algoritmt strojového uceni. Jmenujme napiiklad neuronové sité, SVM, rozhodovaci
stromy, Bayessovské sité a dalsi. VSechny tyto metody lze natrénovat tak, aby pro
vstupni vektor genotypu jedince vracely odhad jeho fitness hodnoty. Hlavni nevyhodou
je fakt, zZe je Casto velice tézké odhadnout, kterd metoda je pro konkrétni problém ta
nejvhodnéjsi.

Podmnozina trénovacich dat: Vybér pouze malého vzorku trénovacich dat, pomoci
kterych bude proveden vypocet fitness hodnoty, je casty zpusob, jak znac¢né urych-
lit evaluaci kandidatnich feseni. Vybér téch nejvhodnéjsich vzorkt je mozné provést
pomoci evoluéniho algoritmu - jedna se o priklad pouziti koevoluce.

Evoluc¢né specifické metody: Do této skupiny patii metody dédicnost fitness, imitace
fitness a c¢dastecné€ ohodnoceni.

e Pii fitness dédicnosti ziskavaji potomci fitness svych rodi¢i béhem krizZeni, tedy
propor¢né vzhledem k tomu, kolik gend toho kterého rodice ziskali.

e Metoda Imitace fitness rozdéli jedince do shluki podle podobnosti jejich geno-
typa. Ohodnoceni jsou pouze jedinci uprostied shlukt a ostatni jejich fitness
prevezmou.

e (ldstecnd evaluace ohodnoti pouze nékteré jedince, zatimco ostatni svou fitness
zdédi po rodic¢ich, anebo je jeji hodnota odhadnuta.

2.3 Symbolicka regrese

vvvvv

chem pouziva. Jde o proces, kdy mame k dispozici mnozstvi naméfenych dat a snazime se
nalézt takovy matematicky vztah, ktery tato data dostatec¢né presné aproximuje. V mate-
matice a fyzice se tato metoda bézné vyuziva, dokaze z experimentalné zjisténych udaju
odvodit skryté vztahy a zakonitosti. U tradi¢nich metod regresni analyzy - naptiklad ne-
linedrni regrese nebo metody nejmensich ¢tvercd - musime nejprve odhadnout, jaké jsou
vstupni veli¢iny a jaky je vztah mezi vstupnimi a vystupnimi proménnymi. Pak tyto metody
dokazi efektivné nalézt konkrétni parametry tohoto modelu. Naproti tomu symbolicka re-
grese dokéze tyto vztahy a jejich parametry odhalit sama a zcela automaticky, bez potfeby
jakychkoli implicitnich znalosti z daného védniho oboru.
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Symbolicka regrese ndm umoziuje predikovat hodnoty pro dosud nemétené parametry,
ale predevsim jsme diky ni schopni zkoumany jev dale matematicky analyzovat. Pro nale-
zenou funkci miizeme pfesné urcit minima a maxima, derivace v danych bodech, intervaly,
ve kterych stoupé ¢i klesa a mnoho dalsiho.

Dlouho se nedafilo vyvinout metodu, kterd by dokéazala symbolickou regresi provadét
automaticky a dostateéné spolehlivé [10]. Prvnim opravdu pouzitelnym algoritmem bylo
Genetické programovani Johna Kozy, o némz jiz byla fe¢ jiz dfive. Kandidatnich feseni
zde predstavuji potencialni hledany vzorec, ktery popisuje zkoumany jev. Trénovaci sadu
tvofi naméfena data - vstupni hodnoty (podminky méfeni) a vystupni hodnoty (zjisténé
udaje). Predpoklada se, ze vystupni hodnoty zavisi na jedné nebo vice vstupnich hodnotéch.
V tabulce 2.1 je priklad trénovaci sady. Na obrazku 2.9 jsou jednotlivé trénovaci vektory
zobrazeny v grafu a proloZzeny nalezenou funkci. Hodnota y je zde zavisla na vstupu x podle

vztahu y = 22 — 3.

x| 04]-03]-02]-01] 0101 ] 02103 ]..]09] 1 | 11
y | 0,21 | 0,19 | 0,036 | -0,02 | 0,06 | 0,008 | 0,038 | 0,061 | ... | 0,09 | -0,04 | -0,07

Tabulka 2.1: Priklad namérenych dat.

0.2

—0.1f

|
-0.5 0 0.5 1

X

Obrézek 2.9: Graf bodt z tabulky 2.1 a jejich prolozeni funkci y = z? — z3.

2.3.1 Vypocet fitness hodnoty

Fitness jedincd je mozné urcit napriklad jako prumeérnou odchylku - prumér vzdalenosti
predpovézenych hodnot g(z;) od téch skuteéné namétrenych y;:

flg) = >ico i — 9(@i)] (2.3)

n
Cim je tato hodnota nizsi, tim je jedinec g kvalitnéjsi. Tato metoda podava dobré vysledky,
pokud se data v trénovaci sadé vyznacuji vyssi mirou chybovosti. Jsou uprednostiiovani
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jedinci, ktefi dokazi vstupni data aproximovat. Metoda je ovSsem znacné citlivd na vyskyt
odlehlych hodnot. Je méné vhodnd, pokud je hleddn matematicky vztah, ktery co nejptes-
néji odpovida vsem vektortim z trénovaci sady.

Dalsim zpiisobem vypoctu fitness jedince je pouziti skore, jak je uvedeno v [9]. Vypocet
skore je definovan jako:

n

flg) = > hlg(xi)), kde (2.4)

=0
U i e @5

Uzivatelem definovana hodnota e je maximéalni povolena odchylka. Fitness hodnota tedy
v tomto pripadé udava pocet trénovacich vektori, které se od spravnych hodnot lisi nejvyse
o hodnotu e. Tento zptisob urcovéni fitness je daleko méné choulostivy na vyskyt odleh-
Ijch hodnot. Jedinci jsou hodnoceni jen podle poc¢tu spravné aproximovanych bodi. Pribéh
jejich funkci v ostatnich oblastech nemé na hodnotu fitness zadny vliv. Diky tomu neni evo-
luéni proces tak omezovan a muze prohledavat vétsi prostor moznych variant feseni. Hlavni
nevyhodou je fakt, Ze uzivatel musi definovat maximalni povolenou odchylku. Optimélni
hodnota je u kazdé tlohy individualni. Na druhou stranu lze pomoci velikosti odchylky
specifikovat, jakd mira presnosti je u hledané matematické formule pozadovana.

Metoda pocitani fitness podle skore se ukazalo byt mnohem vhodnéjsi pii feseni tloh
symbolické regrese. PTi jejim pouziti se zvySila procentualni Gispésnost nalezeni hledaného
vztahu az o desitky procent.

Stejné jako u mnoha metod strojového uceni, i zde si musime davat pozor na preucens -
tedy na situaci, kdy se jedinci adaptuji i na drobné chyby a odchylky v naméienych datech,
misto aby generalizovaly vztah pro zkoumany jev. Klasickym zptisobem Teseni je metoda
cross-validace, kdy se trénovaci sada rozdéli na 2 ¢asti - na tréning modelu se pouzije jen
jedna sada a na jeho ohodnoceni druha. U genetického programovani je preuceni Castecné
spjato s bloatem.

2.3.2 Symbolicka regrese a koevoluce

Koevoluce jiz byla v minulosti v mnoha pripadech tspésné aplikovana pfi feseni tloh sym-
bolické regrese. Jako pfiklad si mizeme uvést préci [9]. Kandidatni feseni zde byla vyvijena
pomoci CGP a vivoj fitness prediktort probihal pomoci genetického algoritmu'. Prediktory
fitness mély podobu vektoru celociselnych hodnot, kde kazda hodnota byla ukazatelem na
jednu polozku z trénovaci sady. Po fadé experimentii na péti testovacich tlohach se ukézalo,
Ze se s pouzitim koevoluce urychlil proces nalezeni fesSeni az pétinasobné oproti klasickému
CGP algoritmu.

Do oblasti symbolické regrese vsak spada i mnohem vice praktickych tloh, nez pouze
odvozovani matematickych rovnic. Jako ptiklad lze uvést evolu¢ni nédvrh obvodt - fadicich
siti, obrazovych filtr a podobné. Vstupem evoluéniho algoritmu je v takovém ptipadé tré-
novaci sada, kde je zachyceno pozadované chovéani vysledného obvodu v urc¢itych situacich
situacich - tedy pro rizné vstupni hodnoty. Evoluéni algoritmus se poté snazi nalézt takové
zapojeni obvodu, které co nejlépe odpovida zadané specifikaci. Misto matematickych funkci

LGeneticky algoritmus je optimaliza¢ni metoda pat¥ici do skupiny evolu¢nich algoritmii. Jako genotyp
v ném predstavuji vektory hodnot pevné délky, uziva kiizeni i mutaci. Pro vice informaci viz naptiklad [7].
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jsou zde pouzita logickéa hradla, komparatory, nasobicky a jiné prvky. Aby byl vysledny ob-
vod opravdu robustni, musi byt zpravidla trénovaci sada velice rozsdhla. Napiiklad pfi
vyvoji obrazového filtru musi byt jedinci otestovani pomoci desitek tisic trénovacich vek-
torti v kazdé generaci a cely proces trva velice dlouho. Pouziti koevoluce, ktera by cely
proces urychlila, se zde piimo nabizi. Vyvojem nelinearnich obrazovych filtrti se zabyva
kuptikladu prace [8]. Ukézalo se, Ze s pouzitim koevoluce bylo mozné zredukovat trénovaci
sadu na pouhych 15 - 20% a urychlit cely proces téméf trojnasobné ve srovnéani s pouzitim
standardniho CGP.

2.3.3 Algoritmus koevoluce pro symbolickou regresi

U dloh zaloZenych na testu, mezi néz symbolicka regrese patii, spoc¢iva koevoluce v soubézné
evoluci dvou populaci - populace kandidatnich feseni a populace fitness prediktort. Tyto
populace se vzajemné ovliviiuji, adaptuji se jedna na druhou. Obrazek 2.10 prevzaty z lite-
ratury [9] je dobrym pfikladem toho, jak koevoluce u tloh zaloZenych na testu standardné
pracuje.

Populace kandidatnich feseni

Evoluéni proces u kandidatnich reSeni hleda reseni zadané tulohy. Na schématu 2.10 probiha
evoluce pomoci kartézského genetického programovani, ovSem mohou byt pouzity i jiné typy
evolucénich algoritmt vhodné pro danou tlohu zalozenou na testu. K ohodnoceni jedincti se
nepouziva cela trénovaci sada. Pomoci prediktoru je z ni vybran pouze maly reprezentativni
vzorek. Diky tomu je ohodnoceni mnohem rychlejsi. K samotnému ohodnoceni je mozné
pouzit jednu z metod vypoctu fitness popsanych v ¢asti 2.3.1.

Archiv trenéru

Z populace kandidatnich feseni je v pravidelnych intervalech vybiran nejlépe ohodnoceny
jedinec a je vlozen do archivu. Témto jedincim se fika trenéri a slouzi k ohodnoceni pre-
diktorti béhem jejich evoluce. Archiv trenéri je mnozina, kterd miuze obsahovat nejvyse
predem stanoveny pocet trenéri. Zaroven s vlozenim nového jedince je proto nejstarsi jedi-
nec vyrazen. Pti vkladani se soucasné vypocte jeho skutecna fitness - hodnota, ktera bude
pozdéji pouzita pri evoluci prediktorti.

Pro optimalni vyvoj prediktort je nutné, aby byli jedinci v archivu dostatecné riznorodi.
7 tohoto dtvodu jsou do archivu pfidavani kromé kandidatnich feseni i ndhodni jedinci.
Tim se zajisti diverzita archivu. Zaroven se jedna o opatfeni proti uvaznuti koevolu¢niho
procesu, nebot je tak zajiSténo, Ze se prediktory budou vyvijet v neustdle se ménicich
podminkéach.

Populace fitness prediktoru

Fitness prediktory jsou jedinci, kteri slouzi k vybéru malé reprezentativni podmnoziny tré-
novaci sady. Mélo by se jednat o vzorek, pomoci n€hoz se jiz d4 dostate¢né spolehlive
odhadnout skutecna fitness kandidatnich feseni. Genotyp prediktoru sestava z vektori uka-
zatell na zvolené trénovaci vektory. Tato sada vybranych vektori bude dale oznacovana
jako predikovand sada. Evoluce je provadéna pomoci genetického algoritmu. Ohodnoceni
kvality prediktoru se provadi pomoci trenérii v archivu. U kazdého trenéra je stanoveno,
o kolik se lisi jeho skutecna fitness od fitness odhadnuté pomoci prediktoru. Fitness hodnota
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prediktoru je urcena jako priimeér z téchto odchylek. Prediktor s nejlepsi fitness je nasledné
odeslan do archivu prediktori.

Archiv prediktori

Tento archiv obsahuje nejlépe ohodnoceny prediktor. Jim predikovand sada je pouzita pti
ohodnocovani jedincti z populace kandidatnich feseni. Tento archiv obsahuje pravé jednoho
jedince, ktery je nahrazen po vlozeni nového prediktoru.

Prubéh koevoluce

Vypocet bézi ve dvou vldknech - v prvnim probiha evoluce kandidatnich feseni, druhé ma
na starosti evoluci prediktorti. Na pocatku se vygeneruji ndhodné populace prediktorti, kan-
didatnich feSeni a obsah archivu trenérti. Probéhne vyhodnoceni jejich fitness. Zpocatku
se pouzije nejlépe ohodnoceny jedinec z populace prediktorid jako pocatecni prediktor. Na-
sledné se v obou vlaknech spusti evolu¢ni proces. Vzajemné rychlost obou procesi je na-
stavena tak, aby se béhem jedné iterace evoluce prediktori stihlo provést né€kolik set iteraci
evoluce kandidatnich feSeni. Toto zpozdéni je potiebné, nebot prili§ ¢asto se ménici predik-
tor by mél negativni vliv na vyvoj kandidatnich feSeni - evoluce by prestala konvergovat
k urc¢itému feseni a dostala by spise charakter ndhodného prohledavani. Mezi vlakny do-
chazi pravidelné k vyméné jedincd. Jakmile je objeveno nové kandidatni feseni s odliSnou
fitness, je odeslano do archivu trenéri. Zaroven se v kazdém kroku evoluce prediktort odesle
nejlépe ohodnoceny prediktor do archivu prediktort.

Pravidelné se kontroluje, zda predikovana fitness kandidatniho feSeni dosdhla poza-
dované finalni trovné. Predikovana fitness je stanovena pouze pomoci ¢asti trénovacich
vektord, proto je nutné urcit i skuteénou fitness jedince pomoci celé trénovaci sady. Je-
li skute¢na fitness na pozadované hodnoté, bylo nalezeno feseni a vypocet muze skoncit.
V opac¢ném pripadeé Slo o plany poplach a soucasny prediktor nedostacuje. Nalezené kandi-
datni feSeni je odeslano do archivu trenért a pocka se na zaslani nového prediktoru.
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Obrazek 2.10: Schéma koevolué¢niho algoritmu (pfevzato z [9]).
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Kapitola 3

Navrh reseni koevoluéniho
algoritmu

Pouziti koevoluce prediktort fitness tak, jak byla popsana v sekci 2.3.3, m@ize v porovnani
s CGP mnohonasobné urychlit nalezeni feSeni. Uvedeny algoritmus mé vSak i své slabé
vacich vektori, které prediktor vybere z trénovaci sady.

Vyse popsany model koevoluce prediktorti fitness vyuziva pro evoluci geneticky algo-
ritmus (GA). Plati, Ze genotyp prediktoru pfedstavuje linearni pole ukazatelt na vybrané
trénovaci vektory. Velikost tohoto pole musi byt nastavena jesté pred spusténim koevoluc-
niho algoritmu a ztstava v prubéhu koevoluce neménna.

V optimélnim ptipadé mé predikovana sada dostateénou velikost, aby bylo s jeji pomoci
mozné odhadnout fitness vyvijenych kandidatnich feseni s dostatecnou presnosti. Zaroven
by ale méla byt co nejmensi, aby se snizil pocet potiebnych vyhodnoceni. Mél by se tak
maximalné urychlit proces urceni fitness kandidatnich feSeni. Nalezenim rovnovahy mezi
témito dvéma protichidnymi pozadavky se v idedlnim pripadé zajisti nejefektivnéjsi priubeh
prohledavani - a tedy i statisticky nejrychlejsi nalezeni feSeni.

Optimalni velikost neni mozné stanovit obecné - tato hodnota je znac¢né individudlni
u kazdé tulohy. Napiiklad pokud je hleddn vztah pro rovnici s relativné jednoduchym
prubéhem, mize v nékterych pripadech postacit i prediktor obsahujici pouhé 3 nebo 4
trénovaci vektory. Opacnym extrémem je naptiklad evoluce obrazovych filtri. Tam muze
byt zapotfebi vybrat tisice trénovacich vektord. Odhadnout dopredu optiméalni velikosti
predikované sady pro konkrétni danou tlohu byva pomérné slozité. U komplikovanéjsich
uloh je zpravidla nutné ji urcit experimentalné - vyzkouset evoluci pro vice moznych délek
a rozhodnout podle naméfenych dat, ktera velikost je pro danou tlohu nejvyhodnéjsi.

Dalsi slabinou mize byt rychlost evoluce prediktort v pripadech, kdy je trénovaci sada
tvori zpravidla desitky jedinct, z nichz kazdy je reprezentovan jako pole tisict ukazateli.
Jak uvadi [7] v ¢asti o problému skélovatelnosti, vyuzivani takto rozsahlych genotypt mize
byt znac¢né neefektivni.

Tato diplomova prace se zabyva novou metodou evoluce prediktori, kterd ma za cil vyse
zminéné nedostatky odstranit. Uziti této metody umoznuje, aby se velikost predikované
sady v prubéhu koevoluce dynamicky meénila. Muze se tak prizpusobit konkrétni uloze i
aktualnimu stavu koevoluéniho procesu.

Nejrozsahlejsi casti této kaptoly je sekce 3.6, kde je podrobné predstaven novy algorit-
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mus pro predikci fitness. Dale je popsan navrh jednotlivych ¢asti koevolu¢niho algoritmu
- genotyp jedince, zptisob prace s konstantami, geneticky operator mutace, implementace
archivi a paralelizace algoritmu.

3.1 Genotyp jedince

Evoluce kandidatnich feSeni, stejné jako evoluce prediktort fitness, probiha pomoci CGP.
Diky tomu je mozné v obou pfipadech pouzit stejnou reprezentaci genotypu. Genotyp je-
dince kartézského genetického programovani je vektor celociselnych hodnot kédujici acyk-
licky orientovany graf. Jako zaklad byla pouzita podoba genotypu popsand v c¢asti 2.1.1.
Navic byla pfidana série gent kédujicich konstanty. U prediktorti je pak na samém konci
umistén gen pro inicializa¢ni hodnotu predikce. Prakticky se jedna o dalsi konstantu - jeji
¢teni, ukladani a mutace probihd obdobnym zptsobem . Rozdil je v jejim vyuziti - nemiize
se stat soucasti kédovaného grafu a je pouzita pouze pti vypoctu predikované mnoziny.
Struktura genotypu je znazornéna na obrazku 3.1

index vystupniho uzlu  inicializatni hodnota prediktoru

41713 41411 7113 2132 314-05011!1021100 e

jednotlive uzly grafu jedince ——— —konstanty——

Obrazek 3.1: Struktura genotypu.

3.2 Typy konstant

Soucasti fenotypu jedince se mohou stat prvky s konstantni hodnotou, nezéavislou na pri-
marnim vstupu. Podle jejich ptivodu a vlastnosti je lze rozdélit do t¥i skupin.

e Konstantni vystupy funkci - Nékteré funkce mohou pfi urcité kombinaci vstupnich
hodnot generovat konstantni vystup. U funkci implementovanych v této aplikaci lze
napiiklad uvést = = 1, x — x = 0, nebo také x mod z = 0. Tyto konstanty vznikaji
samovolné v prubéhu evoluce. Pokud je lze nahradit naptiklad implicitné definovanou
konstantou, pak je mozné jejich vyskyt zcasti omezit technikami pro redukci bloatu
zminénymi v ¢asti 2.1.

e Trvalé konstanty - Pied zahdjenim koevoluce muze uzivatel definovat tabulku hodnot,
které mohou byt pouzity ve fenotypu jedince. Pfi mutaci vstupu uzlu se ndhodné urdi,
zda bude uzel napojen na vystup nékterého z predchozich uzlt, na jeden z primérnich
vstupt, anebo pravé na jednu z konstant.

e Mutovatelné konstanty - Zde je oznaceni ,konstanta“ snad ponékud zavadéjici. Po-
dobné jako v predchozim pripadé se jedna opét o sadu uzivatelem definovanych hod-
not. Tyto hodnoty jsou vsak zaclenény do genotypu jedince a mohou v pribéhu evo-
luce ménit svou hodnotu. Urcité omezeni mutovatelnych konstant vyplyva z faktu, ze
genotyp jedince je vektor celych ¢isel. Konstanta tak nemutze nabyvat hodnot v celém
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rozsahu ¢isel v plovouci ¢arce. Je zaokrouhlena a vyjadiuje desetinné ¢islo se stanove-
nym poctem desetinnych mist. Pfevod mezi hodnotou konstanty ¢ a hodnotou jejiho
genu g(c) lze vyjadiit vztahem

c= gr) , kde (3.1)
p = 10" (3.2)

x je nastaveny limit poc¢tu desetinnych mist. Tento typ konstant m4 znac¢né uplatnéni
pfi evoluci prediktord. Naopak pfi pouziti konstant, jako je naptiklad hodnota 7, je
vhodnéjsi oznacit je jako neménné.

3.3 Mutace genu

U kartézského genetického programovani vznika novéa generace jedinctt pomoci mutace ge-
notypu rodice. Pfi mutaci je z uzivatelem definovaného rozsahu nahodné zvoleno d¢islo,
udavajici pocet mutovanych genti. Poté jsou opét ndhodné zvoleny indexy genti, jejichz
hodnota bude pozménéna. Geny v genotypu se déli do nékolika typid podle své funkce a
u kazdého typu se lisi zptisob mutace.

Geny pro vstupy uzlu: Nejprve je potieba stanovit pocet uzll, na které se muze dany
uzel ptipojit. Toto cislo zavisi na hodnoté L-back a také na umisténi daného uzlu
v ramci celé mrizky. Déle se pficte 1, poptipadé 2, pokud byly definovany konstanty.
Tim se ziska rozsah, z néhoz je ndhodné zvolena hodnota. Pokud hodnota odpovida
nékterému z dostupnych uzll, pak je jako vstup vybran tento uzel. V opacném ptipadé
je jako vstup ndhodné vybrana jedna z konstant nebo primarnich vstupt.

Geny funkce uzlu: U geni, které kéduji, jakou funkci uzel vykonava, je genu prifazen
novy nahodné vybrany index funkce.

Primarni vystupy: Jednd se o geny nesouci informaci, ktery uzel je primarnim vystupem
jedince. Pii mutaci je jim prifazen index ndhodného uzlu.

Konstanty: V téchto genech jsou ulozeny mutovatelné konstanty. Evoluce téchto hodnot je
inspirovana technikou zvanou evolucni strategie. P¥i mutaci je vygenerovano ndhodné
¢islo v normélnim rozdéleni se stfedem v hodnoté jedna a smérodatnou odchylkou
0,05. Stavajici hodnota konstanty je pak timto ¢islem vynéasobena.

3.4 Oznacdeni aktivnich uzla

Pii pocitani odezvy jedince v CGP se postupné vyhodnocuji vystupy jednotlivych uzla
v mriZce, dokud neni ziskana hodnota primarnich vystupt. Mnoho uzld je vsak neaktivnich
- nejsou soucasti fenotypu a bylo by zbytecné ztracet ¢as jejich vyhodnocovanim. Z toho
divodu se pred prvnim vydcislenim trénovaciho vektoru provadi oznaceni aktivnich uzld
jedince. Prislusny algoritmus pracuje se zdsobnikem a polem pro pocitani odkazii na jed-
notlivé uzly. Na pocatku je pocitadlo odkazt nulové a do zasobniku jsou vlozeny indexy
vystupnich uzli. Nasledné se v iteracich prochazi grafem uzli od vystupt ke vstuptm.
V kazdém kroku je ze zadsobniku vynat index jednoho uzlu. Pocet odkazii na tento uzel se
inkrementuje o 1 a do zasobniku jsou vlozeny vsechny uzly, na které je napojen. Napojeni
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na konstanty ¢i primarni vstupy se pocita v oddélené proménné. Cely proces se opakuje tak
dlouho, dokud neni zasobnik prazdny. Na zavér se prochézi pole s poctem odkazi. Kazdy
uzel, ktery méa nenulovou hodnotu je zafazen do vektoru aktivnich uzlt. Souctem odkazt
navic ziskame délku matematického vztahu, se kterou se dale pracuje pfi urcovani fitness
hodnoty jedince.

3.5 Urdceni fitness kandidatnich reSeni

P1i posuzovani kvality kandidatniho feSeni je nejdilezitéjsim faktorem to, jak presné jeho
vystup, jenz je odezvou na zadané vstupy, odpovida referen¢nim vystuptim. Pro vyhodno-
ceni piesnosti byla pouzita metoda pocitani skére, popsana v sekci 2.3.1. Bylo experimen-
tovano i s moznosti pocitat fitness jako primérnou odchylku hodnot. Pro trividlni zadani
dokézala tato varianta nalézt feseni znatelné rychleji, nicméné pti hledani slozitéjsich funkci
byla Gispésnost miniméalni. Dale je vhodné pfi vybéru nejkvalitnéjsiho jedince brat v potaz i
jeho velikost. Zde se nabizeji dva mozné pristupy - mizeme jedince posuzovat podle poctu
jeho aktivnich uzl, nebo podle délky vzorce, ktery jeho fenotyp predstavuje. Piiklad pou-
ziti téchto metrik lze vidét na obrazku 3.2. Obé varianty slouzi pro omezeni bloatu. Pokud
bude evoluce upfednostnovat jedince s mensim pocétem uzld, evoluéni proces bude probihat
o néco rychleji. Ve druhém piipadé budou zase vysledkem kratsi a lépe Citelné matematické
vztahy. V popisovaném algoritmu byla vybrana varianta hodnotici délku vzorce. Spojenim
téchto dvou kritérii ziskdvame nasledujici vztah pro kvalitu g:

Vjk € K s a(i) > ak) & (F0) > FR) V (FG) = F) AdG) < d()) - (33)

kde K je mnozina kandidatnich feSeni, f(z) je fitness skore jedince x a d(x) je délka vzorce
jedince z.

cD=0
X |:>f(x)=x*x+x*x

Obrézek 3.2: Jedinec se 2 aktivnimi uzly a délkou vzorce 7.

3.6 Predikce Fitness

V této casti je predstaven navrh nové metody evoluce prediktort, kterd ma za cil odstranit
dosavadni nedostatky predikce fitness. Hlavnim rozdilem oproti stavajici metodé je fakt, ze
prediktory jsou vyvijeny s pomoci kartézského genetického programovani (CGP). Prediktor
neni vektorem ukazatell do trénovaci sady, ale matematicky vztah, pomoci néhoz se urci,
které trénovaci vektory vybrat.

3.6.1 Princip predikce

Prediktor fitness je jedinec kartézského genetického programovéani, jehoz fenotyp predsta-
vuje matematicky vztah. M4 jeden vstup x; a dva vystupy - hlavni vystup pri(z;) a kontrolni

24



vystup pra(z;). Na pocatku predikce je stanovena maximélni velikost predikované sady a
inicializa¢ni hodnota zy. Tato hodnota se pfivede na vstup jedince a vyhodnoti se odpovi-
dajici vystupy. Prvni vystupni hodnota se pomoci funkce modulo namapuje na trénovaci
sadu - udava index trénovaciho vektoru, ktery byl vybran do predikované sady. Soucasné
je tato hodnota v dalsi iteraci pfivedena opét na vstup jedince a je vybran dalsi vektor.
Proces se opakuje tolikrat, na kolik je nastaven maximalni pocet predikovanych vektort.
Pribeéh predikce je znazornén na obrazku 3.3.

START
inicializaéni
hodnota

max. pocet
hodnocen

NE
Prediktor

NAMAPOVANI
pr1
na trénovaci
sadu operaci
modulo

Obrazek 3.3: Pribéh predikce.

V tomto obrazku odpovida pr1 a pr2 vystupnim hodnotdm prediktoru pri(z;) a pra(z;).
Konstanty L1 a L2 jsou maximélni a minimalni povolenou hodnotou vystupu pri(z;).
Obdobné L3 a L3 jsou maximélni a minimalni povolenou hodnotou pra(z;). Uéel téchto
omezeni bude vysvétlen v sekci 3.6.3.

3.6.2 Porovnani s variantou vyuZivajici geneticky algoritmus

Oproti genetickému algoritmu mé tato novad metoda urcité vyhody. Déle v textu bude nova
metoda predikce nazyvanaCGP predikce. Puvodni metoda, popsand v ¢asti 2.3.3, bude
oznacovana jako GA predikce.

konstantni velikost genotypu: Genotyp jedince kéduje miizku konstantni velikosti, jez
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se zpravidla sklada pouze z nékolika malo desitek uzld. Presto miize predikovat sadu
tisici trénovacich vektort. Rychlost manipulace s genotypem je tak pomérné vysoka
a konstantni pro rizné vstupni ulohy.

Promeénliva velikost predikované sady: Pocet trénovacich vektoru, které prediktor vy-
bere, je nezavisly na velikosti jeho genotypu a mize se dynamicky ménit.

Je ale potfeba zminit i ur¢itd tskali tohoto pristupu. P¥i pouzitiCGP predikce je pre-
dikovand sada vysledkem vyhodnoceni matematického vztahu. Zifejmé proto muze platit,
ze ve vybéru prvkl bude mozné vystopovat urcéitou pravidelnost. Mohou proto existovat
kombinace trénovacich vektori, pro jejichz vybér muze byt velice obtizné (ne-li nemozné)
nalézt odpovidajici vztah. Tato vlastnost vsak nemusi byt az tak zasadni problém. D4 se
predpokladat, ze hodnoty v trénovaci sadé budou obsahovat jisté pravidelnosti - ostatné
cilem symbolické regrese je nalézt vyraz, jenz bude tyto pravidelnosti vystihovat. Je proto
mozné, ze idealni predikovana sada bude vyrazné rysy trénovaci sady do urcité miry zrcadlit
a bude se snazit prizpusobit se jim.

Dluzno podotknout, ze GA predikce timto problémem netrpi. Jakakoliv kombinace tré-
novacich vektort muze byt v genotypu zakédovana stejné snadno - samoziejmé pokud méa
stanovenou velikost.

Navrh CGP predikce se bude soustfedit na to, aby se vytézilo co nejvice z prednosti této
metody a soucasné se omerzily jeji nedostatky. To znamend, ze by se velikost predikované
sady méla byt schopné adekvatné prizptisobit zkoumané tloze. Zaroven by mélo byt mozné

N

Serazeni trénovacich vektoru

Prediktor vybira pouze indexy trénovacich vektort. Pracuje tedy jen s jejich momentalni
pozici v trénovaci sadé, nikoliv s hodnotami, které obsahuji. Body by v trénovaci sadé
proto mély byt sefazeny tak, aby pripadné pravidelnosti zistaly pokud mozno zachovany.
U sady s jedinou nezévislou proménnou to znamena sefadit vektory podle hodnoty této pro-
ménné. Slozitéjsi je situace u sad s vice nezavislymi proménnjmi - neni zcela jednoznacné,
podle jakych kritérii fazeni provadét. Problematické mohou byt také také pripady, kdy jsou
mezi hodnotami nezavislych proménnych nerovnomeérné rozestupy. Neznamend to, ze by se
v téchto pripadech CGP predikce nedala pouzit, pouze se tim dosti ztizi pripadna moznost
prizptsobit se priubéhu hledané funkce.

3.6.3 Velikost predikované sady

Mapovani vystupu prediktoru na trénovaci mnozinu probéhne tolikrat, na kolik je nastavena
maximélni velikost predikované sady. Bylo pouzito nékolik mechanismii, pomoci kterych
miize prediktor vybrat mensi predikovanou sadu, nez je toto maximum.

Vicenasobny vybér stejného trénovaciho vektoru: Opakované vybrany vektor miiZe
byt v sadé pritomen pouze jednou. Kazdy dalsi pokus o jeho pridani tak v disledku
pouze snizi velikost vysledné sady o 1. Aby byl prediktor schopen s touto metodou
lépe pracovat, miuze ve svém fenotypu vyuzit funkce a mod b, max(a,b) a min(a,b).
Zaroven by tyto funkce mély prediktoru umoznit i vybér nerovnomérné rozmisténych
trénovacich vektort.

Povoleny rozsah vystupu prediktoru: U obou vystupt prediktoru se kontroluje, zda
jejich hodnoty nepiesahly povolené limity. Pokud se tak stane u hodnoty pri, je
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predikce predcéasné ukoncena. Tento mechanismus mé vSak jen omezené vyuziti, nebot
se tak stane pouze u rychle rostoucich (¢i rychle klesajicich) funkei. Navic tento zpiisob
zmény velikosti predikované sady je svazan se zménou rovnice odpovédné za vybeér
prvki. Z toho diivodu byl pfidan i druhy vystup prediktoru. Tento vystup se namapuje
na trénovaci sadu. Pouze se provadi kontrola, zda tento vystup lezi v povoleném
rozsahu. Diky tomu neni tolik provazan vybér konkrétnich prvku a velikost vysledné
sady a je mozné prozkoumat vice kombinaci téchto dvou faktorti. Jedna se vSak pouze
o kompromisni feSeni. V idealnim piipadé by mél byt zcela oddélen vztah pro vybér
trénovacich vektort od vztahu a pro urceni velikosti vysledné sady. V takovém ptipadé
by kazdého jedince tvofila dvojice genotypi. Vypocetni naro¢nost predikce by vsak
u takového reseni byla nékolikandsobné.

Evoluce konstant: Jak bude podrobnéji uvedeno déle, prediktor ma k dispozici nékolik
konstant, které se mohou vyvijet v priibéhu evoluce. To umoznuje upravovat funkci
pfedchozich dvou mechanismi s mnohem vétsi presnosti, nez kdyby byly hodnoty
konstant po celou dobu evoluce neménné.

Omezeni velikosti predikované sady

Ojedinéle se stava, ze je jako nejlepsi prediktor vybran jedinec, jenz predikuje pouze jediny
vektor, nebo rovnou celou trénovaci sadu. Pravdépodobnou pri¢inou muze byt specificka
kombinace jedinci v archivu a slozeni aktualni generace prediktorti. Oba extrémy maji
negativni vliv. Pfi predikci celé sady se evoluéni proces vyrazné zpomali a prohledavaci
proces ztrati vyhody koevoluce. Jednoprvkové predikce ma zase velmi negativni dtisledky
pro evoluci kandidatnich feseni. V tom okamziku totiz bude mit maximalni fitness jakakoliv
funkce, ktera nahodou prochéazi jedinym konkrétnim bodem. Tak pfijdeme o veskeré dosa-
vadni vysledky koevolu¢niho procesu. Z tohoto divodu se nelze spoléhat na to, ze takto
nekvalitni prediktory nebudou vybrany. Je nutné ohranic¢it maximéalni a miniméalni velikost
predikce. Maximum bylo uréeno na 25 % velikosti trénovaci sady. Cislo p¥iblizné odpovida
zjisténi z diivéjsich praci o optimalnim nastaveni pro koevoluéni vyvoj obrazovych filtri,
které jsou v tomto ohledu velice nadro¢né. Minimalni velikost pak byla stanovena na hod-
notu 5. Je mozné, ze u nékterych jednodussich zadani stac¢i i méné — 3 nebo 4 trénovaci
vektory. Nicméné je lepsi mit urcitou rezervu pro hledédni komplikovanégjsich vztaht, byt za
cenu mirného zpomaleni u trividlnich zadani.

3.6.4 Inicializa¢ni hodnota predikce

Na zacatku predikce je potieba vybrat ¢islo, které poslouzi jako pocatecni vstup prediktoru.
Na této hodnoté velmi zavisi vysledek predikce, nebof se od ni odviji vystupni hodnoty
v naslednych iteracich. Otéazkou je, jak takové ¢islo nejlépe zvolit.

Prvnim zptsobem je zvolit u kazdého jedince inicializa¢ni hodnotu nahodné ze zadaného
intervalu ¢isel. Nebo je mozné nastavit ji napevno predem, jako konstantu. Je mozné, Ze se
takto omezi riznorodost predikci - evoluce prediktori pfijde o moznost ménit predikovanou
sadu pomoci zmény inicializa¢ni hodnoty. Pfi sérii testti ukazalo, ze koevoluce ma vétsinou
lepsi Gspésnost s rozumné zvolenou predikéni hodnotou nez pii jejim ndhodném vybéru.
Duvodem muze byt to, Ze jsou v mnoha pripadech generovany hodnoty, které nemusi byt
az tak vhodné pro inicializaci predikce. Nebo je také mozné, ze je zvolena hodnota jednoduse
lépe vyhovuje zvolenym testovacim tloham. Tomu jsem se snazil vyhnout zahrnutim vétsiho
mnozstvi rtiznorodych trénovacich sad, ale zcela vyloucit to nelze.
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Vybér nejvyhodnéjsi inicializa¢ni hodnoty

Idedlni inicializa¢ni hodnotu lze jen tézko urcit bez rozsahlych experimentd. Mozna ani
takova hodnota neexistuje a pro kazdou tlohu je odlisna. Zakladnim pravidlem ovsem je,
ze by méla podporovat rozmanitost predikci. To mimo jiné znamena, ze by se pro danou
inicializa¢ni hodnotu meélo co nejméné Casto stavat, ze budou genotypy dvou rozdilnych
prediktori zobrazeny na stejnou predikovanou mnozinu. Tato vlastnost se odviji od mnoziny
funkci, kterad je pro uzly prediktoru pouzita.

Prikladem nevhodné inicializa¢ni hodnoty je ¢islo 0. Pro mnoho prediktorti, jako je na-
priklad f(z) = 5-2 -2 nebo f(z) = x + = - x bude vysledkem vy¢isleni f(0) = 0 Tato
nula se opét privede na vstup a vysledek je opét nulovy. Vysledkem predikce tak bude
pouze jednoprvkova mnozina. Uvedené prediktory jsou pfitom zcela validni pfi pouziti od-
liné inicializacni hodnoty. Odlisny vysledek budou davat pouze ty fenotypy, kde je pouzito
pri¢itani ¢i odéitani nenulové konstanty, napiiklad f(z) =x — 1 & f(x) = x - x + cos(z).

Podobna situace je u inicializa¢ni hodnoty 1, kde jsou vyfazeny fenotypy bez séitani,
od¢itani, ¢i ndsobeni / déleni konstantou. Nemusi byt $patnym napadem pouzit pro inicia-
liza¢ni hodnotu zaporné ¢islo. Funkce pro absolutni hodnotu se tak stane lépe vyuzitelna.

7 téchto dvou pristupt bylo zvoleno kompromisni feseni. Ze zacatku je pouzita konstanta
—0,002, coz je jedna z hodnot, ktera se béhem experimentti osvéddila. Inicializa¢ni hodnota
je vsak soucasti genotypu jedince, a mulize se tak béhem evoluce vyvijet. Takovéto feseni by
mélo idealné skloubit prednosti obou pristupt.

3.6.5 Konstanty prediktoru

Kazdému prediktoru je na pocatku evoluce ptidélena sada konstantnich hodnot. Jedinec
ma moznost vyuZit konstanty jako soucast matematického vztahu, ktery kéduje. Pro tento
tcel byla zvolena série ¢isel 1, 2, 4, 8 a dale pak hodnoty s, § a 7, kde s je velikost trénovaci
sady. Zamérem pro pouziti t¥1 hodnot odvozenych od velikosti trénovaci sady bylo usnadnit
prediktorim moznost zaméfit se na urcitou oblast trénovaci sady. Konstanty jsou soucasti
genotypu jedince a mohou se béhem evoluce postupné vyvijet, jak je popsano v sekci 3.2.
Tak je postupné mozné ziskat vhodnéjsi hodnoty, coz je velmi dtlezité. Upravou hodnoty
konstanty je mozné dosdhnout mnohem mensich zmén, nez se zpravidla déje pii zméné
zapojeni uzl.

3.6.6 Urceni fitness hodnoty prediktorn

Zpusob ohodnocovani kandidatnich prediktort je u CGP predikce zcela zasadni. Pouzity
mechanismus rozhoduje o tom, zda se velikost predikované sady dokaze prizpisobit pfizpi-
sobit zadané tloze.

U prediktort je pfi uréovani fitness potfeba zohlednit dva faktory - velikost predikované
sady a presnost predikce. S rostouci délkou predikované sady klesa rychlost evoluce kandi-
datnich Teseni. Zaroven musi byt predikovand hodnota dostatecné presna. Fitness funkce
musi byt navrzena tak, aby upfednostiiovala optimélni rovnovahu mezi témito dvéma pro-
tichidnymi pozadavky. Navic je potfeba provést kontrolu, zda prediktor spliuje podminku
minimalni velikosti predikované sady. Tento pozadavek pfi ohodnocovani piedem vytadi
vyznamny pocet jedinct.

Hodnota udéavajici presnost predikce se ur¢i pomoci ohodnoceni trenérit umisténych v ar-
chivu, jak bylo popséno v ¢asti 2.3.3. Posuzuje se rozdil mezi skute¢nou fitness trenéra a
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jejim odhadem pomoci daného prediktoru. Analogicky ke zptisobtim vypoctu fitness u kan-
didatnich feSeni popsanych v sekci 2.3.1 i zde je mozné zvolit ze dvou odliSnych pristupi -
vypocet prumérné odchylky a pocitani skére. Obé metody maji obdobné klady a zapory. Pii
pouziti skére je potfeba urcit maximalni tolerovanou odchylku fitness. Prediktor dostane
bod za kazdého trenéra, jehoz fitness se mu podaii odhadnout presnéji, nez je tato hranice.
Velkym pozitivem této metody je fakt, Ze podobné kvalitnim jedinctim je pfidéleno stejné
skore. Tim se budou jedinci v archivu prediktord castéji stfidat, coz by mélo mit pozitivni
vliv na evoluci kandidatnich rfeseni. Nevyhodou je opét nutnost predem definovat optiméalni
hodnotu tolerance. Pocitani praimérné odchylky fitness méa tu vyhodu, Zze dovede ohodnotit
i prediktory, jejichZz primérna odchylka odhadu by u metody pocitani skére leZela hluboko
pod (¢ vysoko nad) nastavenym prahem tolerance. Mohou ovSem nastat problémy, pokud
je napriklad do archivu vlozen jedinec s extrémné Spatnou fitness.

fitness. To znamena, Ze nepracujeme s absolutni hodnotou rozdilu fitness, ale spise hodnotou
vyjadiujici pomér skutecné a predikované fitness dané pro prediktor p a trenéra ¢ vztahem:

prec(p,t) = |fpr}i£?e(;)]iﬁ:f(t)|

kde fpred(p,t) je fitness trenéra ¢ predikovand prediktorem p a firue(t) je skutecna fitness
trenéra t . Konstanta n ma za tkol zmirnit prudky nardst hodnoty relativni odchylky
u trenért s fitness bliZici se nule. Také zamezi déleni nulou v situaci, kdy by bylo do archivu
vlozeno jako trenér finalni feseni tilohy".

Celkova presnost predikce prediktoru p se urci jako

(3.4)

c—1
prec(p) = fracz Jpred(pstn)c (3.5)
n=0

kde c je pocet trenérti v archivu. Rozdil mezi zptisoby urceni velikosti odchylky ilustruje
nasledujici priklad:

e Trenér A ma skute¢nou fitness 2, ale je mu predikovana fitness 3. Absolutni odchylka
je 1, ale relativni odchylka ¢ini 50%.

e Trenér B mé skutefnou fitness 1001 a je mu predikovéana fitness 1004. Absolutni
odchylka je v tomto pfipadé 3, ale relativni rozdil je necelych 0,3%.

Bylo testovano vice metod vybéru nejlepsiho prediktoru. Na zékladé velikosti predi-
kované sady a presnosti predikce lze snadno vybrat podmnozinu paretovsky optimalnich
jedincti. Nicméné u kartézského genetického programovani se muize stat rodicem pouze je-
diny z nich. Proto by mél byt vybran jedinec, ktery predstavuje optiméalni rovnovahu mezi
rychlosti a pfesnosti predikce.

Urcovéani presnosti predikce pomoci skére se pii experimentech pfilis neosvédcilo. Idealni
hodnota tolerance byla u kazdé tlohy jin& a navic se ukazalo, ze tato metrika je pomérné
nepresna. Béhem evolu¢niho procesu méla naprosta vétsina prediktord skére témér nulové,
nebo naopak maximélni. U prediktord je pozadovéano, aby byl béhem kratkého poctu iteraci
predikce pomoci relativni odchylky fitness.

Nakonec je tfeba urcit matematicky vztah, ktery urci fitness hodnotu prediktoru v za-
vislosti na obou zminénych kritériich. Zakladni podminky jsou nasledujici:

'Hodnota n je 0.002.
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e Se vzriistajici velikosti predikované sady by se celkova fitness méla zhorsovat logarit-
micky. To vyjadfuje skute¢nost, Ze naptiklad u sady velikosti 10 probiha ohodnoceni
kandidatnich feSeni dvakrat delsi dobu oproti sadé o velikosti 5. P¥i porovnani sad
s velikostmi 100 a 105 je uZz zpomaleni pouze 5%.

e Se vzrustajici odchylkou predikované a skutecné fitness by se celkova fitness jedince
méla zhorsovat exponencialné. Tedy napiiklad predikce s vysokou piesnosti do 5%
mohou byt povazovany za pribliZzné stejné kvalitni a evoluéni algoritmus se muze vice
soustfedit na optimalizaci velikosti. S klesajici presnosti se v8ak ¢im dal tim strméji
zhorsuje pouzitelnost dané predikce a evolucéni proces by se proto mél zamérit na jeji
zlepsSeni i za cenu nartstu velikosti.

Pro urceni fitness prediktoru byl vybran nasledujici vztah:

flp) = (a -1107"60(19))4 +b- size(p)(l +a- prec(p)Q) , kde (3.6)
a=17
b=0.04

prec(p) je pramérna relativni odchylka fitness u prediktoru p a size(p) je velikost prediko-
vané sady prediktoru p. K ziskani tohoto vztahu byl pouzit koevolu¢ni algoritmus v aplikaci
Eureqa’. Trénovaci sada sestavala ze dvou nezavislych proménnych - relativni odchylky fit-
ness a velikosti predikované sady. Zavislou proménnou byla poZadovana hodnota fitness
nastavena tak, aby graf vysledné funkce svym tvarem pfiblizné odpovidal vyse zminénym
pozadavkim. Z fady vyslednych vztahti byl vybran tento vzorec pro svou relativni jedno-
duchost a vyhodny tvar funkce. Obé pouzité konstanty a a b ovliviiuji miru preference mezi
presnosti a rychlosti predikce. Byly provadény experimenty pro rizné hodnoty konstanty a
v intervalu (3,20). Cim je tato hodnota vyssi, tim vice je upiednostiiovdna ptesnost pre-
dikce na tkor rychlosti. U nizsich hodnot a se tak castéji objevovaly velice kratké, ale dosti
nepresné predikované sady. To mize byt vyhodné zvlasté u jednodussich uloh. Nepfesny
prediktor umozni evoluci kandidatnich feSeni uniknout z pripadného lokalniho optima a
vyskyt kratkych predikovanych sad zna¢né negativni vliv na Gspésnost prohledavani. Podle
prubéznych vypisi fitness a velikosti predikované sady se zd4, Ze nepresné predikce maji
tendenci objevovat se o néco Castéji vzapéti po prudkém zlepSeni fitness, nez ve chvilich,
kdy hodnota fitness stagnuje. Jakykoliv dosazeny pokrok byva v takovém pripadé ztracen.

Tuto negativni vlastnost se podafilo ¢asteéné omezit nastavenim vysoké hodnoty a -
nejlépe se osvédcila hodnota 17. Kladny vliv také mélo prodlouzeni intervalu odesilani
nejlépe hodnoceného prediktoru. Ve vysledku se vyznamné zvysSila tspésnost pii feSeni
komplikovanéjsich tloh. Zéaroven se ale prodlouzila doba nalezeni vysledku u trividlnich
zadani.

3.7 Archiv trenéru a prediktori

Algoritmus vyuziva dvojici archivi pro ukladani nejlépe ohodnocenych kandidatnich feSeni
a prediktort. Jejich funkce do zna¢né miry odpovida archiviim popsanym v ¢asti 2.3.3. Pti
vkladani nového kandidatniho feSeni do archivu trenérii se poc¢ita jeho skutecnd fitness. Zde
nemad prili§ smysl pracovat s fitness v podobé skdre. P¥i vkladani nahodnych jedincid méa

2Jedn4 se o komeréni aplikaci, ktera vyuziva koevoluéni algoritmus uvedeny v [6].
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naprosta vétsina z nich skére nula a jsou tedy pro evoluci prediktort nepouzitelni. At uz by
prediktor vybral jakoukoliv podmnozinu trénovaci sady, vzdy by odhadl jejich fitness zcela
presné - nula. Proto je pouzita fitness v podobé stfedni odchylky.

Dale bylo upraveno vkladani ndhodnych jedincii do archivu. Ndhodni jedinci jsou do
archivu pravidelné vkladéani, aby se zajistila jeho rozmanitost. Nicméné bylo zjisténo, ze
vétsina nahodné vygenerovanych jedinct kdédovala dosti trividlni linedrni funkce a jejich
fitness byla velmi podobnda. Proto byla upravena jejich L-back hodnota nastavena na 2.
fenotypu a fitness hodnot. Také to ale muselo mit negativni dopad na rychlost evoluce
prediktort, nebot ohodnoceni jedince s vét$im poctem aktivnich uzld trva déle.

U archivu prediktorti je hlavni odlisnost v tom, Ze do né€j neni novy prediktor zasilan
s kazdou iteraci evoluce prediktorti. Divodem je rozdilné chovani genetického algoritmu
a kartézského genetického programovani. U GA je vysoka pravdépodobnost, ze v kazdé
iteraci bude jako rodi¢ vybran novy odlisny jedinec. Pro CGP je naproti tomu typické, ze
nejlepsi jedinec miize mit stejny fenotyp po dlouhou fadu iteraci, dokud ndhodnou mutaci
nevznikne lepsi. Jednotlivé iterace u CGP navic byvaji zpravidla rychlejsi nez u GA. Proto
je efektivnéjsi odesilat prediktor v delSich intervalech, pripadné alespon kontrolovat, jestli
se novy nejlepsi prediktor 1isi od piedeslého.

3.8 Paralelizace

Koevoluce miize byt casové velice naroc¢na. Je proto nutné snazit se optimalizovat casové
nejnarocnéjsi ¢asti algoritmu. Zaroven by aplikace méla byt schopna vyuzit co nejvice vy-
pocetniho vykonu, ktery ma pravé k dispozici. Toho lze dosédhnout rozloZenim vypoctu
na vice procesorovych jader. Diagram 3.4 znazoriiuje paralelni béh algoritmu. Koevoluéni
algoritmus pro ulohy zaloZené na testu pracuje se dvéma evoluénimi procesy, které bézi
paralelné, pouze si v pravidelnych intervalech navzajem zasilaji nejlépe vyvinuté jedince.
Je proto snadné rozdélit tyto dva do znacné miry nezavislé celky do oddélenych vlaken.
Veskerou komunikaci iniciuje vldkno s evoluci kandidatnich feseni. V pravidelnych inter-
valech odesila nové trenéry do archivu evoluce prediktort. Dale po Case zasle pozadavek
na zaslani nového prediktoru, ktery mu je obratem dorucen. Vldkno kandidétnich feseni
kontroluje, zda nebyly splnény podminky pro ukonceni béhu algoritmu (nalezeno feSeni,
vyprsel maximalni pocet iteraci a podobné). Pokud se tak stane, nastavi sdilenou promén-
nou na pfislusnou hodnotu a skon¢i. Vldkno evoluce prediktoru tuto proménnou pravidelné
kontroluje a také ukondéi sviij béh. Bude-li k dispozici 3 a vice vlaken, naskytd se moz-
nost paralelizovat dalsi ¢ast algoritmu - vypocet fitness hodnoty jedinci. Vypocet fitness je
paralelizovan pouze u evoluce kandidatnich feseni. Je tomu tak ze dvou duvodi:

e Nalezeni feseni dlohy je hlavni prioritou algoritmu. MozZnost prozkoumat mnohem
vice variant kandidatnich Teseni.

e Lze predpokladat mensi Casové ztraty pii ¢ekani vlaken na dokoncéeni béhu ostat-
nich. Doba vyhodnoceni se muze lisit v zavislosti na poc¢tu aktivnich uzla ve fenotypu
jedince, ovsem rozdily nebudou tak zasadni, jako u evoluce prediktord. Pro maximali-
zaci efektivity je velikost populace kandidatnich reseni navysSena na nejblizsi nasobek
poctu dostupnych vldken. Je tak mozné vypocet rovnomérné rozdélit mezi jednotliva
vldkna. Tim se snizi prumérna doba, kdy néktera vlakna necinné ¢ekaji na dokonceni
béhu ostatnich vlaken. Dojde tak k navyseni vykonu algoritmu.
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Je ovSem potieba ovéfit, zda se paralelizace vypoctu fitness opravdu vyplati. Jiz samo
vyuziti predikce totiz urceni fitness vyrazné urychli. Zaroven rezie spojena s kratkodobym
vyuzitim vice vlaken neni zcela zanedbatelna.

3.8.1 Synchronizace vlaken

Béh obou hlavnich vldken je vhodné alesponi castec¢né synchronizovat. Miize se stat, ze
nékteré z vldken dostane k dispozici vice vypocetniho vykonu a jeho evoluce tak pobézi
rychleji, nez bylo planovano. Casové nejproménlivéjsi ¢asti algoritmu zlistava vipodet fitness
jedince. Potfebné doba se bude zna¢né lisit podle velikosti praveé pouzivané predikované sady
- tedy podle poctu vyéisleni, které je nutné pii vypoctu fitness provést. Budou-li vlakna po
delsi ¢asovy tsek pouzivat predikované sady s vyrazné rozdilnou délkou, pravdépodobné se
to promitne do rozdilu v rychlosti jejich béhu.

Kdyby byl pouzit geneticky algoritmus, mohlo by mit vyrazné opozdovani vldken nega-
tivni vliv na diverzitu populace. Kviili neménnym podminkam by hrozilo preuceni. Kartéz-
ské genetické programovéani k tomu neni tolik nachylné, do dalsi generace postupuje vzdy
jen jeden rodic¢, takze o zadné diverzité nemuze byt fe¢. Nicméné plati, ze pokud by kandi-
déatni feseni nedostéavala pravidelny pfisun adaptovanych prediktord, jejich vlastni vyvoj by
to vyrazné zpomalilo. A pokud by byly objeveny optimalni intervaly pro komunikaci mezi
vldkny, pak by jakékoli odchylky mohly mit negativni vliv. VSechny tyto dopady je vsSak
velice tézké dopiedu predjimat.

Synchronizaci by bylo mozné fesit zpozdovanim jednoho z vlaken, respektive bariérou,
na které by na sebe vlakna cekala. V pfipadé vytizeného systému by tak zpozdéné vldkno
mohlo ziskat vice procesorového ¢asu ke svym vypocétim. V ostatnich pripadech by se tak
ale cennym vypocetnim ¢asem naopak plytvalo. Jako za jakousi formu synchronizace lze
povazovat fakt, Ze je veskery prenos jedincu Fizen vlaknem s evoluci kandidatnich feseni.
V evoluci prediktort je alespon jakési bezpecnostni kontrola, kdy je odeslani prediktort
odlozeno o nékolik desitek iteraci, pokud je jeho fitness prilis Spatna. Bude vSak tfeba
otestovat, jaké jsou nejvyhodnéjsi parametry tohoto mechanismu a zda neni ve skutecnosti
spise kontraproduktivni.
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Hiavni viakno . . . . ) .
Koevaluce kandidatnich fezeni Ylakna pro vypocet fitness Vilakno pro evoluci prediktoru
{  spudténikoevoluce )

vipocet fitness I I I
ypocet fitness I I I
odeslani trenéra -
ypocet fitness l I l -
vipocet fitness I I I
odeslani trenéra -
ypocet fitness I I I
ypocet fitness l I I
odeslani trenéra -
- Zadost o novy prediktor -
pocet fitness I I I >
- adeslani prediktaru
ypocet fitness I I
ypocet fitness l l I
dosaZeni
ukonéujicich ukonéeni koevoluce
podmineak

wypsani visledku
a ukonceni béhu
algaoritmu

Obrézek 3.4: Priklad paralelizace pomoci vldken a jejich vzajemna komunikace.

33



Kapitola 4

Implementace

Program byl napsan v jazyce C++ ve dvou variantach. Jedna z verzi pracuje v terminélu,
druh4 varianta obsahuje nadstavbu v podobé grafického uzivatelského rozhrani. V kédu byly
pouzity nékteré soucasti standardu C++11, a proto je pii prekladu nutné pouzit prekladac,
ktery tento standard podporuje - naptiklad GCC verze 4.6 a vyssi. Pfeklad verze s grafickym
uzivatelskym prostiedim lze provést pomoci Qt Creatoru verze 5 a vySsi.

4.1 Paralelizace

V podkapitole 3.8 bylo uvedeno, Ze soubézna evoluce kazdé ze dvou populaci bude probi-
hat paralelné. Pro implementaci paralelizace byla zvolena knihovna OpenMP. Ta umoznuje
pomeérné rychlou a snadnou paralelizaci zdrojového kédu pomoci direktiv pro kompila-
tor. Jednotlivé ¢asti kédu se provadéji v samostatnych vldknech se sdilenou paméti. Pri
mezivlaknové komunikaci staci zajistit exkluzivni piistup pfi zapisu do sdilenych promén-
nych. Navic se neomezi prenositelnost aplikace - knihovnu OpenMP lze dnes povazovat za
standardni knihovnu pro paralelni programovani se sdilenou paméti, a je tak podporovana
vétsinou operacnich systémil a architektur procesori. Za urcitou nevyhodu lze povazovat
skutecnost, ze nékteré aspekty paralelniho béhu programu jsou feSeny zcela automaticky a
programator nad nimi mé jen omezenou kontrolu.

Mutize se stat, Ze aplikace bude spusténa v prostredi, kde OpenMP neni podporovano,
nebo bude k dispozici pouze jediné vldkno. Pro tyto pfipady byla implementovana i séri-
ova verze algoritmu - metoda Coevolution::sequenProcess(). Neni vSak pfili§ vhodné
ji pouzivat - béh metody je velice pomaly a také nebylo dostatecné ovéreno, zda dosazené
vysledky opravdu odpovidaji vicevlaknové verzi.

Paralelni evoluce obou populaci

Zakladni algoritmus pro evoluci populace v kartézském genetickém programovani je imple-
mentovan v rodicovské tiidé cgp. Z ni je odvozena tfida pro evoluci kandidatnich feseni
EvoSolution a tfida pro evoluci prediktorti EvoPrediktor. Paralelni béh evoluce obou po-
pulaci je implementovan ve tfidé Coevolution, v metodé run(). Jsou zde vytvorena dvé
vlakna. Prvni vlakno provadi evoluci kandidatnich feSeni - metodu SolutionProcess().
Pokud je zapnuto pouziti koevoluce, pak je ve druhém vldkné spusténa evoluce predik-
tord - metoda PredictorProcess(). V opacném pripadé se druhé vlakno okamzité ukondi.
Obé metody pracuji v nekonecné smycce tak dlouho, dokud mé sdilend proménnd running
hodnotu true. V kazdé iteraci se volanim metody evolve() provede jeden krok evoluce -
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ohodnoceni jedinct a vytvoreni nasledujici generace. Déale se v pravidelnych intervalech po
stanoveném poctu iteraci provadéji urcité akce, které shrnuje tabulka 4.1. U intervald jsou
uvedeny hodnoty ve vychozim nastaveni.

vlakno interval | akce

evoluce TeSeni 400 Odeslani nového trenéra.

evoluce TeSeni 2000 Odeslani pozadavku o zaslani nového prediktoru.
evoluce feSeni 100 Kontrola, zda nebyl dorucen novy prediktor.
evoluce Teseni 1 Kontrola, zda nebylo nalezeno feseni.

evoluce Teseni 1000 Sbér statistickych dat o priibéhu koevoluce.
evoluce prediktoru | 10 Vymeéna jednoho z ndhodnych trenéri v archivu
evoluce prediktoru | 5 Kontrola, zda nebyl dorucen novy trenér.
evoluce prediktoru | 5 Kontrola pozadavku na zaslani prediktoru.

Tabulka 4.1: Periodicky se opakujici akce v prubéhu koevoluce.

Mezi obéma vldkny probihd vymeéna jedincti. Odesilani jsou novi trenéri a nejlépe ohod-
nocené prediktory. P¥islusné metody pro odesilani jedincti jsou umistény ve tfidé GeneMail.
Tam je definovano pole, kam je zkopirovan genotyp odeslaného jedince. Zaroven je nastaven
ptiznak doruceni nového genotypu na hodnotu true. Veskeré zapisy a cteni z tohoto pole
a priznaku jsou soucasti kritické sekce. Prijemce periodicky kontroluje hodnotu pfiznaku
doruceni. Nové doruceny genotyp je pouzit na inicializaci jedince a priznak doruceni je na-
staven na false. Pfi doruceni nového trenéra je okamzité vypocitana jeho skute¢na fitness.
Dvojice trenér - fitness je poté vlozena do archivu. Pokud je dorucenym jedincem novy
prediktor, pak je urcena jim predikovand sada. Odkaz na tuto sadu je nasledné pridélen
vSem kandidatnim feSenim.

Paralelizace vypoctu fitness kandidatnich reseni

Pokud ma aplikace k dispozici vice nez dvé vlakna, vyuzije je k soubéznému vypoctu fit-
ness hodnoty vice kandidatnich feseni najednou. Je toho dosazeno pouzitim direktivy #omp
pragma parallel for. Jak jiz bylo zminéno, velikost populace kandidatnich fesSeni je pfi-
zplsobena poctu vldken tak, aby bylo mozné jedince mezi vlakna rozdélit rovhomérné a
maximalizovat tak vykon aplikace. Tento pristup ma vsak i své tskali. Zptsob, jakym pro-
gram s vlakny naklada, mtze byt implementovan odlisné u kazdé architektury procesoru.
Ve vétsiné pripadt jsou vldkna po skonceni své Cinnosti ulozena do zésobniku. U nésle-
dujici paralelni sekce jsou pak znovu vyuzita jiz existujici vlakna. Pokud by vSak zasobnik
vlaken pouzit nebyl, probihala by tvorba a ruSeni vldken pii kazdém vypoctu fitness. Vzhle-
dem k tomu, Ze samotny vypocet fitness jedince probiha relativné kratkou dobu, mohl by
v tomto pripadé paralelni vypocet dokonce zptisobit zpomaleni algoritmu. Nelze jednoduse
zjistit, jakym zpusobem dany procesor s vlakny pracuje. MoZnym feSenim by bylo pfi startu
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aplikace spustit srovnatelny kus kédu paralelné a sériové a ovérit, zda je opravdu paralelni
verze rychlejsi. Tato kontrola ale implementovana nebyla. Proto pokud se zdé, Ze vypocet
probiha nezvykle pomalu, je vhodné pokusit se nastavit poc¢et dostupnych jader na hodnotu
2.

Oddéleni vypoctu od uzivatelského rozhrani

Dalsi stupen paralelizace byl pouzit u verze programu s grafickym uzivatelskym rozhranim.
Vsechny procedury, jejichz provedeni trva delsi dobu, je obecné vhodné oddélit od uziva-
telského rozhrani a tmistit je do samostatného vlakna. Jinak hrozi, ze rozhrani pfestane
béhem vypocltu reagovat na vstup uzivatele a ,zamrzne“. Grafické uzivatelské rozhrani
bylo implementovano s pouzitim Qt frameworku. Pro paralelizaci byla v tomto piipadé
kviili lepsi provazanosti pouzita tiida QThread, jez je soucasti Qt. PTi spusténi koevoluce je
vytvoreno a spusténo vlakno WorkerThread, které hlavnimu vldknu pravidelné odesil4 infor-
mace o aktualnim stavu koevolu¢niho procesu. Grafické rozhrani pak tyto tdaje priubézné
zobrazuje a zaznamenava. VIdkno WorkerThread ukonci svou ¢innost ve chvili, kdy jsou
splnény podminky pro ukonceni koevoluce, anebo pokud je proces prerusen ¢i pozastaven
uzivatelem.

4.2 Sbér statistickych dat

Pfi béhu (ko)evoluéniho algoritmu se v pravidelnych intervalech zaznamenévaji udaje aktu-
alnim stavu evoluce obou populaci. Interval sbéru informaci byl stanoven na 1000 generaci
evoluce kandidatnich feSeni. Jsou sledovany néasledujici udaje:

e pocet dosud provedenych iteraci u evoluci obou populaci
e pocet dosud provedenych vyéisleni trénovacich vektori u vSech jedincu

e skutecné i predikovana fitness nejlépe ohodnoceného jedince z populace kandidatnich
feSeni

e fitness pravé pouzivaného prediktoru
e velikost pravé pouzivané predikované sady
e indexy praveé predikovanych trénovacich vektort

Informace o aktualni fitness a velikosti predikované sady jsou vypisovany v pribéhu evo-
luce. Zaroven je vypsan kazdy jedinec, jenz ma lep$i fitness nez vSichni jedinci nalezeni
pred nim. Pfi ukonceni koevoluce se vypise nalezené feseni spolecné s poctem generaci a
vy¢isleni trénovacich vektorti. Pokud feseni nebylo nalezeno, vypiSe se alespon nejlepsi na-
lezeny vzorec a idaj o hodnoté€ jeho fitness. Statisticka data o predikci, poc¢tu kol a vycisleni
trénovacich vektorti jsou shromazdovéna napfi¢ mnoha opakovdnimi koevoluce. V zavéru
béhu programu se vypisi nasledujici idaje:

e Procentudlni Gispésnost nalezeni feseni.

e Udaje o poétu generaci, po¢tu vy¢isleni a ¢asu provadéni. Vse je uvedeno v kvartilech,
aby bylo mozno snadno sestavit kvartilovy graf.

e Histogram velikosti predikovanych sad.
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e Histogram cCetnosti vybéru konkrétnich trénovacich vektord.

U verze s grafickym uzivatelskym rozhranim se histogramy pro predikci nezobrazuji a
ostatni statistické informace se zobrazuji prubézné - idaje jsou aktualizovany po skonceni
kazdé (ko)evoluce.

4.3 Struktura souboru s trénovaci sadou

Trénovaci sady jsou nacitany ze soubori s pevné danou strukturou. Zacinaji fadkem s dvo-
jici ¢isel - prvni udava pocet nezavislych proménnych a druhé pocet zavislych proménnych.
Dale nasleduji jednotlivé trénovaci vektory. Na kazdém fadku je ulozen jeden vektor. Hod-
noty proménnych jsou oddéleny libovolnym pocétem bilych znakt. Nejprve jsou zapsany
nezavislé proménné a za nimi nasleduji zavislé proménné v pevné daném poradi. Nepovin-
nou soucasti souboru je fadek uvozeny znackou [description]. Za ni nésleduje strucny
text popisujici danou trénovaci sadu. Ten se vypise po jejim nac¢teni. V souboru mohou byt
pouzity komentare - jakykoli text na fadku nasledujici za znackou // je ignorovan. Také jsou
vynechany vsechny fadky obsahujici pouze bilé znaky. U ¢isel je pro oddéleni desetinnych
mist mozno pouzit tecku i ¢arku.

Pocet hodnot na fadku by mél odpovidat deklarovanému poctu zavislych a nezavislych
proménnych. Pokud je na fadku hodnot vice, jsou pfebyvajici hodnoty ignorovany. Je-li
jich naopak méné nebo text na radku nereprezentuje ¢islo, vypise se chyba a dany trénovaci
vektory je ignorovan. Nyni nésleduje priklad trénovaci sady s deseti vektory.

//komentar - tento radek bude ignorovan

11

[description] a= x"2-x"3 ; 10 vzorku v~intervalu <-10.. -9.1>
-10 1100 //-10 je nezavisla 1100 je zavisla promenna
-9.9 1068,309

-9.8 1037.232

-9.7 1006.7630

-9.6 976.8960

-9.5 947.6250

-9.4 918.9440

-9.3 890.8470

-9.2 863.3280

-9.1 836.3810

Jak jiz bylo zminéno v c¢asti 3.6.2, trénovaci vektory by mély byt fazeny podle hod-
noty nezavislé proménné a rozestupy v hodnotach nezavislych proménnych by mély byt
konstantni. Toto je potfeba zajistit jiz v souboru s trénovaci sadou. Pokud je pouzito vice
nezavislych proménnych, je jim v ramci zjednoduseni ndhodné prirazena priorita. Data jsou
poté Trazena postupné podle priority jednotlivych proménnych.

4.4 Nastaveni parametru koevoluce

U koevolu¢niho algoritmu je zna¢né mnozstvi parametri, jejichz hodnota miize ovlivnit
prubéh koevoluce. U jedinci obou populaci lze zménit mnozinu pouzitych funkci, kon-
stanty, rozméry miizky uzld a L-back hodnotu. Déle je zde mira mutace, velikost obou

37



populaci, velikost archivu, nastaveni frekvence komunikace mezi vlakny, ukoncujici pod-
minky a dalsi. Nastavovat vSechny tyto parametry jen pomoci argumentti piikazové radky
by bylo znacné zdlouhavé. Proto je pouzit konfigura¢ni soubor ve formatu xml. Do néj se
zapisi vSechna pozadovana nastaveni a néasledné se aplikuji spusténim programu s parame-
trem -s [nazev_souboru.xml]. Aby nebylo nutné rucéné psat cely konfigura¢ni soubor, je
mozné nechat vygenerovat soubor s vychozim nastavenim a v ném pak pouze provést poza-
dované upravy. Nejcastéji upravované parametry (maximalni pocet iteraci, fitness toleranci,
vypnuti koevoluce a dalsi) je také pro urychleni mozné nastavit pfimo pomoci parametrt
ptikazové fadky. Nastaveni jsou aplikovana v nasledujicim poradi:

e Parametry zadané jako argumenty programu maji nejvyssi prioritu.

e Pokud byl zadan soubor s nastavenim, pak jsou z néj nacteny vSechny parametry
kromé téch, které byly zadany jako argumenty programu.

e Pokud néktery z parametrii nebyl nastaven zadnym z vyse uvedenych zptsobt, bude
pro néj pouzita vychozi hodnota.

PDF dokument s popisem struktury souboru nastaveni je umistén na prilozeném CD.

I pres veskerou snahu se vySe uvedeny pristup nemusi zdat dostatecné uzivatelsky kom-
fortni. Snaha jesté vice zjednodusit ovladani programu byla hlavni motivaci pro vytvoreni
varianty aplikace s grafickym uzivatelskym rozhranim. U této verze je mozné veskeré para-
metry zadat v zalozce Nastaveni tpravou hodnot v pfislusnych polich.

4.5 Vypis jedince v textové podobé

P1i zobrazeni nejlepsich nalezenych kandidatnich feSeni i pribéznych vysledkt se vypisuje
matematicky vztah, ktery dany jedinec predstavuje. Pribéh sestaveni tohoto textového
fetézce je obdobny jako pii urcovani aktivnich uzli. Opét se prochéazi aktivni uzly jedince
tvorici syntakticky strom. Zacéinad se u kofene - primarniho vystupu - a pokracuje se az
po dosazeni listi stromu, coz mohou byt primarni vstupy nebo konstanty. Na rozdil od
zjistovani aktivnich uzld neni v tomto piipadé tolik kritickd rychlost provedeni. Namisto
prace se zasobnikem byl proto pouzit elegantnéjsi zpisob implementace pomoci rekurzivni
funkce.

Nazvy vstupnich a vystupnich proménnych jsou pevné nastaveny. Nezavislym promeén-
nym jsou prifazena pismena ze zacatku abecedy: a, b, ¢, d ... Pro zavislé proménné byla
pouzita pismena z, y, z, v, u, t... . Navic se provadi kontrola priority funkci uzla (éi lépe
Feceno, priority aritmetickych operaci, které dané uzly vykonavaji). To umoziiuje odstranéni
vSech redundantnich zavorek. Diky tomuto jsou vysledné rovnice mnohem citelnéjsi.
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Kapitola 5

Experimenty

Otestovani vlastnosti navrzeného koevolu¢niho algoritmu bylo provedeno na tlohéach nale-
zeni matematického vztahu pro zadanou trénovaci sadu. Pro teto tcel byla vybrana pétice

uloh prejatych z ¢lanku [9]. Jsou shrnuty v nasledujici tabulce:
Oznaceni Hledany vztah Definic¢ni interval
F1 f(z) = 2% — 23 z € (—10,10)
F2 f(z) = ellsin(x) z € (—10, 10)
F3 f(z) = 22e@ 4 sin () z € (—10,10)
F4 f(z) = e *z3sin(z) cos(z) (sin(z)? cos(z) — 1) = € (0,10)
F5 f(@) = G573 z € (-2,8)

Tabulka 5.1: Seznam funkci pouzitych prfi experimentech.

Ulohy jsou sefazeny vzestupné podle medianu poétu generaci, po kterych bylo v pti-
vodnim ¢lanku nalezeno feSeni bez pouziti koevoluce. V dalsim textu budou oznacenim
jednodussi ulohy mysleny ulohy F1, F2 a F3. Pojem slozitéjsi ulohy bude zahrnovat tlohy
F4 a F5. Pro kazdou tlohu byla vytvofena trénovaci sada o velikosti 201 trénovacich vek-
tori (vyjimkou je F3 s 200 vektory, nebof v bodé z = 0 nemé definovanou hodnotu).
Trénovaci vektory jsou rozmistény rovnomérné v celém zkoumaném intervalu. Na obrazku
5.1 jsou zachyceny grafy s hodnotami trénovacich vektorti pro jednotlivé trénovaci sady.
Experimenty byly pro kazdou funkci a nastaveni provadény opakované. U tloh F1, F2 a F3
byla statisticka data ziskdna ze 100 nezavislych béhti. Pro dlohy F4 a F5 bylo provedeno
pouze 30 béht, a to z diivodu vysoké casové naro¢nosti. Béhem experimenti byly sledo-
vany predevsim statistické tidaje o tom, po jakém poctu generaci se podarilo nalézt feseni
a kolik bylo celkové provedeno vy¢isleni trénovacich vektort (tedy kolikrat byla zjistovana
vystupni hodnota jedince pro zadany vstup). U koevoluce byly také sestaveny histogramy
velikosti a slozeni nejlépe ohodnocenych predikovanych sad.

Ve statistikach jsou zahrnuty pouze iidaje z ispésnych béhii. Pokud se nepodafilo nalézt
feSeni béhem stanoveného maximalniho poc¢tu generaci, pouze se upravil tdaj o ispésnosti
koevoluce a byl vypsan nejlepsi nalezeny jedinec spolecné s hodnotou fitness, které se mu
podarilo dosdhnout.
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Obrazek 5.1: Trénovaci sady u jednotlivych dloh

5.1 Nastaveni evoluce kandidatnich rFeSeni

Nastaveni popsanéd v této sekci jsou spolecnd pro béh algoritmu s pouzitim koevoluce i
bez ni. Parametry evoluce kandidatnich feSeni byla pfejata z ¢lanku [9]. Zahrnuji nastaveni
velikosti populace, parametry genotypu jedinctl, miru mutace, toleranci pfi vypoctu fitness
a také ukoncujici podminky evoluce - maximalni pocet generaci a minimélni akceptovatelné
skére Teseni. Zameérem je, aby vysledky dosazené pouze pomoci zékladniho CGP algoritmu
bez pouziti koevoluce byly obdobné jako ve zminéném c¢lanku. V takovém piipadé pak bude
mozné vzajemné porovnat vysledky, kterych bylo dosazeno s pouzitim rozdilnych variant
koevoluce. Nastaveni pro evoluci kandidatnich feseni je uvedeno v tabulce 5.2.

40



Parametr Hodnota

velikost populace CGP 12

pocet Ffadka miizky CGP 1

pocet sloupci mrizky CGP 32

L-back parametr 32

pocet mutovanych gent 1-8

mnozina funkei uzli i1+ d9, i1 — i, 11 - 12, 11 /12,

sin(iy), cos(iy), €'t; F2: navic |i]|
konstanty F3: m; F5: 3,5
tolerance u vypoctu fitness skére F1: 0.5, F2: 0.5, F3: 1.5, F4: 0.025, F5: 0.025
pozadované fitness skére u feSeni  97%

maximalni pocet generaci 8 000 000

Tabulka 5.2: Shrnuti nastaveni evoluce kandidatnich feSeni.

5.2 Nastaveni koevoluce

Parametry uvedené v této sekci se tykaji nastaveni evoluce prediktord a koevoluce obecné.
Tabulka 5.3 tyto parametry shrnuje. Vétsina hodnot byla stanovena na zakladé experimentt
provadénych s trénovaci sadou F3 a také f(x) = 6 - sin(x) - cos(x). Koevoluéni algoritmus
nalezne Teseni pro tyto dvé ulohy relativné rychle, ale zaroven proces trva dostatecné dlouho
na to, aby se efekt odlisného nastaveni stacil projevit.

5.2.1 Velikost populace prediktoru

Velikost populace prediktord byla nastavena na hodnotu 5, coz je u CGP ¢asto pouzivana
velikost populace. Bylo provedeno nékolik experimentti s vyssimi hodnotami, ovSem nebylo
pozorovano zadné vyraznéjsi zrychleni nebo zvysSeni tispésnosti prohledévani.

5.2.2 Mira mutace prediktoru

Tento parametr udava minimalni a maximalni poc¢et mutovanych geni u evoluce prediktorii.
Pokud byla mira mutace pfili§ nizké, kédovala znacnd cast jedinc nové generace stejny
matematicky vztah jako rodic¢. Dusledkem pak byla delsi doba béhu koevoluce. Pti vysoké
mife mutace se zase zacali v populaci mnohem castéji objevovat neplatni jedinci, ktefi
nespliovali podminku miniméalni velikosti predikované sady a byli okamzité vyrazeni. Jako
horni hranice po¢tu mutovanych genti byly testovany hodnoty 15%, 20%, 30% a 40% gentl.
Pro minimalni pocet byly vyzkouseny hodnoty v rozmezi od 1 genu po 10% genii v genotypu.
Nejlépe se osvédcilo nastaveni mutace v rozmezi od 1 genu az po 30% genil v genotypu.

5.2.3 Intervaly vymény trenéru a prediktorii

Tyto parametry predstavuji pocet iteraci evoluce kandidatnich reseni, po kterém bude ode-
slan novy trenér do archivu, respektive po kterém bude odesldn pokyn k zaslani nového
prediktoru. Pro oba parametry bylo testovano nékolik zna¢né rozdilnych hodnot, aby bylo
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mozné stanovit, jaky ma tento parametr vliv na prubéh koevoluce. Novi trenéri byli za-
silani v intervalech 100, 400 nebo 800 generaci, pro odesilani prediktord byly vyzkouSeny
hodnoty 500, 1000, 2000. Obecné se d& fici, ze s kratSimi intervaly se mnohem rychleji a
dramatictéji ménila velikost prediktoru a slozeni predikované sady. U tloh F3, F4 a F5 bylo
dosazeno vyrazné lepsich vysledkid s delsimi intervaly. U tlohy F1 se vSak touto zménou
zvy$sil primérny pocet potfebnych generaci a vycisleni priblizné na dvojnasobek. Stejné tak
doslo ke zhorseni u ulohy F2, ackoli nebylo tak vyrazné.

5.2.4 Velikost archivu trenéru

Pocet trenért v archivu ovliviiuje evoluci prediktort z nékolika hledisek. Cim je archiv vétsi,
tim déle trva ohodnoceni populace prediktort a tim pomalejsi je tedy jejich vyvoj. Zaroven
ale plati, ze ¢im rozmanitéjsi sada trenéru je pouzita pii ohodnoceni prediktoru, tim lépe lze
stanovit jeho skutec¢nou pouzitelnost. U vétsiho archivu se také po vlozeni nového trenéra
méné zméni podminky pro vypocet fitness. Populace prediktori se tak pomaleji adaptuje
na aktudlni stav populace kandidatnich feseni. Velikost archivu byla piivodné nastavena
na 8 jedinci, po fadé experimentdl pak byla navysena na hodnotu 10. Toto vedlo opét ke
zvyseni tispésnosti koevoluce u tloh F4 a F5 a zaroven se zvysil pocet vycisleni u tlohy F3.
U tloh F1 a F2 nebyla pozorovana zadné vyraznéjsi zmeéna.

5.2.5 MnozZina funkci uzla prediktoru

Sadu operaci, které mohou vykonéavat uzly prediktoru, tvofi iy + io, i1 — i2, i1 - i2, i1/i2,
li1] a —i1. Dale zde byly zahrnuty i funkce sin(i1), a mod b, min(a,b) a max(a,b). Jak
bylo uvedeno v ¢asti 3.6.3, pouzitim téchto funkci je prediktoru déna moznost vyraznéji
ménit velikost predikované sady a také zptisob, jakym lze vybrat i nepravidelné rozmisténé
trénovaci vektory.

5.2.6 Mnozina konstant prediktoru

Prediktor mtize do svého matematického vztahu zahrnout nésledujici konstanty: 2, 4, 8,

1> 5 a s. Symbol s piedstavuje velikost trénovaci sady. VSechny tyto hodnoty se mohou

v pribéhu koevoluce vyvijet. Vice je o vybéru a evoluci konstant uvedeno v ¢asti 3.6.5.
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Parametr Hodnota

velikost populace prediktord 5
pocet fadka miizky CGP 2
pocet sloupci mrizky CGP 15

L-back parametr 4
podet mutovanych genti 1-30%
mnozina funkci uzli il + ig, il — ig, il . ’iQ, ’il/iz, ”h’, —’il, Sin(il),

min(iy, i), max(iy,iz), i1 mod iy

mnozina konstant prediktoru 2, 4,8, , 3, s

interval odesildni trenéra kazdych 400 generaci

interval odesilani prediktoru  kazdych 2000 generaci

Tabulka 5.3: Souhrn nastaveni koevoluce.

5.3 Prubéh koevoluce

Graf na obrazku 5.2 ukazuje, jak se méni velikost predikované sady a skutecnéa fitness kan-
didatnich feSeni v pribéhu koevoluce. Jako piiklad zde byl vybran jeden z béhii koevoluce
u tlohy F3, u néhoz jsou jednotlivé faze dobfe rozlisitelné. V pocatecni fazi koevoluce, do-
kud je fitness kandidatnich feseni nizka, se velikost sady Casto a vyrazné meéni v zavislosti
na aktualnim obsahu archivu. V této fazi archiv obsahuje dosti rozmanitou mnozinu mate-
matickych vztahi. Proto jsou vice preferovany univerzalnéjsi predikované sady o vétsi délce.
Na zvolenou metodu vypoctu fitness ma negativni dopad, pokud je do archivu vlozeno vice
trenért s abnormalné vysokou odchylkou fitness. To se stava zejména u kandidatnich feseni
s nizkou fitness. Dusledkem mohou byt ony kratké, ale vyrazné propady velikosti.

Pomineme-li vybér spravnych trénovacich vektorti, da se obecné fici, ze ¢im je predi-
kovand sada vétsi, tim je predikce presnéjsi. Ve vétsiné pripadi plati, ze pokles velikosti
predikované sady mé za nasledek i pokles fitness kandidatnich feseni. Pii nasledném rustu
velikosti pak zpravidla roste i fitness feSeni, mnohdy i nad svou pivodni hodnotu. Jedna se
o priklady toho, jak muze zména predikované sady pomoci pfi uvaznuti kandidatnich reseni
v lok&lnim optimu.

Jakmile fitness kandidatnich feseni dostatecné vzroste, zméni se zpravidla i charakter
evoluce prediktorti. V archivu se zacnou vice objevovat trenéfi kédujici obdobné mate-
matické vztahy, které vice odpovidaji trénovaci sadé. Predikce se zacne vice zamérovat
na spravné ohodnoceni téchto konkrétnich vztahti. Muze byt nalezena predikovana sada
o mensi velikosti, kterd postacuje pro dostatecné presné ohodnoceni momentalné nejlepsiho
kandidatniho feseni. V grafu je vidét, ze velikost predikované sady se v této fazi jiz neméni
tak vyrazné. Kvuli snizeni rozmanitosti trenér v archivu zde hrozi preuceni prediktoru,
coz muze mit za nasledek prudky pokles fitness kandidatnich reseni. Proto je také polovina
archivu generovana nadhodné a periodicky ménéna.
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Obrazek 5.2: Priklad pribéhu koevoluce u tlohy F3.

5.4 Vysledky experimenti

V této casti budou shrnuty tdaje z experimentii, provedenych pro kazdou z péti vyse po-
psanych tloh. Cilem je porovnat, jakych vysledkt navrzeny program dosahuje pifi pouziti
koevoluce v porovnani s vysledky klasického CGP algoritmu. Byla pouzita nastaveni po-
psané v predchozi ¢asti. V kvartilovych grafech nejsou zobrazeny odlehlé hodnoty. Pfi jejich
zobrazeni se hodnoty kvartili - to jest nejdulezitéjsi informace obsaZena v grafu - staly zcela
necitelné.

5.4.1 Uloha F1

Porovnani vysledki dosazenych pomoci koevoluce oproti standardnimu CGP shrnuje ob-
razek 5.3. Je vidét, ze pocet generaci potfebnych k nalezeni feSeni klesl pfiblizné o 40%,
ovSem potfebny pocet vycisleni byl témér pétinasobné nizsi, coz se projevilo i v primérné
dobé nalezeni feseni.

Na obrazku 5.4 je histogram délek nejlépe ohodnocenych predikovanych sad a obrazek
5.5 zobrazuje Cetnost, s jakou nejlepsi prediktory vybiraly konkrétni trénovaci vektory '.
V tabulce je pro nazornost zachycen i pribéh hledané funkce.

U této dlohy vsSak zminéné dva histogramy nemaji prili§ velkou vypovidaci hodnotu.
Reseni bylo zpravidla nalezeno b&hem piiblizné 1000 generaci. Prediktor se pfitom méni
az kazdych 2000 generaci. V histogramech jsou tak zachyceny prevazné pocatecni predik-
tory, vybrané z generace péti ndhodnych jedinci, jejichz fitness byla uréena pomoci archivu
plného ndhodnych trenérti. Vybér trénovacich vektord se v histogramu jevi jako zcela na-
hodny. Velikost predikované sady byla v naprosté vétsiné pfipadti maximalni. To odpovida
pozorovani, Ze pri zvoleném nastaveni vypoctu fitness prediktori jsou preferovany presné,
byt rozsédhlé predikované sady. Jejich velikost mtze v pribéhu koevoluce klesnout, pokud
se podafi nalézt sadu, kterd je mensi, ale rovnéz relativné presna.

'Histogramy v této kapitole zachycuji data shromazdovana v celém pribéhu koevoluce, nikoliv pouze
parametry zavéreénych prediktord v okamziku nalezeni feseni.
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Obrazek 5.3: F1 - porovnani vysledku dosazenych bez koevoluce a s koevoluci.
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Obrazek 5.4: F1 - velikost nejlépe ohodnocenych predikovanych sad v pribéhu koevoluce.

Obrazek 5.5: F1 - ¢etnost vybéru konkrétnich trénovacich vektorti v pribéhu koevoluce.
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5.4.2 Uloha F2

Vse, co bylo napsano o tloze F1, do zna¢né miry plati i pro tlohu F2. Jak je patrné z obrazku
5.6, medidn poctu generaci potfebnych pro nalezeni feSeni je 2250. To znamené, Ze byly
zaslany priblizné dva prediktory. Pfi pouziti koevoluce doslo dokonce k mirnému nartstu
poctu generaci. Median poc¢tu vycisleni je u koevoluce nizsi o vice nez polovinu, ovSem suma
ubéhlého Casu je u obou verzi priblizné stejna - 0,2 vtefiny. Duvodem muze byt fakt, Ze na
evoluci Teseni je pri koevoluci vyc¢lenéno méné vlaken a jedna iterace tak trva déle. Rozdil
by ovSem nemél byt takto markantni.

7 histogram 5.7 obsahuje délky vsSech prediktorti, které v priibéhu koevoluce slouzily
k ohodnoceni kandidatnich feseni. Opét je patrné, Ze prediktory nenalezly 1épe ohodnocenou
sadu nez tu, kterd ma maximalni povolenou velikost. Na histogramu 5.8 lze pozorovat mirny
narist vybéru trénovacich vektori lezicich na okrajich trénovaci sady, kde se nachéazi lokalni
extrémy v trénovaci sadeé.
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Obrazek 5.6: F2 - porovnani vysledkt dosazenych bez koevoluce a s koevoluci.
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Obrazek 5.7: F2 - velikost nejlépe ohodnocenych predikovanych sad v pribéhu koevoluce.
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Obrazek 5.8: F2 - ¢etnost vybéru konkrétnich trénovacich vektorti v pribéhu koevoluce.

5.4.3 TUloha F3

U této tlohy pfineslo pouziti koevoluce vyrazné zlepSeni. Podle grafu 5.9 byl pocet generaci
méné nez Ctvrtinovy a pocet vycisleni se snizil dvacetinasobné. Podle histogramu 5.10 se
u této tlohy ve vyznamném poctu piipadit podafilo nalézt relativné kratké predikované sady
o délkach 6, 12 a 24. Na histogramu 5.11 je jasné patrné pravidelné rozlozeni prediktory
zvolenych trénovacich vektora.
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Obrazek 5.9: F3 - porovnani vysledkt dosazenych bez koevoluce a s koevoluci.
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Obrazek 5.10: F3 - velikost nejlépe ohodnocenych predikovanych sad v pribéhu koevoluce.

Obrazek 5.11: F3 - ¢etnost vybéru konkrétnich trénovacich vektord v pribéhu koevoluce.

5.4.4 TUloha F4

U tlohy F4 nebylo mozné provést porovnani, nebot se nepodafilo shromazdit dostatek dat
u varianty bez pouziti koevoluce. Celkem bylo provedeno 60 pokusi a pouze v jediném
pripadé se CGP algoritmu podafilo nalézt feSeni. V grafu 5.12 byla proto jako vysledek
experimentu bez pouziti koevoluce pouzita jen tato jedind hodnota. U varianty s koevoluci
bylo feseni nalezeno pokazdé. Jak ukazuje histogram 5.13, kromé maximéalniho povoleného
limitu se velikost predikované sady také casto pohybovala okolo hodnoty 40. Jednotlivé
vektory vSak byly vybirany velice rovnomérné. Podle histogramu 5.14 se nezda, Ze by se
u této tlohy vybér trénovacich vektort jakkoliv adaptoval na pribéh hledané funkce.
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Obrazek 5.12: F4 - porovnani vysledkd dosazenych bez koevoluce a s koevoluci.
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Obrazek 5.13: F4 - velikost nejlépe ohodnocenych predikovanych sad v pribéhu koevoluce.

Obrazek 5.14: F4 - ¢etnost vybéru konkrétnich trénovacich vektord v pribéhu koevoluce.
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5.4.5 Uloha F5

Nameétené idaje z ilohy F5 jsou shrnuty v grafu na obrazku 5.15. Potfebny pocet generaci
byl u obou variant priblizné stejny, ovSem pocet provedenych vy¢isleni trénovacich vektoru
byl s pouzitim koevoluce vyrazné nizsi (potfebny podet vyéisleni klesl téméi o 80%). ReSent
bylo také nalezeno béhem 27nasobné kratsi doby. Bez pouziti koevoluce se podarilo nalézt
feseni pouze v 27% pripadt, a dokonce ani u koevolu¢ni verze nebylo feseni v 10% piipadt
béhem zadaného poc¢tu generaci nalezeno.

F5 je jedina ze zkoumanych tloh, u které byl preferovan prediktor s kratsi délkou pre-
dikované sady, nez je maximalni povolena hodnota. V histogramu 5.16 je zaznamenan nej-
vétsi vyskyt velikosti okolo hodnoty 12. Déle se casto vyskytovaly velikosti predikované
sady v blizkosti hodnoty 38. Ackoli je F5 pravdépodobné nejobtiznéjsi lohou ze zvolené
sady tloh, samotny graf hledané funkce f(z) = % ma pomérné jednoduchy tvar.
Je proto mozné, Ze pro predikci fitness je 12 trénovacich vektori dostacujici pocet. Podle
histogramu na obrazku 5.17 byl vybér indexi dosti proménlivy: Je vidét mirna preference
vektord na okrajich trénovaci sady. Také byl ¢asto vybiran trénovaci vektor, ve kterém ma
hledané funkce maximum. Je ovSem tfeba poznamenat, ze vybér maxima funkce byl zna-
¢né usnadnén faktem, Ze tento bod je umistén uprostfed trénovaci sady. Velikost poloviny
trénovaci sady je pfitom jednou z konstant, ktera je soucasti genotypu prediktorti. Je proto
pravdépodobné, ze kdyby se maximum nachézelo na jiné pozici - jako tomu bylo u tloh F3
a F4 - nebylo by vybrano tak jednoznacné.

. £000000 - \ o . e . 16000 .
Uspésnost Potet generaci 2-5+17 7 Poget vydisleni Doba nalezeni
=0 -+ feZeni(s)
i, 7003000 Y Eas 14000
% E+10 4
£000000 + E+10 12000
5000000 - 1E+10D 4 10000
4000000 5 E+09 8000 4
3000000 4 8.E+00 4 £000
27
%
2000000 4 PRS0, I 4000
1000000 ZE+D3 { L 2000
. . . a . 0.E+00 . , 0 #,i

CGP Hoevoluce CGP Koevoluos CGP Hoevoluce LGP Koevoluce

Median: 1.76E+06  1.75E+06 3.50E+05  B8.75E+02 4 57E+03 1.91E+02

Obrazek 5.15: F5 - porovnani vysledkti dosazenjch bez koevoluce a s koevoluci.

50



welikost predikowand sady

cetnost vysktu

Obrazek 5.16: F5 - velikost nejlépe ohodnocenych predikovanych sad v pribéhu koevoluce.

Obrazek 5.17: F5 - ¢etnost vybéru konkrétnich trénovacich vektori v prubéhu koevoluce.

5.5 Porovnani s koevoluci vyuzivajici GA prediktor

V ¢lanku [9] jsou uvedeny vysledky experimentti provedenych s koevoluénim algoritmem,
ktery pro evoluci prediktorti vyuziva geneticky algoritmus tak, jak bylo popsano v ¢asti
2.3.3. Velikost predikované sady je u této verze konstantni a je pfedem nastavena na co nej-
vyhodnéjsi nalezenou hodnotu. Stejné jako tomu bylo v kapitole 3, v textu bude pro zjedno-
duseni tato implementace oznacovana terminem GA predikce, implementace popsana v této
diplomové praci bude oznacend jako CGP predikce. Experimenty byly provedeny na stejné
mnoziné funkci za stejného nastaveni evoluce kandidatnich feseni. Diky tomu je mozné vy-
sledky obou pristupt mezi sebou porovnat. K dispozici jsou udaje o procentu tspésnosti
(ko)koevoluce a také medidn poétu generaci, vyéisleni a doby nalezeni feSeni. Porovnani
bude provedeno pouze v prvnich trech uvedenych kategoriich - experimenty byly prova-
dény na sestavach se znacné rozdilnym vypocetnim vykonem. Dobu provadéni algoritmu
proto nema smysl srovnavat. U tidaje o poc¢tu vycisleni se pravdépodobné projevi jeden
z rozdili ve fungovani obou algoritmi. U GA predikce po vétsinu doby vlakno pro evoluci
prediktord necinné ¢eka. Pouze po obdrzeni signalu zasilaného v pravidelnych intervalech
vygeneruje novou generaci prediktori. Poté opét prerusi svou ¢innost. Evoluci prediktori je
potfeba zpomalit, aby nedoslo k preuceni populace. Tento problém uCGP predikce nehrozi
a evoluce prediktoru zde proto mize probihat nepretrzité. Pri ohodnocovani jedincid z po-
pulace prediktorti je navic potfeba provést pocet vycisleni odpovidajici maximélni velikosti
predikované sady. Do naméfenych vysledki se tyto skutecnosti mohou promitnout vyssim
poctem vycisleni uCGP predikce.
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Vysledky bez koevoluce

Tabulka 5.4 zachycuje porovnéani vysledki dosaZenych bez pouziti koevoluce. Ackoli je cilem
predevsim srovnani rozdilnych pristupt k evoluci prediktort, tato tabulka alespon pomtize
nastinit, do jaké miry maji na vysledky vliv rozdily v implementaci evoluce kandidatnich
feSeni. Podminky experimentd jsou u obou verzi totozné, v idedlnim pripadé by se tak
vysledky mély lisit jen miniméalné.

Soudé podle dostupnych informaci, zakladni CGP algoritmus pro evoluci feSeni je stejny.
Oba pristupy ohodnocuji jedince na zakladé skére a délky kdédovaného matematického
vztahu. Nicméné rozdilny je napiiklad zptisob prace s konstantami.CGP algoritmus v této
diplomové praci ke konstantam pfistupuje jako k dalsim primérnim vstuptim. Naproti tomu
u CGP algoritmu ze ¢lanku [9] jsou konstanty namapovany na uzly, jez maji konstantni nebo
neplatny vystup. D4 se predpokladat, ze urcité rozdily budou v mnoha dalsich implemen-
tacnich detailech a nékteré z nich mohou mit vliv na aspésnost evoluce.

Po provedeni srovnani je nejvyraznéjsi rozdil u alohy F4, pro kterou CGP z této diplo-
mové prace s vyjimkou jediného piipadu nedokézala nalézt feseni. Pritom vysledky v ¢lanku
[9] uvadéji 80% tspésnost. Tento rozdil je jesté vice zarazejici, vezme-li se v potaz, ze Gspés-
nost pro zbylé tlohy je u obou variant takika totozné. Bylo ovéreno nastaveni koevoluce i
pouzita trénovaci sada, ale pri¢inu se nalézt nepodafrilo.

Vysledky bez pouziti koevoluce jsou srovnatelné u tloh F3 a F5. U dalsich tloh jsou
tfadove srovnatelné. Rozdily, které vznikly pfi porovnani CGP algoritm® mohou byt zptiso-
beny rozdily v nékterych castech implementace.

Verze F1 F2 F3 F4 F5
Uspésnost GA prediktor  100% 100% 78% 80% 24%

CGP prediktor 100% 100% 80% 1.6% 27%
Median GA prediktor ~ 1.11-10® 4.46-10® 1.76-10° 7.15-10° 1.36-10°
podétu generaci CGP prediktor 1.65-10% 1.95-10% 1.71-10° — 1.76 - 10°
Median GA prediktor ~ 2.68-10° 1.08-107 4.24-10% 1.72-10° 3.28-10°
poétu vyéisleni CGP prediktor 3.65-10% 4.32-10 3.77-10% — 3.90 - 10?

Tabulka 5.4: Porovnani vysledkt evoluce verze s GA prediktory oproti vysledkum verze
s CGP prediktory bez pouziti koevoluce.

Vysledky s koevoluci

V tabulce 5.5 je uvedeno srovnani vysledkti obou verzi za pouziti koevoluce. Z vysledku
vyplyva, ze CGP predikce pri soucasném nastaveni prumérné preferuje predikovanou sadu
s vétsim poctem trénovacich vektoria. Nejvice je to patrné u tiloh F1 a F2. AckolivCGP
predikce dokézala nalézt feseni béhem mensiho pocétu generaci, pocet vycisleni trénovacich
vektort byl vyssi. Obdobna byla situace u tilohy F3. K nalezeni feSeni stacila témér tietina
generaci oproti GA predikci. Pocet vycisleni je u CGP predikce verze také nizsi, ovsem jen
minimalné. U funkci F4 a F5 dokézala GA predikce nalézt lepsi vysledky pfi mensim poctu
generaci a vyrazné méné vycislenich.

CGP predikce navic v nékolika pfipadech u tlohy F5 nestihla ve stanoveném intervalu
nalézt feseni, coz se v pripadé GA predikce nestalo.
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Verze F1 F2 F3 F4 F5
Uspésnost GA prediktor  100% 100% 100% 100% 100%

CGP prediktor  100% 100% 100% 100% 90%
Median GA prediktor ~ 2.62-10% 2.53-10® 1.10-10° 1.10-10% 1.34-10°
podétu generaci CGP prediktor 1.00-10% 2.25-10% 4.11-10* 1.47-105 1.74-106
Median GA prediktor ~ 5.20-10° 5.01-10° 2.19-107 2.00-10% 2.67-108
poétu vyéisleni CGP prediktor 7.43-10° 1.60-10° 1.90-107 8.05-10% 8.78-10%

Tabulka 5.5: Porovnani vysledki koevoluce s GA prediktory oproti koevoluci s CGP
prediktory s pouzitim koevoluce.

5.6 Shrnuti

V porovnani se standardnim CGP algoritmem bez pouziti koevoluce dokazal koevoluéni
algoritmus zalozeny na CGP predikci ve vSech pripadech nalézt feSeni v kratSim case, s vy-
razné mensim poc¢tem vycisleni trénovacich vektort a s vyssi ispésnosti nalezeni feseni
pozadované kvality. U ¢tyf z péti tloh bylo pozorovano, ze se prediktor dokazal urcéitym
zpusobem adaptovat na zkoumanou tlohu. Pro tlohu F2 se prediktory dokazaly ¢astecné
adaptovat na lokalni extrémy hledané funkce. Naproti tomu u F3 byly predikované tréno-
vaci vektory vybirdny rovnomeérné v celé trénovaci sadé. Pro tlohy F1 a F2 je zndmo odlisné
nastaveni evoluce CGP prediktoru, pfi kterém je dosahovano lepsich vysledki. U tloh, kde
byva Teseni nalezeno béhem nékolika desitek tisic generaci, dojde ke zlepSeni vysledkt pii
kratsich intervalech vymeény prediktoru a pii zvysSeni preference kratsich, ale méné presnych

Vysledky dosazené pomoci koevoluce by tak pravdépodobné bylo mozné zlepsit, pokud
by tyto parametry nebyly nastaveny jako neménné, ale mohly se v pribéhu koevoluce ménit.
Stacilo by, aby v avodni fazi algoritmu byly intervaly vymeény prediktoru vyrazné kratsi
a postupné by se zvySovaly az na stanovenou konec¢nou troveii. Obdobné by bylo mozné
upravovat preference presnych prediktort. Takto by se pravdépodobné urychlilo nalezeni
feseni u uloh F1 a F2. U tuloh, kde nalezeni feseni trva podstatné déle, by tato zmeéna
nemeéla mit zaddny zasadni vliv.
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Kapitola 6
Zaver

Hlavnim cilem této prace byl navrh a implementace koevolu¢niho algoritmu u tloh zaloze-
nych na testu, ktery dokaze fesit llohy symbolické regrese. Vysledkem je aplikace schopna
nalézt matematicky vztah popisujici zadanou sadu vstupnich hodnot. Byla pouZita varianta
koevoluéniho algoritmu, pfi které jsou testy vyvijeny novym a dosud nevyzkouSenym zpi-
pristuptim umoziuje tato metoda dynamicky meénit velikost trénovaci sady a prizptsobit ji
zadané uloze.

Algoritmus byl testovan na sadé vybranych tloh. Pouziti koevoluce vedlo vzdy k rych-
lejSimu nalezeni FeSeni, ve vétSiné pripadu bylo zrychleni dosti vyrazné. Také se zvysila
uspésnost symbolické regrese. Velikost sady testii u nékterych tloh konvergovala k optimalni
hodnoté, v jinych pripadech se vyrazné ménila po celou dobu béhu symbolické regrese.

Bylo provedeno srovnani s vysledky dosazenymi pomoci obdobného algoritmu se static-
kou velikosti sady testd. Nova metoda dokazala u tii z péti zkoumanych tloh nalézt feseni
béhem mensiho pocétu generaci. Ve vétsiné pripadid bylo ale potieba provést vice vycis-
leni trénovacich vektort. Vyssi pocet vycisleni z¢asti plyne z rozdilu principi srovnévanych
pristupt, zejména v ramci vypoctu fitness prediktorti. U koevoluéniho algoritmu popsaného
v této diplomové praci probiha evoluce prediktorii bez preruseni po celou dobu koevoluce.
Provede se tak i vyssi pocet vycisleni trénovacich vektori.

Uspésnost koevoluce a rychlost nalezeni feSeni zavisi na hodnotach nékolika parametr,
jejichz co nejvyhodnéjsi nastaveni se ukézalo byt rozdilné pro kazdou z tuloh. Pfi experi-
mentech bylo pouzito nastaveni, pii kterém byly naméfeny lepsi vysledky u déle trvajicich
béhi. Nasledkem toho se ale zhorsily vysledky u jednodussich tloh. V textu je navrzeno
pripadné rozsiteni, které by mohlo tento problém vyrazné zredukovat. Charakter chovani
evoluce prediktori se do znacné miry odviji od zptisobu vybéru nejlepsiho prediktoru. Vy-
znamny vliv mé také princip obmény obsahu archivu trenérti. V ramci dalsiho pokracovani
vyvoje by bylo mozné napiiklad otestovat variantu, kde do archivu trenéri nejsou vkladani
nahodni jedinci, ale pouze kandidatni feseni. Na jejich genotypu by byl proveden ndhodny
pocet mutaci pro zajisténi dostatec¢né rozmanitosti obsahu archivu.

Béhem prace na projektu jsem si zopakoval principy, na kterych pracuje mnozstvi evolu-
¢nich algoritmti a nastudoval si problematiku koevoluce a symbolické regrese. Tento projekt
mél pro mne prinos i v oblastech, které s jeho primarnim zaméfenim souviseji jen velmi
okrajové - jedné se o problematiku paralelizace algoritmi a tvorbu uzivatelskyjch rozhrani.

Tato préace byla zafazena do sborniku soutéze STUDENT EEICT 2014.
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Priloha A

Obsah CD

Soubory na CD jsou uloZeny v nasledujici adresarové struktute:

e Aplikace — adresar s jiz pfelozenou aplikaci v obou variantéch,
— Console — spustitelny soubor s konzolovou verzi aplikace pro Windows XP a
vyssi, davkové soubory pro provedeni experiment,
* testy — soubory s trénovacimi sadami a nastavenim,
— GUI - spustitelny soubor verze s grafickym uzivatelskym rozhranim pro Win-
dows XP a vyssi, soubory s nastavenim a trénovacimi sadami,

e Dokumentace — adresar obsahujici PDF soubor s technickou zpravou,

— Ovladani.pdf — popis pfekladu a ovlddani programu (tedy obsah pfiloh B a C),
— Tridy.pdf — popis jednotlivych t¥id ve zdrojovém kédu,

— XMLnastaveni.pdf — popis struktury souboru s nastavenim koevoluce,
e Technicka zprava — adresaf obsahujici PDF soubor s technickou zpravou,

— LaTeX — zde jsou ulozeny veskeré zdrojové materidly pro sestaveni technické
Zpravy,

e Zdrojové kédy — adresar se zdrojovymi soubory pro obé verze,
— Console — zdrojové soubory pro konzolovou verzi aplikace, Makefile a také
shellové skripty pro provedeni experimentt,
* testy — soubory s nastavenim a trénovacimi sadami,
— GUI - zdrojové soubory pro verzi aplikace grafickjm uzivatelskym rozhranim,

* testy — soubory s trénovacimi sadami a nastavenim,

Nékteré soubory jsou na CD umistény vicekrat v rozdilnych adresarich. Naptiklad obé
verze aplikace sdili zdrojové kédy popisujici jadro algoritmu. Soubory s trénovaci sadou
a s nastavenim jsou umistény v adresari se zdrojovymi kédy i ve slozce s jiz pfelozenymi
aplikacemi. Je tomu tak proto, aby jednotlivé adresafe na sobé nebyly navzajem zavislé.
Uzivatel tak nemusi slozité patrat po souborech, které potiebuje — vse je k dispozici ve
vybrané podslozce.
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Priloha B

Konzolova verze programu

Tato verze aplikace pracuje Cisté v terminélu.

B.1 Preklad programu

Pieklad je mozné provést s pouzitim prilozeného Makefile. V kddu jsou vyuzity nékteré
prvky standardu C++11. Na 8kolnich pocitacich byl preklad tspésné testovan na student-
ském serveru Merlin. Na serveru Eva byla v dobé testovani nainstalovana starsi verze
prekladace gcc, kterd zminény standard dosud pln€ nepodporovala, a pieklad se nezdafril.

B.2 Ovladani

Chovani programu je mozné modifikovat pomoci velkého poctu argumentd. Vsechny je

vvvvvv

e Pro spusténi programu je povinny pouze parametr -t filename, kde filename je
nazev souboru s trénovaci sadou, tedy napriklad:

./coea -t fl.train

V takovém pripadé program provede jeden koevoluéni béh a skonéi. V pribéhu koevo-
luce pribézné vypisuje dosud nejlépe ohodnocend kandidatni feSeni. V pravidelnych
intervalech také zobrazuje aktudlni velikost a rozlozeni predikované sady. Nakonec
vypiSe nalezené feseni spolecné s potfebnym poctem vycisleni. Pokud neni feSeni na-
lezeno, vypise alespon nejlepsiho dosud nalezeného jedince.

e Parametrem -repeat # lze nastavit vicendsobné opakovani experimentu, kde # je
¢islo udavajici pocet opakovani. V takovém pripadé aplikace na zavér vypise statistické
adaje udané v kvartilech o pocétu generaci, poctu vycisleni datovych bodd a dobé
provadéni jednotlivych experiment.

e Nacteni souboru s nastavenim koevoluce se provede pomoci parametru -s filename,
kde filename je nazev xml souboru s nastavenim.

Pro popis dalSich parametri jiz ¢tenafe odkazi na zminénou tabulku B.1.
Stoji za to pfipomenout, ze na CD jsou k dispozici soubory se shellovymi skripty (re-
spektive davkové soubory pro Windows verzi aplikace), které aplikaci spusti se stejnymi
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parametry, jaké byly pouzity u testovacich tloh F1 az F5 popsanych v kapitole 5. Jedna
se o soubory F1.sh az F5.sh (a jejich prot&jsky pro Windows F1.bat az F5.bat). Tyto
soubory jsou pritomny i ve varianté s pridomkem nocoea, ¢imz se vypne pouziti predikce
fitness — je tedy pouzit pouze zakladni CGP algoritmus bez koevoluce. Nalezené vysledky
a statistické idaje véetné histogramii prediktortt budou zapsany do souboru out.txt.

Piikaz Vychozi

Popis

-t filename
-0 filename
-s filename

—-genxml filename

-repeat n

-tolerance n 0,2
-nocoea

-maxrounds n 8000000
-maxsecs n -1
-maxmins n -1
-threads n 0
-predhist

-h --help

Nacte soubor filename s trénovaci sadou. Povinné.

Do souboru filename, bude zapsan vystup programu.
Nacte soubor filename, s nastavenim koevoluce.
Vygeneruje soubor s vychozim nastavenim koevoluce.
Zopakuje experiment n-krat.

Nastavi toleranci presnosti reseni na hodnotu n.

Nebude pouzita predikce. Béh programu bez koevoluce.
Nastavi maximalni pocet generaci.

P1i zaporné hodnoté nebude podminka pouzita.

Maximélni doba (ko)evoluce v sekundach.

Pii zaporné hodnoté nebude podminka pouzita.

Maximalni doba (ko)evoluce v minutéch.

P1i zaporné hodnoté nebude podminka pouzita.

Nastavi pocet vlaken. Kladnd hodnota n znaci pocet vlaken.
Pii zadporné nebo nulové hodnoté plati, ze:

pocet vldken = max.pocet vladken - n

pro koevoluci musi byt n > 2, pro CGP n >=1

Na zaveér se vypisi histogramy velikosti a rozlozeni prediktoru.

Program vypise napovédu a skondi.

Tabulka B.1: Tabulka parametri konzolové verze aplikace.
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Priloha C

Verze programu s grafickym
uzivatelskym rozhranim

Pro usnadnéni konfigurace parametrii koevoluce a také sledovani jejiho pribéhu a vysledkt
byla pro aplikaci vytvorena nadstavba v podobé grafického uzivatelského rozhrani. Jiz do-
predu je tfeba predeslat, ze byla vyvijena predev§im pro ucely demonstrace funkénosti
samotného algoritmu. Pro $ir$i pouziti by bylo vhodné doplnit dalsi funkcionalitu pro vyssi
uzivatelsky komfort. Naptiklad se jednéa o lepsi oSetfeni chybnych vstupt nebo intuitivnéjsi
ovladani nékterych prvk.

C.1 Preklad programu

Pro prelozeni této verze je potfeba mit nainstalovano Qt SDK verze 5.2 a vyssi. Preklad
se provede pomoci gmake a prilozeného projektového souboru. Ptreklad této verze nebyl
na Skolnich pocitacich testovan. Nicméné na operacnich systémech Windows lze pouzit jiz
preloZzeny program umistény v adresaii Aplikace/GUI.

C.2 Ovladani

Rozhrani aplikace je rozdéleno do ¢tyt zalozek.

Trénovaci sada: Tabulka slouzici k nac¢teni a Gpravam pouzité trénovaci sady.
Nastaveni (ko)evoluce: Zde je mozné ménit nastaveni prubéhu koevoluce.
Spustit: Spusténi koevoluce a sledovani jejiho prubéhu.

Statistiky: Zobrazeni souhrnnych vysledkt z opakovanych béhi koevoluce.

Pri spusténi aplikace by se méla automaticky nacist ukazkova trénovaci sada a vychozi
nastaveni. Je proto mozné se rovnou prepnout do zalozky Spustit a koevoluci spustit.

V pripadé, zZe chce uzivatel zopakovat néktery z experimentti uvedenych v technické
zpravé, musi postupovat nasledovné: Nejprve nacte soubor s trénovaci sadou ve stejno-
jmenné zalozce. Poté nacte soubor s nastavenim v v zélozce Nastaveni (ko)evoluce. Nako-
nec tamtéz zvoli pomoci policka Predikovat fitness, zda testovat variantu s koevoluci, ¢i jen
standardni CGP a experiment spusti v zaloZce Spustit.

Nasleduje popis prvkt rozhrani v jednotlivych zalozkach.
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C.2.1 Zalozka Trénovaci sada

Zde je mozné nacist soubor s trénovaci sadou, piipadné trénovaci sadu pfimo vytvorit ¢i
upravit. Kazdy radek tabulky predstavuje jeden trénovaci vektor. Svétlejsi sloupce predsta-
vuji nezavislé (vstupni) proménné a ve tmavsich sloupcich jsou zobrazeny hodnoty zéavislych
(vystupnich) proménnych. Cervena barva butiky znaci chybu - chybi zde hodnota, nebo ob-
sah buitky neni mozné pfevést na ¢iselnou hodnotu. Prazdné radky, nebo fadky s chybnjmi
bunkami jsou pfi sestavovani trénovaci sady ignorovany.

Jednotlivé prvky v zalozce Trénovaci sada jsou oznaceny na obrazku C.1.

a5 Koevolucni algoritmus pro Glohy zaloZené natestu - F

MNipovéda
Trénovad sada Parametry (ko)evoluce Spustit | Statistiky

Oteviit soubor. .. 1 3 4

Fadki 22 + || nezdvislych proménnych |2 3 zdvisljch proménnych |1 (5

X y a

o~

Obrazek C.1: Zalozka Trénovact sada.

1 Otevte dialogové okno pro nacteni trénovaci sady ze souboru.

2 Policko pro tpravu poctu radka trénovaci sady.

3 Policko pro tpravu poctu nezavislych proménnych (svétlé sloupce).
4 Policko pro tpravu poctu zavislych proménnych (tmavé sloupce).
5 Radky 1 az 4 a 9 obsahuji platné trénovaci vektory.

6 Rédek 5 obsahuje v 1. sloupci neplatnou hodnotu. Bude ignorovan.
7 Na radku 6 ve druhém sloupci chybi hodnota. Bude ignorovan.
8

Radky 7 a 8 jsou prazdné. Budou ignorovany.
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C.2.2 Zalozka Nastaveni (ko)evoluce

Zde je mozné meénit parametry koevoluce. V této zdlozce jsou umisténa nastaveni tykajici
se evoluce kandidatnich feseni. Jedna se o parametry, které je zpravidla vhodné upravovat
v zavislosti na zadané trénovaci sadé. Nastaveni evoluce prediktort a komunikace mezi po-
pulacemi lze nastavit az v okné Pokrocild nastaveni, popsaném v ¢asti C.2.3. Nastaveni jsou
pfi spusténi nactena ze souboru default.xml. Pokud tento soubor chybi, je pfi ukonceni
aplikace vytvoren. Jednotlivé prvky v zalozce Nastaveni (ko)evoluce jsou oznaeny na ob-

razku C.2.

4' Koevoludni algoritmus pro dlohy zaloZené na testu

Mapoveda

Trénovad sada  Mestaveni (kajevoluce

Oteviit soubor., 1
Mastaveni kanddatrich Ffedeni

velkost pooulace 12 = 2
ifka vrsbey CGP 1 - 3
Pofet urstey OGP | 32 =
L-Back hodnata 500 :

Fitness tolerance  0.0250 ¥ 4

5

/| Predikovat fitness

Spustt | Statsthky

Operatory kan, feseni .  Konstanty kandidatnich fegeni

[ x4y 6 !
[+ -y f 7
W] x*y 666

[+ /v

Ll

[+] e {x)

[+ snfx)

[+/] cosx)

[ min(x,¥)

[ mnaxe,v)

I inx 8 +
[Jxwy o] konstanta se miZe vyvijet 9

I E pokrofla nastaven.. 1 D

Obrazek C.2: Zalozka Nastaveni (ko)evoluce.

1 Dialogové okno pro nacteni souboru s nastavenim.

2 Velikost populace kandidatnich feseni.

3 Nastaveni CGP mftizky uzld jedinct z populace kandidatnich feseni.

4 Hodnota tolerance pfi vypoctu fitness jedince jedince pomoci skdre.

5 Je-li policko zatrzeno, bude pouzita koevoluce, v opa¢ném piipadé pouze CGP algoritmus.
6 Vybér operatori, které se mohou stat soucasti fenotypu kandidatnich fesSeni.

7 Seznam pouzitych konstant. Zelené oznacené konstanty se mohou vyvijet. Cerné oznacené

si zachovavaji svou hodnotu po celou dobu (ko)evoluce.

8 Pole pro zadavani novych konstant.

9 Zatrhavaci policko které udava, zda se nova konstanta mtize vyvijet.

10 Otevie okno Pokrocila nastavent.
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C.2.3 Okno Pokrodila nastavent

Toto okno je mozné oteviit stisknutim tlacitka pokro¢ild nastaveni.. v zalozce Na-
staveni (ko)evoluce. Parametrim evoluce prediktori byla béhem experiment piifazena
konstantni, co nejvyhodnéjsi hodnota. Zde je ovSem mozné s vétsinou téchto parametra
experimentovat a ménit jejich hodnoty.

Jednotlivé prvky v okné Pokrocild nastavent jsou oznaceny na obrazku C.3.

s Pokroé¢ila nastaveni ?
Mastaveni prediktord QOperatory prediktord Konstanty prediktord
Vielikost populace |5 = 1 X+y 3 2
Eifka vrstev CGP |2 22 Mx-y j 4
Pocet vrstev CGP | 15 : x=y 50
L-Back hodnota |4 = xly 122
Ixl -
[lent
Ostatni sin(x)
Velkostarchivu (10 [3] 7 [ cost9
Intervaly odesilani jedincd minx,Y)
Odeslani prediktoru (400 |5 8 max(x,y)
o = [ infx)
Odeslani trenéra 2000 : X%y .
Pocet viaken 4 = 9 Ol xny konstanta se mife vyvijet 6
ulozit 4 () zusit 11

Obrazek C.3: Okno Pokrocild nastaveni.

1 Velikost populace prediktorti.
2 Nastaveni CGP mfizky uzli jedinct z populace prediktort.
3 Vybér operatori, které se mohou stat soucasti fenotypu prediktort.

4 Seznam pouzitych konstant. Zelen& oznacené konstanty se mohou vyvijet. Cerné oznacené
si zachovavaji svou hodnotu po celou dobu (ko)evoluce.

5 Pole pro zadavani novych konstant.

6 Zatrhavaci policko které udava, zda se nova konstanta muze vyvijet.

7 Kapacita archivu trenéru.

8 Intervaly zasilani jedinci mezi obéma vlakny.

9 Celkovy pocet vldken, ktery bude vyuzit pti (ko)evolu¢nim algoritmem.
10 Ulozi provedené zmény

11 Zavre okno bez ulozeni zmén
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C.2.4 Zalozka Spustit

V pribéhu koevoluce neni mozné ménit nastaveni — zalozky Trénovaci sada a Nastaveni
koevoluce jsou znepiistupnény.
Jednotlivé prvky v zalozce Spustit jsou oznaceny na obrazku C.4.

a5 Koevoluéni algoritmus pro Glohy zaloZené natestu - ©
Mapovéda
Trénovad sada Mastaveni (kojevoluce Spustit Statistiky
Maximalni pofet generad |B000000 |5 Generace: 5
Pocet bhi 2 2] sena: 0/50
rusit 4 Pozastavit | 3

fitness kan. fedeni 0.427861
velikost prediktoru 50/ 50

Dosud nalezené:

1000] fit=0.189a=x-x B

3000] fit=0.438 a = (sin(sin(sin())) - sin(x)) * cos(x)

82000] fit=0.463 a = ((sin(sin() - sin(x)) * cosbd) / cos(e®(sin(sin(x])) - sin(]) *
e (sin(sin() - sin(dJ])

94000] fit=0.468 a = (e"coslcos(d) + sin(d) / e*sin(x) * cosl] * (sin(sin(x)) -
sin(x))

93000] fit=0.468 a = (e”sin(e) + e*(sin(sin(d) - sin()) / esin(x) * (sinlsin(x)) -
sin(d) * coslx

Obrazek C.4: Zalozka Spustit.

1 Maximalni pocet generaci evoluce kandidatnich generaci. Po jeho dosazeni bude evoluce
ukoncena s tim, ze feSeni nebylo nalezeno.

2 Pocet opakovani béhu (ko)evoluce. Statistické tdaje jsou shromazdovany napfi¢ vSemi
provedenymi opakovanimi.

3 Spusténi / pozastaveni (ko)evoluce.
4 Zruseni (ko)evoluce. (Ko)evoluci lze zrusit pouze v okamziku, kdy je pozastavena.
5 Ukazatele pribéhu.

6 Panel zachycujici zmény fitness kandidétnich feseni (modfe) a velikosti predikované sady
(zeleng).

7 Hodnota aktualni fitness nejlépe ohodnoceného kandidatniho feSeni a soucasna velikost
predikované sady.

8 Dosud nalezena nejlépe ohodnocend kandidatni feseni v aktualnim béhu.
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C.2.5 Zalozka Statistiky

Tato zalozka obsahuje souhrn statistickych dat naméfenych napii¢ vSemi provedenymi béhy
(ko)evoluce. Vyjma informace o Gspésnosti jsou vSechny zobrazené tdaje stanoveny pouze
na zakladé béht, kde bylo tspésné nalezeno feseni. Jednotlivé prvky v zalozce Statistiky
jsou oznaceny na obrazku C.5.

& Koevoluéni algoritmus pro dlohy zaloZené natestu - O
Napovéda

Trénovad sada MNastaveni (ko)evoluce Spustit Statistiky

Statistiky z 50 béh 1 Uspé&Znost 100%
Pocet kol Pocet vycisleni Doba provadéni
Minimum 1 Minimum 9092 Minimum  0.00400019 s
1 kvartl 544 Lkvartl 525010 Lkvartl 0.358
Medidn 1893 Medidn 1438579 Medidn 0.798s
3. kvartl 3362 3. kvartl 3016424 3. kvartil 1.982
Maximum 16215 Maximum 12452271 Maximum 14.12s
Vysledky jednaotiivich b&hd
4] kol: 3791;  wyéisleni: 3263335 a=e"abs(x) * sinlx) [
45] kal: 3471;  wyéisleni: 3016424 2 a = sin(x) * e*abs(x)
48] kalk: 52; wyéislent: 196146 a = e”absix) * sinx)
47 kol: 219, wyéisleni: 320094 a = e’abs(} * sinlx)
48] kol: 143;  wyéisleni 178925 a = e’abs(} * sinlx)
49] kol: 219, wyéisleni 215819 a = e’abs(} * sinlx)
50] kal: 52; wyéislent: 167128 a = eabs( * sinlx) v
< 3

Obrazek C.5: Zalozka Statistiky.

1 Statistické tidaje o ispésnosti, poc¢tu generaci, poctu vy¢isleni trénovacich vektorti a dobé
provadéni koevoluce.

2 Zde jsou vypsény vysledky jednotlivych béht - dosazené hodnoty a nalezeny vztah.
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