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1 UVOD

V bézném Zivoté i1 technické praxi se Casto setkdvame s problémem, jak rozttidit
mnozinu objektli podle néjakych charakteristickych rysti. Hlavni obtizi, na kterou
narazime, budeme-li chtit takovou situaci matematicky modelovat je mimo jiné
nutnost klasifikovat zkoumané véci ajevy na zakladé jejich podobnosti. Protoze
posuzovani vzajemnych podobnosti bylo a je zalezitosti diskutabilni, zacaly se
s rozvojem vypocetni techniky objevovat pokusy o matematické podchyceni
a vyhodnoceni miry téchto podobnosti. Hledaly se vhodné metody Cciselného
vyjadfeni vlastnosti, jimiz se zkoumané objekty vyznacovaly, metody
kvantitativniho vyjadieni podobnosti takto zakddovanych objektl a kone¢né metody
seskupovani podobnych objektti do ,,shluki“. Tak zacaly pokusy stadou metod,
které dnes podle spole¢ného cile zahrnujeme pod nazev shlukova analyza nebo
zkracené shlukovani.

V literatuie se objevuje takové mnozstvi shlukovacich metod, Ze je obtizné je
n¢jak rozumné utiidit. Protoze shlukova analyza ma slouzit jako prostfedek k ziskani
klasifikace, nabizi se moznost rozliSovat shlukovaci metody nikoli podle pouzitych
matematickych prostredkii, ale podle cil, k nimz sméfuji. Takto rozliSujeme dveé
zékladni skupiny metod shlukové analyzy, a to hierarchické a nehierarchické
metody, znichz prvni sméfuji k hierarchické klasifikaci, druha k nehierarchické
klasifikaci.

Dalsi vyznamnou etapou v rozvoji shlukové analyzy je uplatnéni fuzzy mnozin ve
shlukovacim procesu. Tyto metody nazyvame fuzzy shlukovaci metody nebo

zkracené fuzzy shlukovani. Nejznaméjsi a nejpouzivanési je fuzzy shlukovani
definované J.C. Bezdekem.

Vsechny vySe zminéné typy shlukovani pracuji s objekty, jejichZ popis v sobé
neobsahuje neurcitost, vagnost. Existuji ale objekty, které nelze popsat jinak, nez
s ur¢itou mirou vagnosti. Na tyto objekty nelze pouzit znamé shlukovaci metody.
Ve své dizertacni praci objekty s vagne vyjadienou charakteristikou popisuji pomoci
fuzzy mnozin (definuji je jako fuzzy objekty) a dale popisuji rtizné typy vyjadieni
podobnosti a metody shlukovani téchto objekta.

Uvedené pojmy a metody jsou ptvodnim piinosem autora. Cast ziskanych
vysledkil byla jiz publikovéna. Blize o jednotlivych pojmech a metodach je
pojednavano v nasledujicich kapitolach. Algoritmy a metody shlukovani fuzzy
objektll jsou naprogramovany v systému MATLAB pro PC.

PredloZzend dizertaéni prace je soucdsti feSeni vyzkumného zaméru CEZ:
J22/98:261100009 ,,Netradi¢ni metody studia komplexnich a neurcitych systémuii.



2 SOUCASNY STAV RESENE PROBLEMATIKY

Ve své dizertacni prace vychdzim predevs§im ze dvou oblasti matematiky. Jsou to
fuzzy mnoziny a metody shlukovani. Z teorie fuzzy mnozin vyuzivam zékladni
pojmy, nebudu se proto nich explicitné zminovat. Tyto pojmy jsou uvedeny napft.
v [7, 10, 11, 15, 22]. Vzhledem ktomu, Ze problematika shlukovani a fuzzy
shlukovani je méné zndmd, uvedu v této kapitole zdkladni pojmy a pojmy
souvisejici s predmétem dizertacni prace. Vice o shlukovani Ize nalézt napiiklad
vI[l1,2,6,8,9, 13,16, 18, 21] a o fuzzy shlukovani v [3, 4, 5, 12, 19].

2.1 ZAKLADNIi POJMY SHLUKOVE ANALYZY

Cilem shlukovani je, rozdélit danou mnozinu objektli do takovych podmnozin,
aby objekty patfici do téze podmnoziny meély k sobé ,,blize* nez objekty z riznych
podmnozin.

M¢jme n objektd, pticemz kazdy objekt je popsan pomoci m znaka: O = {O;,...,
O,}, h-ty objekt O, = (xp1,..., Xnm), X3 - j-ty znak objektu.

Pro shlukovani je dilezity pojem ,blizkosti“ dvou objekt. Tuto ,blizkost* Ize
méfit pomoci funkce podobnosti podobnosti IT: OxO — R,". Funkce podobnosti
dvéma objektim ptitadi realné nezadporné Cislo I1(O,, O,), pro které plati:

IO, Oy) 20,
[1(Oy, Oy) =11(Os, Oy).

Ve shlukovacich metodach se misto podobnosti objektl pouziva pojem
nepodobnosti objektli d : OxO — Ry, pro kterou plati:
d(0), O05) =0 0,= 0,
d(Oh: Os) 2 0,
d(Oy, O;) =d(Os, Oy).
V realnych situacich se pro d voli rizné metriky na R".

Objekty se snazime rozdelit do shluki. Pojem shluk neni pfesné definovanym
pojmem. Jeho moznou definici lze vyjadfit pomoci nepodobnost objektli. Shlukem
nazveme takovou podmnozinu 4 mnoziny objekti O, pro niz plati:

max d(0; 0) < min d(Os O).

0,.0,e4 0,€4,0,¢

Predpokladejme, Ze chceme objekty O rozdélit na ¢ shlukl, kde 1<c< n.
Mnozinu shlukil 1ze nazvat mnozinu S = {S,..., S.} < P(0), S; < O, pro niz plati:

[c]Sk =0, $$NS;=0 proi#jadcS,cO Vi=1,.,c
k=1



Tyto vztahy lze zapsat v dudlnim vyjadieni:

Zavedeme matici U = (uy).,,, kde u; = u(0)) = 1, jestlize O; €5,
a u; = ul0)) =0, jestlize O; 8.

Pak pozadujeme, aby platilo

Zu[j =1 a O<Zuij <n.

i=1 J=1
Oznac¢me M, mnozinu vSech rozkladii mnoziny S na ¢ shluka, které spliiuji uvedena
pravidla. Tyto rozklady budeme nazyvat c-rozklady mnoziny S.

M~{UEeV,, uze{0,1} Vi, js Du,, =1 Vj; 0<Yu,; <n Vi},
=1 =
kde V., je vektorovy prostor dimenze cn.

Na zakladé nepodobnosti objektli d lze definovat nepodobnost shluki D:
Mg¢jme shluky A = {A4,,..., Ai}, Ai = (Qi1yer, @im) Vi = 1,..., k, B = {By,..., B/},
B; = (bj,..., b;y) Vj = 1,..., t. D musi spliiovat tyto podminky:

D(A, A)=0,
D(A,B) >0,
D(A, B)=D(B, A).

Nejznaméjsi zptsoby vypoctu nepodobnosti shluki jsou:
Metoda nejblizSiho souseda: D(A,B)= min {d(4,, B))}.

A;eA,B;eB

Metoda nejvzdalenéjSiho souseda: D(A, B)= max {d(4;, B)},
€A4,B,eB

1 >=]

D(A, A)=0.
Centroidni metoda: D(A, B)=d(a, b),
kde a je stied shluku A a b je stied shluku B.
et
Metoda primérné nepodobnosti: D(A, B) _1 > d(4;, B).
L))

Na zakladé nepodobnosti objektii a nepodobnosti shlukll se definuji shlukovaci
metody. Tyto metody se déli na dvé zékladni skupiny: hierarchické metody
shlukovani a nehierarchické metody shlukovani.

Hierarchie na mnoziné objektli O je mnozina H c P(0), ktera splnuje:
1) O € H,
2){0;} e H VO, € 0,
3) jestlize A; N A; # &, pak A; — A;nebo 4, c A; VA;, A; eH.

Hierarchické shlukovaci procedury pfifadi mnozin€ objekti O posloupnost jejich
rozkladli Q, Qy,..., Q, | na shluky a zaroven ptitadi kazdému shluku 4 v kazdém
rozkladu realné nezaporné cCislo h(4). Pokud plati: 4 < B = h(A) < h(B), lze



hierarchické shlukovani zobrazit ve tvaru podobnostniho stromu. Piiklad
podobnostniho stromu je na obrazku 2.1.

6 3.6
9 ! E"ﬁ ,
X .
! 7.8
2 5.6 I
p BT

8.6
8
5

7.6

7 6.4
10
0 ; 2 3 1 5 5 7 3 3

Obr. 2.1.

U nehierarchickych metod hledame takovy rozklad mnoZiny O na c¢ shluki
S={S\,..., S;}, nad kterymi by ptedem zvoleny funkciondl kvality rozkladu nabyval
extrémni hodnoty.

Jednou z nejCastéji pouzivanych nehierarchickych metod je optimalizacni
metoda definovana funkcionalem J,, : M. — R,

Jw(U) = Zzuij(Dij)z )
Jj=li=1
kde D; =D({O;}, S;) je nepodobnost shluku {O;} a shluku S; .

Ve vétsingé pripadd se u nehierarchické metody nepodobnost shluki D urci
pomoci centroidni metody. V tomto piipadé lze optimalizacni metodu definovat ve
tvaru: J, : M. x R” > R, vztahem:

Jw(U, v) :Zzuij(d[j)z )
j=1i=1
kde d;=d(0;, v;) je nepodobnost objektu O; a t€zist¢ v, shluku S, Misto t&€ziSt
v = (Vi,..., V¢ ) 1ze uvazovat symbolické reprezentanty shlukt S = {S;,..., S.}.

Iteraéni metodou hledame minimum Jw (U, v) nad M, x R™. Jednou

z nejznamg¢jSich nehierarchickych metod je metoda ISODATA [2].

Vysledkem shlukovani je seznam, v némz je jasné urceno, zda dany objekt patii
do daného shluku ¢i nikoli. Tyto metody rozdéli objekty do piesné definovanych
shlukli. Nevyhoda se projevi naptiklad u dat ve tvaru na obrazku 2.2, kde se stfed S
musi zafadit bud’ do shluku C1 anebo do shluku C2. Tuto nevyhodu klasického
shlukovani 1ze odstranit pomoci fuzzy shlukovani.
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Obr. 2.2

2.2 FUZZY SHLUKOVANI

Fuzzy shlukovani bylo zavedeno J. C. Bezdekem [5], ktery misto piisluSnosti
prvku do shluku ve tvaru wu; =u(0;)e{0,1} zavedl prisluSnost ve tvaru
u;~u{0;)€(0,1) a misto c-rozkladu UeM, zaved] pojem fuzzy-c-rozklad.

Definujeme matici U = (u;).,, kde u; =u,(0;) € {0,1), u; je prisluSnost objektu O;
do shluku §;. Pak pozadujeme, aby platilo:

iuijzl a 0<iu[j<n.
i=1

J=1
Oznacme Mg mnoZinu vSech fuzzy-c-rozkladd, které spliuji uvedena pravidla.
C

My = { UeVe, uy €0,1) Vi, j; > u, =1 V)3 0< D u; <n Vi},

i=1 j=1
kde V., je vektorovy prostor dimenze cn. Plati: M, € My .

Definujeme funkei J, : Mg x R™ — R vztahem: J,(U,v) =" > u(d, j)z , kde dj;
j=1i=1
je centroidni metoda pro nepodobnost shluku {O;} ashluku S; (d; =d(O;, v,) =

VoW e v

vahovy exponent: g€ (1, ).

Itera¢ni metodou hleddme minimum J,(U, v) nad Mg x R™. Algoritmus vypoctu
minima J,(U, v) lze najit napt. v [5].

Parametr ge(1, ©) udava, jak moc ma byt vysledné feseni ,,fuzzy*. Pokud ¢ =" 1,
pak fuzzy-c-rozdéleni U € My, prechazi na c-rozdéleni UeM,, t.J. stavd se mén¢e
Huzzy“ a J(U,v) = J(U,v). Pokud g — oo, pak feSeni U € My se stdva vice

Wfuzzy“: U > (1/€)pe vi &> Y.,0, /n Vi a J,~ 0. Neexistuje zadny teoreticky
k=1
zaklad, jak vhodné zvolit parametr g. Obvykle se voli ¢ = 2.



3 CiL DIZERTACNI PRACE
3.1 NEDOSTATECNOST KLASICKEHO SHLUKOVANI

Objekty, které shlukujeme pomoci klasického shlukovani, jsou popsany pomoci
znakil. Znaky objekti mohou nabyvat tii zakladnich typt:

i) kvantitativni: hodnota znaku vyjadiuje mnozstvi. Nejcastéji je znak tohoto typu
popsan Cislem patficim do spocetné ¢i nespocetné mnoziny U;. Casto U; =R pro
kazdé j=1,..., m a objekty lze zobrazit jako body v prostoru R".

ii) kvalitativni: hodnota znaku je vybrana z kone¢né mnoziny moznych stavl X;.
Hodnoty téchto znak mohou byt i disjunktni intervaly.

iii) binarni: hodnota znaku je vybrana z dvouprvkové mnoziny, kde jeden prvek
znamena, Ze objekt nemd pozadovanou vlastnost a druhy znamend, Ze danou
vlastnost ma. Nejcastéji se tato dvouprvkovd mnozina definuje ve tvaru {0, 1}.

Popis objektu mize obsahovat i kombinaci typa znak i), ii), iii).

Vyse uvedené typy znaka objektu predpokladaji, ze pro dany objekt je tieba
vybrat jednu konkrétni hodnotu. Pokud vybranému znaku zvoleného objektu
piifadime hodnotu, pak dany objekt ve vybraném znaku jizZ nemuze nabyvat dalsi
hodnoty. Znaky objektu a tim i zvoleny objekt jsou piesné definovany a nad t€émito
objekty je definovano shlukovani. Takové objekty budeme nazyvat klasické
objekty a shlukovani nad nimi shlukovani klasickych objekti nebo klasické
shlukovani.

V praxi se Casto vyskytuji objekty, které nelze popsat vyse uvedenymi typy
znakd. Takovy objekt obsahuje znak, jehoz hodnoty nelze piesné definovat (tj.
existuje znak objektu, ktery mize soucasné obsahovat vice hodnot a nebo pro dany
znak existuje ,neurCitost”, ,vagnost“ ve vyjadfeni hodnot tohoto znaku). Pak
klasické shlukovani nelze aplikovat pfimo na takové typy objektd. V klasickém
shlukovani se tento pfipad fesi tim, Ze dané ,,vagni“ hodnoté znaku pfifadime
hodnotu, ktera nejlépe vystihuje dany znak objektu. Vybere se tzv. ,hlavni
hodnota®. Tim, ze z celé ,,vagni“ hodnoty vyberme pouze tuto ,,hlavni hodnotu®,
nebo ze vSech moznych hodnot vybereme pouze jednu hodnotu, ztracime informaci,
ktera je obsazena ve ,,vagnosti“ a ktera mize mit na vysledek shlukovani vliv.

3.2 ZOBECNENI TYPU ZNAKU OBJEKTU

Bylo by vhodné zavést takové typy znakl objektl a shlukovani nad témito
objekty, které by bralo zretel i na tuto ,,vagnost®. Je tedy uzite¢né ,,vagnost* pouzit
pfi popisu hodnot znaku a tim ji zapojit do shlukovaciho procesu. Existuje vice
moznosti, jak ,,vdgnost“ popsat. Protoze ¢lovék dokaze tridit i objekty, popis jejichz
znaki je ,,vagni“, je vhodné vybrat takovy popis ,,vagnosti“ hodnot znak, ktery se
nejvice pfiblizuje lidskému uvazovani. Jak se jiz ukazalo v podobnych oblastech,
kde se snazime nahradit lidsky vliv na feSeni problémd, je vhodné tuto "vagnost"
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popsat pomoci fuzzy mnozin. Takto definované hodnoty znakt objektii, kromé
popisu vagnosti, zobecni hodnoty znak klasickych objekt.

3.3 CIL DIZERTACNI PRACE

Cilem dizerta¢ni prace je zavést vhodnou definici vagné popsanych objektd
pomoci fuzzy mnozin, definovani podobnosti a nepodobnosti téchto objektl
a nasledné rozsifeni zakladnich typt shlukovani na tyto objekty.

Objekty popsané fuzzy mnozinami budu nazyvat fuzzy objekty. Tyto fuzzy
objekty mohou byt popsany také pomoci jazykovych hodnot pfedem definovanych
jazykovych proménnych. Ke shlukovani se vyuziva zobecnéni standardnich
shlukovacich metod, kde se misto podobnosti (nepodobnosti) objektli zavadi pojem
fuzzy podobnosti (fuzzy nepodobnosti) fuzzy objektl a s vyuzitim tohoto pojmu je
definovano shlukovani nad fuzzy objekty. Hlavni ¢ast prace je vénovana riznym
zpusoblim definice fuzzy nepodobnosti a vlastnostem sni spojenym. Fuzzy
nepodobnost v dizertacni praci definuji riznymi zplsoby: s vyuzitim principu
rozsifeni na nepodobnost klasickych objektd, s vyuzitim fuzzy regulatoru, s jehoz
pomoci definuji fuzzy podobnost fuzzy objektll, s vyuzitim postupu pii vybéru
polozky ve fuzzy databazi a zobecnénim fuzzy shlukovani pro fuzzy objekty.

Mou snahou je, aby se proces shlukovani nad ,,vagnimi“ objekty co nejvice
ptiblizil shlukovani chdpanému intuitivné.

11



4 ZVOLENE METODY ZPRACOVANI
4.1 FUZZY OBJEKTY

Definice 4.1

Necht' U, j=1,..., m jsou univerza, které jsou linearnimi prostory a necht’ fx; = (U,
1), j=1,.., m jsou normalni akonvexni fuzzy mnoziny nad univerzem U;
s hodnotami funkce pfislusnosti patficimi do svazu L=({0, 1), min, max, 0, 1). Pak
m-tici fO = (fxi,..., fx,,) budeme nazyvat fuzzy objektem nad univerzy Uj,..., U,.
Fuzzy mnozinu fx; = (U;, 4/;) budeme nazyvat j-tym znakem fuzzy objektu fO.
Mnozinu vSech fuzzy objektli nad univerzy U, Us,,..., U,, ozna¢ime FO(U,, Us,,..., U,)).

Specialnim pripadem je fuzzy objekt, jehoz kazdy znak je jazykovou hodnotou
piedem definované jazykové proménné: Necht je definovdno m jazykovych
proménnych Z; = (Z,, T(Z)), U,, G;, M;). Pak definujeme fuzzy objekt fO = (fXi,...,
fXn), kde fX; je jazykova hodnota jazykové proménné Z; ( fX; € T(Z;)), pro kterou
plati M,(fX)) = fx; a fx; je normalni a konvexni fuzzy mnoziny pro j=1,...,m a

pokladame M(fO) = (M,(fX}), Ma(fX2),..., Mu(f X)) = (fx1, fxaseens fm).

Mnozinu # fuzzy objektl oznacime fO = (O, fO,,..., fO,), kde h-ty fuzzy objekt
je definovan fO), = (fxp1,.--, fXmm), k-ty znak h-tého fuzzy objektu:
o = (U, i), e U >0, 1) h=1,...,n, k= 1,...,m je normalni a konvexni
fuzzy mnozina.

Takto definované fuzzy objekty budeme shlukovat. U shlukovacich metod se
vyuziva porovnani nepodobnosti objektli a hleda se nejmensi nepodobnost. Protoze
nepodobnost fuzzy objektd bude ve tvaru fuzzy mnoziny, je potieba pro fuzzy
mnoziny definovat uspotadani. Necht' 4=(U, u, ), B=(U, up ) jsou fuzzy mnoziny.
Pak definujeme: Av B = (U, typ),

Havp(z)= sup {min{ wy(a), up(b)}}

z=max{a,b}

a polozime A < B < AvB = B a dale polozime 4 <B< A<B a A # B. Pokud
Av B # B azaroven Av B # A, fuzzy mnoziny 4, B se nazyvaji neporovnatelné .

Ve shlukovani je diilezity pojem podobnosti a nepodobnosti objektd d. Pro fuzzy
objekty fO, = (fXn1s--os fXim) @ fO= (fXs15--., fXon) Zavedeme pojmy fuzzy podobnost a
fuzzy nepodobnost fuzzy objektu.

Definice 4.2
Necht' fO,=(fxn1, X12se-es fXrm) & fO=(fxs1, X525y fXsm) jsou fuzzy objekty. Pak
zobrazeni fI1: FO(U,,U,,...,U,)xFO(U,U,,...,U,,) > F(R), které spliuje:
fI1(r0,, fO,) > 0,
fH(th, fOs) = fH(fOS’ th)’
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kde 0={(0, 1)} se uvazuje jako jednoprvkova fuzzy mnozina obsahujici prvek 0 se
stupném prislusnosti 1 a < je castecné usporadani na mnoziné fuzzy mnozin F(R),
nazveme fuzzy podobnost fuzzy objektt. fI1(f0,, fO,) = (R, 1"').,) je fuzzy mnoZina
nad univerzem R.

Pokud jsou fuzzy objekty fO,, fO, definované pomoci jazykovych hodnot, pak
definujeme fT1(f0;, fO,) = fTIM(f0,), M(f0,)) = (R, 1"'1,).

Definice 4.3
Necht' fO, = (FXn1y--es fXnm) @ fO= (fXg1,.--, fXan) jsOou fuzzy objekty. Pak zobrazeni
fd: FO(U,,U,,...,U,)xFO(U,,U,,...,U,) > F(R), které spliuje:
0 c 1d(fOs, fOy),
fd(fO,, fO;) = 0,
fd(f0,, fO;) = 1d(fO;, fO,),
kde 0={(0, 1)} a < je castecné uspotradani na mnoziné fuzzy mnozin F(R), nazveme
fuzzy nepodobnost fuzzy objekti. fd(fO,, fO,) = (R, 1)) je fuzzy mnoZina nad
univerzem R.
Pokud jsou fuzzy objekty fO,, fO, definované pomoci jazykovych hodnot, pak
definujeme fd(fO,, fO,) = fd(M(fO,), M(fO,)) = (R, 1/*},,).

Pro fuzzy objekty lze klast i jiné pozadavky na fuzzy nepodobnost. Jednd se
hlavné o modifikaci prvniho pozadavku: 0 < fd(fO,, fO,). Tento pozadavek lze
zeslabit: 119, ,(0) > 1%, (x) VxeR, coz je ekvivalentni s 1), ,(0) = Hgt(fd(fO,, fO,)).
Ze se jedna o nepodobnost, Ize také vyjadit ve tvaru: fd(fO,, fO,) < td(fO,, fO,)
nebo ve slabSim pozadavku: fd(fO,, fO,)<fd(fO,, fO;) nebo fd(fO;, fO,)<fd(fO,, fO;).

4.2 SHLUKY FUZZY OBJEKTU

Méjme n fuzzy objekth fO={f0,,..., fO,}, h-ty objekt fO,=(fxu1,..., fxnn), kde fx;; je
normalni a konvexni fuzzy mnozina: fx, = (U, £/); ) pro vSechna h = 1,.., n
aj=1,..., m. Fuzzy nepodobnost objekti fO, a fO, oznacime fd(fO,, fO, ) = (R,
1,.). Takto definované fuzzy objekty se snazime rozdglit do shluki.

Definice 4.4
Shlukem fuzzy objektli nazveme takovou podmnozinu 4 mnoziny fuzzy objekta

SO, pro niz plati: max fd(fO0, f0)< min fd(fO,, fO))

JO;. f0;e4 fOL €A, fO,24

Predpokladejme, Zze chceme fuzzy objekty fO rozdélit na ¢ shlukil, kde 1<c<n.
Mnozinu shluki fuzzy objekti oznacime S = {Si,..., S.} < P{f0O), S; c fO, a

pozadujeme : [c]Sk =f0, SSNS;=Dproi#ja DcS,cfO Vi=1,.,c.
k=1
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Tyto vlastnosti lze opét vyjadrit ve tvaru:

Zavedeme matici U = (uy) ., kde u; = u(fO,) = 1, jestlize fO; €S,
a u; = u(fO;) =0, jestlize fO; ¢S .

Pak pozadujeme, aby platilo

C

u.=1 a 0< ) u. <n.
ij ij

i=1 Jj=1
Oznac¢me M, mnozinu vSech c-rozklada, které spliuji uvedena pravidla.

M~{UEVe, u;€{0,1} Vi, j; D u; =1 Vj; 0< Y u, <n Vi},
=1 =1
kde V., je vektorovy prostor dimenze cn.

Na zakladé nepodobnosti objektii fd lze opét definovat fuzzy nepodobnost
shluku fD

Definice 4.5
M¢éjme shluky fuzzy objektd fA = {f4,, f4,,..., fA:}, 1B = {/B1, fBa,..., [B;}, kde
fAi efOVi=1,.,kafB; €fO Vj=1,.., t. fD musi spliiovat tyto podminky :
0 c fD(fA, fA),
fD(fA, fB) > 0,
fD(fA, fB) = fD(fB, fA),
kde 0={(0, 1)} a <je Castecné usporadani na mnozin¢ fuzzy mnozin F(R) .

Definice 4.6
Necht’ fO,..., fO, kde fO; = (fxu,..., fxim), fxy = (U, 1) jsou fuzzy objekty.
Pak tézistém fuzzy objekta fO,, fO,,..., fO, rozumime objekt fT = (ft1, ft2,-.., ftm),

kde fi; = (Uj, ), t; (z) = sup  {min{ 1" ,(x1), £'o(X2),.., 1i(x0)}}-

X1 +X2 +...+.Xk
== %
k

Véta 4.7
Necht' U;,U,,...,U,, jsou linearni prostory a necht’ fO,..., fO,, kde fO, = (fx;,...,
K
Sim), = (Uy, 1), jsou fuzzy objekty, ae(0, 1) a h(xy,..., xk)=%2xl. . Pak tézistém
i=1

fuzzy objektl fO,,..., fO; je fuzzy objekt (fTe FO(U,,...,U,)) a plati fT=(ft,..., ft.),
kde (ft))a= A((X1)cs---» (fXi)e). Pokud jsou navic (fx;), uzaviené intervaly Vi =1,...,k,

k
pak (f#)), je uzavieny interval a (ftj)a=%z (i)
i=1

S vyuzitim fuzzy nepodobnosti fd lze definovat nepodobnost shlukii fA, fB,
obsahujicich fuzzy objekty, podobné¢ jak se definuje D pomoci nepodobnosti d:
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Metoda nejblizSiho souseda: fD(fA, {B) = rEin . {fd(f4,, /1B))}.

A;€A, B,
Metoda nejvzdalenéjSiho souseda: fD(fA, fB)=A max {fd(f4;, /B))} a
fD(fA, fA) = 0.
Centroidni metoda: fD(fA, {B) = fd(fa, tb),
kde fa je tézisté fuzzy objektli shluku fA a fb je téziste€ fuzzy objekta shluku B.
Jet
Metoda primérné nepodobnosti: fD(fA, fB) = it > fd(f4,, /B)).
(.))

4.3 FUZZY HIERARCHICKE SHLUKOVANI

Pomoci rozsifeni operaci nutnych pro hierarchické shlukovani lze definovat
hierarchickou metodu pro fuzzy objekty. Misto nepodobnosti shlukii pouZijeme
fuzzy nepodobnost, porovnani realnych ¢isel nahradime porovnanim fuzzy mnozin.
Postup hierarchické metody ptitom zlstava zachovan.

Definice 4.8

Hierarchie na mnozin¢ fuzzy objektd fO je mnozina H c P(fO), ktera splnuje:
1)fO € H,
2) {fO;} € H VfO; € fO,
3) jestlize A;, N 4; # D, pak A, c A;nebo A; c A; VA, 4; € H.

Fuzzy hierarchicka aglomerativni shlukovaci procedura piifadi mnoziné fuzzy
objektd fO posloupnost jejich rozkladi Qg, Qy,..., Q,. na shluky a zaroven priradi
kazdému shluku 4 v kazdém rozkladu fuzzy mnozinu h(4) = ( Ry, 1) takto:

1) Prvni krok procedury tvofi rozklad €2y mnoZiny fO na jeji jednotlivé fuzzy
objekty, které povazujeme za jednoprvkové shluky 4y, = {fO;}. Tedy Q, = {4,
Ao2s..., Ao } akazdému jednoprvkovému shluku A4, se pfifadi fuzzy mnozina
h(Ao)=(R'o, 1) = {(0,1)}.

2)V i-tém kroku procedury (0< i < n-2) je Q; = {4;1, Ai»,..., A;ni}. Na zaklade
nepodobnosti shlukli fD vybereme jedinou dvojici shlukl (4;,, 4;,), pro niz je
hodnota koeficientu nepodobnosti fD minimalni. Necht fD(4, ,, 4;,)=(Ro, 1/*:1).
Nasledujici rozklad Q. = {411, Ais125ee» Aiv1ni1) ziskdme tak, ze vSechny
shluky s vyjimkou shlukt 4;, a 4;, prechazeji z i-tého do (i+1)-niho rozkladu
nezménény a se sjednocenim A4;,JA;, = A;.1; tvofi shluky (i+1)-niho rozkladu.
Pfitom definujeme h(4;,1,) = (R, 1/*1).

3) V poslednim kroku procedury jsou vSechny shluky sjednoceny v jediny shluk
a pro rozklad Q,; plati: Q,.= {4,.1.1 }=f0, pticemz h(A4,.1,)= (R+0,,uA 1)

Fuzzy mnoziny (R, yAO), (R, ,uAl),..., (R, ,uA,Z_l) definuji shlukovaci hladiny

prislusejici rozkladiim Q, Q,..., Q,.; .
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4.4 FUZZY NEHIERARCHICKE SHLUKOVANI

U nehierarchickych metod zobecnime zvoleny funkciondl kvality rozkladu a
metodu rozkladu pro fuzzy objekty. Tento funkcional budeme uvazovat ve tvaru,
v jakém je definovan pro optimaliza¢ni metodu: J, : M, = R’ a také v jeho
specidlnim tvaru: J,: M, x R” = R”, kdy D,=D({0;}, S;) je centroidni metoda pro
nepodobnost shluk.

Definice 4.9
Necht' fO jsou fuzzy objekty. Definujeme funkcional nehierarchické shlukovaci
metody pro fuzzy objekty fJ,,: M. — F(R) vztahem:
I, (U)= Z Z U (fDU )2 s
j=li=1

kde /D= fD({/0;}, S;) je fuzzy nepodobnost shluku {fO;} a shluku S;

Pokud za fD zvolime centroidni metodu, dostaneme nésledujici tvar:
Ozna¢me fv = (fvy,..., fv,), kde fv; je fuzzy t¢Zisté shluku S; : fv;, =(fv;1, fVjo,..., fVim),
S = (U, t'y). Pak definujme zobrazeni fJ,: M, x (FO(U.,U,,...,U,))* — F(R)

vztahem: fI(U, fv) =3 > u, (fd; )*, afdy, = fd(fO, fv,) je fuzzy nepodobnost fuzzy

j=1i=1

objektu fO; a fuzzy tézisté fv; shluku S,
Itera¢ni metodou hleddime minimum £J,(U,v) nad M x(FO(U,,Us,...,U,))".

Algoritmus fuzzy nehierarchické metody:

1) V pocatecnim kroku urcime Cislo ¢ (pocet shlukil). Zvolime pocatecni rozklad
mnoziny fuzzy objektl fO na c shlukd Q, = {Si,..., So.} a vypocitame ke

2) Necht v k-tém kroku mame rozklad mnoziny objektd fO na c shlukl: Q= {Sj,...,
Sie} a v = (kal,..., kac). Pak nasledujici rozklad mnoziny objektd fO na ¢
shlukt: Q1 ={Si:1.1..., Sk-1.} Vytvorime tak, aby pro kazdy fuzzy objekt fO,efO

......

vy k+1

j.

3) Porovname rozklady Q;a Q.. Nastane jedna ze dvou situaci:
a) Existuje takova podmnozina Sy , rozkladu € pro niz plati: Sy, # Sk1,; pro
j=1,2,.., c. Pak ptejdeme ke kroku 2.

b) Neexistuje takova podmnoZina Sy, rozkladu Q; pro niZ plati: Sy, # Si1, pro

j=1, 2,.., c. Pak rozklady €); a Q. jsou tvoieny tymiz podmnoZinami
a ukon¢ime shlukovaci proces. Rozklad: Q, = {Sii,...., Sk.} je vyslednym
rozkladem a podmnoziny S 1,..., Sk, jsou vyslednymi shluky.
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5 HLAVNI VYSLEDKY PRACE

Abychom mohli provést fuzzy shlukovani, je potfeba definovat fuzzy
nepodobnost fuzzy objekti. Nabizeji se nasledujici moznosti:
a) pomoci fuzzy regulatoru definujeme fuzzy podobnostni reguldtor a jeho pomoci
ur¢ime podobnost fuzzy objektl
b) pomoci principu rozsifeni zobecnime nepodobnost klasickych objekti na fuzzy
objekty.
¢) pomoci vztaht pro vybér polozek ve fuzzy databazi, kde polozku ve fuzzy
databazi a dotaz povazujeme za fuzzy objekty.

Déle se pokusime pomoci principu rozsifeni zobecnit fuzzy shlukovani

definované Bezdekem [5] pro fuzzy objekty.

5.1 DEFINICE NEPODOBNOSTI FUZZY OBJEKTU POMOCI FUZZY
REGULATORU

Fuzzy regulator urcujici podobnost fuzzy objekti budeme nazyvat fuzzy
podobnostni regulator.

Definice 5.1

Fuzzy podobnostni regulator je regulatorem typu P: u = R(e) nésledujiciho
tvaru:
Vektor vstupnich proménnych definujeme ve tvaru:(Z;. 2,,..., Z,,, Z\, Z»,..., Z,,), kde
Z,= (2, T(Z), U, G, M)), j=1,...,m.
Vystupni proménnou definujeme ve tvaru: V= (V, T(V), U, G, M), kde T(V) = {v,,
v,}, vi-nepodobné, v,-podobné, M(v)=V=(U, 1), M(v,)=V,=(U, 4,) a necht’ pro
tyto dvé jazykové hodnoty plati: V| < V5.
Pro tento fuzzy regulator zavadime pravidla typt (a) a (b).
Pravidla typu (a):
R = jestlize z;, je ZUP,c azyje ZUP,c pak v = v,, VZU/,k e T(Z), Vjel,...,m;

kde z, z; €U;a veU. Podet pravidel typu (a) je Pa = Z‘T (Z, )‘ :
j=1
Pravidla typu (b):
RN = jestlize z, je Zy p @zyle Zj o pak v = v, VZ, 2y € T(Zy,

Z[’Jj,k,;tZ{}j’k, Vjel,...m, kde z,, z; €U, a veU. Pocet pravidel typu (b):

Pb = ZZQT(Z rez)H-1))

Fuzzy podobnostni regulator uvazujeme jako vyrok: R = R," jinak...., jinak Rp,"
jinak R," jinak,..., jinak Rpy’ .

Takto definovany fuzzy podobnostni regulator ozna¢ime FPR.
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Necht' fO;, = (FXn1,es fXpm)s fOs = (fXs15e-er fXsm) jsOu fuzzy objekty, které chceme
porovnavat. Vstup do regulatoru bude dvojice fuzzy objektt: (O, fO,) = (fxut,...,
Shms fXstsees fXgm) @ necht FPR(fO,, fO;) je reakce fuzzy podobnostniho regulatoru
(FPR ) na tento vstup. FPR(fO,, fO;) je fuzzy mnoZina nad univerzem U.

Definice 5.2
Necht U ¢ R, Pak definujme fuzzy podobnost fuzzy objektli vztahem:
fI1(f0,, fO,) = FPR(fO,, fOy).

Véta 5.3
fI1(O,, fO;) splituje podminky pro fuzzy podobnost.

Nyni se pokusime definovat fuzzy nepodobnost. Pro definici nepodobnosti
predpokladame U =(0, 1), V,V; jsou konvexni fuzzy mnoziny splijici:V; < V3,
1(0)=1 a unr(1)=1. FPR(fO,, fO, ) je fuzzy mnozina nad univerzem (0, 1):
FPR(fO,, fO, )= ({0, 1), t/™,.,). Fuzzy nepodobnost pomoci fuzzy regulatoru lze
definovat riiznymi zpUsoby.

Definice 5.4
Definujme fuzzy nepodobnost fuzzy objekti fO,, fO; ve tvaru:
£d(f0;, O, =1~ FPR(f0, fO, ),
kde 1 = {(1,1)}je jednoprvkova fuzzy mnozina obsahujici prvek 1 s piislusnosti 1.

Véta 5.5
Nepodobnost fuzzy objektt fd(fO,, fO; ) = 1 — FPR(fO,, fO; ) splituje pravidla pro
fuzzy nepodobnost ve tvaru:
a) /",4(0) = Het(fd(fO;, fO1)),
b) 1d(fO,, fO,) 2 0,
¢) fd(f0;, fO;) = fd(fO;, 1O,),
kde 0={(0, 1)}, 1={(1, 1)} a <je Castecné usporadani na F(R).

Definice 5.6

Necht' pro vystupni jazykové hodnoty v;, v, (kromé¢ U =0, 1), ViV, jsou
konvexni fuzzy mnoziny splnujici:V; < V,, 11(0) =1 a wy»(1)=1.) navic plati
Ly1(0.5)=0 a ,(0.5)=0. Pak lze definovat fuzzy nepodobnost fuzzy objekti
zpusobem fd(fO,, fO;) = com(FPR(fO,, fOy)), kde com(A) znamena doplnék fuzzy
mnoziny.

Véta 5.7

Nepodobnost fuzzy objektt fd(fO,, fO;) = com(FPR(fO,, fO;)) spliuje pravidla
pro fuzzy nepodobnost ve tvaru:
a) fd(fO,, fO,) < fd(fO,, fO; ) nebo fd(fO;, fO;) < fd(fO,, fO;),
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b) fd(f0,, fO;) 2 0,
C) fd(th,fOS) = fd(fOs, fO/’l)D
kde 0={(0, 1)} a <je Castecné usporadani na mnozin¢ F(R).

Poznamka

Necht’ pro v; a v, a pro xeU=(0, 1) plati 11(x) = w»(1-x). FPR(fO,, fO;) lze
vyjadtit ve tvaru: FPR(fO,, fO,) = (V", ") U(V™, A1), kde (V™, N5) je fuzzy
mnozina nad univerzem U, kterd popisuje vliv pravidel typu (a) na vstup (fO,, fO,) a
(V"™, n NVy) popisuje vliv pravidel typu (b). Necht Hgt(V™,) = V', a Hgt(V",) =
V',. Z definice fTI(fO,, fO,) = FPR(fO,, fO,) lze fici, ze dva fuzzy objekty jsou
podobné, pokud V™, > V", a nepodobné, pokud V'*, < I',. Tedy o ptifazeni nebo
neptifazeni objektd do téhoz shluku lze rozhodnout jiz na zakladé porovndni pouze
téchto dvou objektii a nepotiebuji jejich podobnost (nepodobnost) porovnavat s
podobnosti (nepodobnosti) jinych dvojic objektd. Protoze defuz(fl1(fO,, fO,))e(0,
1), je prirozené definovat, ze dva fuzzy objekty jsou podobné, pokud defuz(fI1(fO,,
10,))€(0.5, 1) a nepodobné, pokud defuz(fT1(fO,, fO,))e (0, 0.5).

Podobnym zptisobem lze tento vztah definovat i pro nepodobnost: fuzzy objekty
jsou podobné, pokud defuz(fd(fO,, fO;))€(0, 0.5) a nepodobné, pokud defuz(fd(fO,,
10,))e(0.5, 1). Tedy pomoci této podobnosti (nepodobnosti) lze definovat
,,pocatecni* usporadani do shlukt a tim i urcit pocet shluku.

Algoritmus

Necht' fO je mnozina objektd a necht U=(0, 1) a pro v, a v, na U plati
L (x) = wyn(1—-x). Necht nepodobnost fuzzy objektd je definovana Cislem
defuzz(fd(fO,, fOy)), kde defuzz je libovolna defuzikaéni metoda

1) Zvolime typ nepodobnosti shluku {f4} a shluku S = (f4,,..., f4;).

2) Vybereme libovolny objekt z mnoziny fO jako zaklad prvniho shluku.

3) Vybereme dalsi objekt z mnoziny fO a porovname ho se shlukem (shluky). Pokud
je nepodobnost (ve tvaru defuz(fd(fO,, fO,)) z predchazejici poznamky) mensi nez
0.5 pro né¢jaky shluk, objekt ptitadime do shluku, se kterym ma nejmensi
nepodobnost. Pokud je tato nepodobnost vybraného objektu vétsi rovno nez 0.5
pro vSechny shluky, pak tento objekt polozime jako zéklad nového shluku.

4) Je fO prazdna mnozina ? ano — konec

ne — krok 3)

Toto shlukovani ma nevyhodu v tom, ze tvar a pocet shluki zavisi na typu
nepodobnosti objektu a shluku. Pro nékteré typy nepodobnosti bude také zalezet na
potadi vybéru z mnoziny fO. Proto je vhodné toto shlukovéni brat jako pocatecni
rozklad mnoZiny fO na shluky a tento rozklad povazovat za zaklad pro dalsi typ
shlukovani.
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5.2 DEFINICE NEPODOBNOSTI FUZZY OBJEKTU POMOCI
PRINCIPU ROZSIRENI

Definice 5.8
Necht' fO,, fO, jsou fuzzy objekty (YO, = (Fxu1se-.r fXim) fO=(fXs1se.ny fXsm), kde
Soi=U;, ) a frg = (U, (') jsou normalni konvexni fuzzy mnoziny). Pak
definujeme fuzzy nepodobnost fd: FO(U,,...,U,)xFO(U,,...,.U,) — F(R) fuzzy
objekti fO,, fO, vztahem: fd(fO,, O,) = (R, 1/*},,),
@)= sup  {min{ g (n)oeeer LX)y L1t seeer Loen(Xem)}

2=d(0,.0,)
= 0  jinak,
kde d(O,, O,) je nepodobnost klasickych objektli O,=(x)1,....x1m), O=(Xs1,--sXsm)-

Véta 5.9
Necht' d je nepodobnost klasickych objektd. Pak fd definovana vyse spliuje
podminky nepodobnosti fuzzy objekta ve tvaru:
a) 0 c fd(fO,, fO,),
b) 1d(fO,, fO;) 2 0,
¢) fd(f0,, fO;) = £d(fO;, 1O, ),
kde 0={(0, 1)} a <je Castecné uspotradani na mnozin¢ fuzzy mnozin F(R).

Véta 5.10

Necht’ nepodobnost d: (U;x...xU,)x(U;x...xU,,)—>R je spojité zobrazeni, ae(0,
1), fO,, fO; jsou fuzzy objekty. Pak (fd(fO,, 1Oy)),. = d((fOn)w, (fOy)o) = {z; z = d(x,
y): X€ (th)aa ye (fOs)a}-

Véta 5.11
Necht O, = (Xu1,-., Xim)> Os = (Xs1,.--, Xsm) jSOu klasické objekty. Pak fd(O,, O,) =
={(d(Oy, Oy),1)}.

Z véty 5.11 je ziejmé, Ze nahradime-li fuzzy objekty klasickymi objekty, fuzzy
nepodobnost fd ptejde v nepodobnost d.

Véta 5.12

Necht' d je spojita funkce a fO,, fO, jsou fuzzy objekty. Pak fd(fO,, fO;) je
normalni fuzzy mnozina nad univerzem R. Pokud navic plati (fx;).=(ay, ap),
(fxg)a=(bj1, bp) Yae(0, 1), kde a;1, a, bj1, bpe R, pak fd(fO,, fO;) je konvexni fuzzy
mnozina.
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5.3 DEFINICE NEPODOBNOSTI FUZZY OBJEKTU S VYUZITIiM
VYHLEDAVANI POLOZEK VE FUZZY DATABAZI

Pti vyhledavani ve fuzzy databazi lze povazovat jak polozky této databaze tak i
dotaz (na zdkladé¢ kterého se vybira z fuzzy databaze) za fuzzy objekty. Pfi
prohledavani fuzzy databaze porovnavame dotaz s polozkami a vybirame takové
polozky, jejichz ,,shoda®“ s dotazem je co nejvétsi. Tuto shodu lze definovat riiznym
zpusobem.

Shodu dotazu D=(d,,..., d,,) a polozky databaze P=(p;,..., p,,) oznatme S(P, D).
S(P, D) Ize napfiklad definovat ve tvaru: S(P, D) = min (V; w;), kde V; je vysledek

1,...m

z porovnani i-tého znaku dotazu D a polozky P napftiklad: V; = Hgt(d; mp;) nebo V;
= Vol(d; np;)/Vol(d;) (Vol = obsah plochy ) a w; € (0, 1) je vaha znaku i.

Definice 5.13
Definujme fuzzy podobnost fuzzy objekti na zakladé fuzzy databaze ve tvaru:

fT1(P, D)=S(P,D).

Véta 5.14
fI1 definované ve tvaru fI1(P,D) = S(P,D) spliiuje podminky podobnosti.

Definice 5.15
Necht' P, D jsou fuzzy objekty. Pak definujeme nepodobnost fuzzy objekti P a D
ve tvaru fd(P, D) = 1-S(P, D).

Véta 5.16
Nepodobnost fuzzy objekta fd(P, D) = 1-S(P, D), spliuje podminky
nepodobnosti fuzzy objektl ve tvaru:
1) fd(P, P)=0,
2)fd(P, D) >0,
3) fd(P, D) = fd(D, P).

5.4 PRIKLAD SHLUKOVANI FUZZY OBJEKTU

Uvedeme ptiklad demonstrujici shlukovani fuzzy objektl. Zvolme n = 10, m = 2.
Necht fuzzy objekty jsou ve tvaru: fO = (C, C,, S,', S, Syl, Syz), kde kazda slozka
objektu ma funkci pfislusnosti ve tvaru :
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-(x-C,)? -(x-C,)?

Uix)=e 25; prox<Cy a ui(x)=¢e 255 pro x > C,,

-(y-C,)* ~(y-C,)?
1 2

pa=e 7 proy<Cy a gh)=e ' proy>GC,

kde

10, = (10,19,1.7,0.9,2.9,0.3), fO, = (20,23,1.3,1.7,2.1, 1.8),
105 = (22,16,1.4,0.9,0.2,2.7), 1O, = (10,12,2.5,0.3, 1.1, 2.1),
fO0s = (20, 11,1.9,0.9,2.4,0.4), fOs = (16,25,0.7,1.8,2.4,0.3),
10, = (14,10,0.1,2.7,13,1.7), fOs = ( 7, 9,0.7,1.2,0.4,2.5),
10y = (15, 6,0.5,2.8,0.3,2.1), fO0= (23, 8,2.9,0.3,2.3,0.5).

Napf. fO5=(fx31, fx32), kde

—(x=22)° —(x=22)?
2(1.4 2(0.9
o3 = (R, (31), hs1(x)= e (-4 prox <22 a i'3(x)= e 2 pro x > 22
-(y-16) -(y-16)
2(0.2) 2(2.7)

S =R, i), Kny)=e proy<16aus5(y)=e proy > 16

Pro nézornéjsi zobrazeni fuzzy objekti budeme fuzzy objekt fO; j=1,...10 uvaZovat
ne jako dvé fuzzy mnoziny nad univerzem R, ale jako fuzzy mnoZinu nad univerzem
RxR ve tvaru fO; = (RxR, min{z/;1(x), 1/ »(»)}). Pak lze fuzzy objekty zobrazit v
prostoru R’ (obrazek 5.1.).
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Tyto fuzzy objekty budeme shlukovat fuzzy nehierarchickou metodou pro

fI1,(U,v) = ZZuU (dl.j )?, kde d;=1ds(fO;, fv)) je nepodobnost fuzzy objektd

] =1i=1

Vv e v

shluku §..

Zvolme ¢ = 3 apoééteém’ Shhlky Sl = {fO],fOz, f03,f04, f05} S2 = {f06, f07,
fO0s}, S5 = { fO, fOy4}. Po 6-ti iteracich dostaneme vysledné shluky S, = {fO,, fOs,
JO6, 100}, S2 = {fOs, 105, fO10}, S3={fO1, fO4, fOs} .

Pokud wuvazujeme pouze jadra fuzzy mnoZin popisujici znaky objektl
(tj. nebereme v uvahu ,,vagnost® fuzzy objektll), dostaneme klasické objekty se
znaky: O, =(10,19), 0,=(20,23), O;=(22,16), O,=(10,12), Os=(20,11),

0s=1(16,25), O;=(14,10), Os=( 7, 9 ), Og=(15,20), O1p=(23, 8).

A pokud tyto objekty shlukujeme nehierarchickou shlukovaci metodou pro
klasické objekty se stejnymi parametry, dostaneme pro ¢=3 shluky ve tvaru S; =
{01, 02, 06, 09}, Szz{03, 05, 010}, S3 = { 04, 07, Og} P11 porovnéni teéchto
vysledki s obrazkem Ize tvrdit, Ze shluky vytvofené pomoci fuzzy objektli 1épe
vystihuji strukturu zobrazenych objekti.

5.5 ROZSIRENI FUZZY SHLUKOVANI PRO FUZZY OBJEKTY

Fuzzy shlukovani definované J.C.Bezdekem se nyni pokusime rozsifit i pro fuzzy
objekty a soucasné zobecnime ptislusnost objektu do shluku.

Definice 5.17

Méjme n fuzzy objektd fO=1{f0,, fO,,..., fO,}, j-ty objekt fO=(fx;,..., fx;,) kde
Se=(R, ;) je normalni konvexni fuzzy mnozina pro vSechna j = 1,2,..., n a
k=1,2,..., m. Misto fuzzy-c-rozkladu UeMy, (definované pro klasické objekty)
definujeme pro fuzzy objekty fuzzy c-rozklad ve tvaru: fU = (fu;).,, kde fu; je
konvexni a normalni fuzzy mnoZina popisujici pfislusnost objektu fO; do shluku S;.
fuy = (0,1), ") pro kazdé i=1,2,..., ¢, j=1,2,..., n

Oznatme FO(M;) mnozinu vSech fuzzy-c-rozkladi fuzzy objektia. Pak
pozadujeme, aby pro kazdé i=1,2,..., ¢, j=1,2,..., n platilo:

0<fu;<1,

1 gifuy,
i=1

n
0< quy <n,
=1

kde 0= {(0, 1)}, 1 ={(1, 1)}, n = {(n, 1)} jsou jednoprvkové fuzzy mnoziny a <, <
je usporadani na mnoziné fuzzy mnozin F(R).
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Dale ozna¢me (FO(R™))" mnozinu vSech c-tic v = (fvy,..., fv.), kde fv; = (fv,
Pizgeers Vim)s Vi = (R, 'y) je normdlni a konvexni fuzzy mnoZina. (FO(R™))

Vv e w

Zvolme nepodobnost klasickych objektii d, ktera je definovana pomoci né¢jakého
skalarniho soudinu a definujme funkci fl;: FOM)x(FOR"™))° — F(R) ve tvaru:
fJ,(fU,tv) = (R, 1),

@(z)y= sup min{ (o), () Lai), i=1e0ns j= 1t k=1,m ),

z=J,(U.v)

kde J(U,v) => > u/l (a’ij)2 , UeM,, d;; je nepodobnost objektu O; a t&Zisté shluku S;

Jj=li=1
a g je vahovy exponent g €(1,).

Pomoci iteraniho procesu z fuzzy shlukovani hleddme minimum fJ,(fU,fv) nad
FOM;)x(FOR™)). Definujeme: fU = (fuy), fu; = ((0,1),4/*), kde pro z > 0 je
/juij(z) = sup min {/fjk(xjk)s /uvik(vik)’ i=13-°-a0;j=1"“an; kzla-“am }a

2/(g-1)
2(0, O,,..., O,, v) = 1 Z[ ”} , kde d; = d(0;, vi) > 0 a pro z = 0 je

k=1 kj

;f”U(O) = sup  min {#(xp), 4a(vir), i=1,...c; j=1,..m5 k=1,...m };
0,.0,....0, v,
0=d(0,.v,)

Déale definujme fv=(fv,..., .), ;= i,., i), =R, 'y), kde
wi(z) = sup min {2 5 (xp), 1'5(uy), j=1,....n} i=1,....c; k=1,...ma

Z=h(Xp1 X s X ;)

n n
F(X 1 kyeeey Xk Ui) =D (u ) X ji > (u )!, u; = i-ty fadek matice Ue Mg..
= =

Algoritmus
Oznaceni: #t4 iterace: fU' = (fu;"), fu,' = ((0,1),1";).
1) Zvolime ¢, 1< ¢ < n, fuzzy nepodobnost objektli fd, vahu ge (1,0), € > 0 a
pocatecni rozdéleni fU'e F(My,). Polozime =0.
vztahd.
3) Vypoéteme fU"" podle vyse uvedenych vztahi.
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4) Porovname fU" a fU""". Jestlize [fU"" — fU'| < € — konec, jinak ¢ =t +1 — krok 2),
kde |fU"'— fU'| piedstavuje vzdalenost mezi maticemi € F(My). Tuto vzdalenost
lze naptiklad definovat vztahem

IfU*! - fU'| = max | defuz(fu; ") — defuz(fie;) |,
kde fU® = (fu;") a defuz(fu;’) je defuzikacni hodnota fuzzy mnoziny fu,;"=((0,1),

/quS), S=1, t+1.
Algoritmus generuje posloupnost: {( fU°, fv°), (fU', f'),...., (fU", i), ...}

Véta 5.18

Necht (fU', fv') splituje podminky pro fuzzy c-rozklad fuzzy objekt. Pak fU™'
definované predchazejicim algoritmem také spliiuje pravidla pro fuzzy c-rozklad
fuzzy objekti:
a)0 Sfu,'jﬁ1 <1,

b) 1 nguijtﬂ ’
i=1

n
c)0< qu,.jt+1 <n,
=

kde 0={(0, 1)}, 1={(1, 1)}, n={(n, 1)} jsou jednoprvkové fuzzy mnozZiny a <, < je
castecné usporadani na mnoziné fuzzy mnozin F(R).

S vyuzitim algoritmu fuzzy shlukovani dostaneme rozklad fuzzy objektd do
shlukti, kde prislusnost fuzzy objektu do shluku bude popsana pomoci fuzzy
mnoziny nad univerzem (0, 1).

5.6 PRIKLAD FUZZY SHLUKOVANI PRO FUZZY OBJEKTY
Zvolme n = 10, m = 2. Necht” fuzzy objekty jsou ve tvaru fO = (C, ,C, .Sy, Sy) a
kazda slozka objektu ma funkci pfislusnosti ve tvaru :
—(x-C,)? —(y—Cy)2

i) =e 0 =e ¥
f0,=(10, 6, 0.5, 1), fO,=(15, 15, 2, 0.8), fO5=(26,7,2, 1), fO~(7, 11, 0.7,0.4),

105=(8, 25, 2,1), f0s=(16 .9, 0.9, 0.7), fO=(1, 23, 1, 2), fOs=(25, 21, 2, 0.4),
10,=(18 ,6, 0.6, 0.7), f01,=(5, 28, 1, 0.5).

y
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Fuzzy objekty lze opét zobrazit v R’ (obrazek 5.2.).

Obr. 5.2

Po 3. iteracnich krocich jsou prislusnosti fuzzy objektd do shluka ve tvaru
(obr. 5.3).
shluk 1. shluk 2. shluk 3.
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6 ZAVER
se rozsifit moznosti, které pro feSeni problému tfidéni mnozin objektl poskytuje
teorie fuzzy mnozin a teorie shlukovani. Zavedenim pojmu fuzzy objekt
a rozSifenim klasickych shlukovacich metod se otvira moznost pro zpracovani dat
z oblasti, v nichz je velmi obtizné, ptipadné zcela nemozné, objekty kvantifikovat.
Typickymi predstaviteli takovych védnich disciplin jsou napfiklad socialni nebo
I€katské veédy, které ve velké mife pracuji s intuitivné nebo subjektivné chdpanymi
pojmy. Jinou oblasti, ve které se vyuziti takto rozsifenych shlukovacich metod jevi
jako vyhodné, miizu byt i nékteré ryze technické oblasti. V nich by bylo mozné
zjednodusit ptipadny obsahly a komplikovany popis vagn€jsSim popisem.

Na zédkladé tvrzeni a prikladli prezentovanych v mé praci, lze fici, Ze popis
vagnosti pomoci fuzzy mnozin, definovani fuzzy objektl a shlukovani nad takto
definovanymi objekty, je jednim z moznych feSeni probléml z vySe zminénych
oblasti.

Na tomto misté bych se rad zminil o moznostech dalSiho rozvoje. Prvni z nich je
zména nebo zobecnéni popisu objektu, hlavné jeho ,,vagnich“ hodnot. U objektl
popsanych fuzzy mnozinami mizeme vypustit predpoklad konvexnosti
a normalnosti téchto fuzzy mnozin, piipadné lze pouzit i jiny zpusob popisu
,»vagnosti“ nez pomoci fuzzy mnozin.. Druhou moznosti je jiny zplisob definovani
podobnosti a nepodobnosti ,,vagnich* objektti, nez jak je uvedeno v této praci. Jedna
se napiiklad o vyuziti defuzikace bud’ piimo na fuzzy objekty nebo na fuzzy
nepodobnost.

Jinou moznosti zobecnéni shlukovani je ucinit ,,vagnéjsim*“ vysledny pocet
shlukti, naptiklad ve tvaru fuzzy ¢isla. Tento pristup lépe modeluje redlnou situaci,
kdy se Clovek ,,intuitivné” rozhodne, ze vysledkem shlukovani nebude jen jedno
konkrétni rozdéleni mnoziny objektd, ale pfipusti i jiné moznosti s rliznou vahou.

Dalsi zajimavou cestou, jak zobecnit shlukovaci metody, je zavedeni parametru
do shlukovani, a tedy zména shlukii na zdkladé tohoto parametru, napiiklad v
zavislosti na ¢ase. Jednalo by se o dynamické shlukovani. Zpuasobu, jak zavést do
shlukovani parametr, je vice, Ize naptiklad ucinit na parametru zavislymi hodnoty
objektli nebo nepodobnost.
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8 CLUSTERING OF VAGUELY DEFINED OBJECTS

My thesis is concerned with the clustering of objects whose properties cannot be
described by exact data. These can only be described by fuzzy sets or by linguistic
values of previously defined linguistic variables. To cluster these objects we use a
generalization of classic clustering methods in which instead fuzzy similarity (fuzzy
dissimilarity) of objects, rather than similarity or dissimilarity, is used to define the
clustering of fuzzy objects.

In the paper, terms from two fields of mathematics are employed: the theory of
fuzzy sets with the notions of convex and normal fuzzy sets, partial ordering of
fuzzy sets and extension principle and methods and algorithms of clustering.

Base Notions of Classical Clustering

Clustering methods are defined on the basis of dissimilarity of objects and
dissimilarity of clusters. These methods are divided into two basic groups:
hierarchical clustering methods and non-hierarchical clustering methods. More
precissions follow below.

Let us have # objects, each object characterised by m parameters:

0 = {0,..., O0,}, h-th object O;, =(xp1,..., Xpn), Where x,,€ R for he{l,..., n}. It is
possible to define basic matrix of data: X=(x;), ,, where x;€ R and A-th raw is equal
to A-th object O,. Objects can be displayed as points in space R".

There is often used a dissimilarity measure of objects instead of a similarity in
clustering methods. The dissimilarity of objects is indicated d: OxO — R" and it
must satisfy: d(O, O,) =0 O,= 0,

d(Oy, Oy) 20,
d(Oha Os) = d(0s> Oh)
d is often equal to any metric on R" in real situations.

We try to divide objects into clusters. We call cluster such subset 4 of set O, that

satisfies max d(O;, 0))< min d(Oy, O))
0;.0,e4 0,€4,0,¢4

Let us assume we want to divide set of objects O to ¢ clusters, where 1< ¢ < n.
The set of clusters we indicate S = {Si,..., S.} < P(0), S; < O and satisfies:

US, =0,5,1S=0 fori#jand FcS,cOVi=1,.,c.
k=1

This can be written in dual representation, too:
Let us define matrix U = (u;),,, , where u; = u(0,) = 1, if O; €S,
and U= UI(OJ) = 0, lfOJ %Sl
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Then we demand ) u; =1 and 0< ) u; <n.
i=1 Jj=1
Let us indicate M, the set of all c-analysis, satisfying following rules:

M~{UEeV,, uze{0,1} Vi, j; D u; =1 Vj; 0< Y u,; <n Vi},
i=1 =1
where V., is a vector space of dimension cn.

The dissimilarity of clusters D can be defined on the base of dissimilarity of
objects d. Let us have clusters A={A4,,..., 4;}, B={B,,..., B;}, where 4; €0 Vi=1,...,k,
and B; €0 Vj =1,..., t. D must satisfy following conditions:

D(A,A)=0,
D(A,B) >0,
D(A,B)=D(B, A).
Most often used method to define the dissimilarity of clusters is the nearest
neighbour method: D(A,B)= min {d(4, B)}

A;ed,B;eB

Clustering methods are defined on the base of dissimilarity of objects and
dissimilarity of clusters. Our attention trains upon non-hierarchical optimization
method and its” generalization fuzzy non-hierarchical optimization method defined
by J. C. Bezdek [5]. For more details about the methods of clustering, see [1, 2, 6, 8,
9,13, 16, 18, 21] and fuzzy clustering see [3, 4, 5, 12, 19].

The insufficiency of classical clustering

Objects clustered by of classical clustering methods are described by means of
signs. Signs of objects can be of three fundamental types: quantitative, qualitative
and binary. An object may also contain a combination of these types.

In practice, we often meet with objects that cannot be described by the above-
mentioned types of signs. Such an object contains signs with values that cannot be
defined precisely (i.e. there exists a sign of the object that may assume several
values at the same time or, for a given sign, there exists "uncertainty" in representing
the values of this sign). Then, the classical clustering cannot be applied directly to
such types of objects. It is useful to include these objects in the clustering process,
too. We use fuzzy sets to describe the "uncertainty". Objects defined this way are
called fuzzy objects.

The aim of thesis

My aim is to set up a clustering algorithm that approximates human activities in
the maximum possible way. This means that the clustering of objects is described by
fuzzy sets - fuzzy objects. In this case, generalized standard clustering methods are
used. Fuzzy similarity is introduced, rather than dissimilarity, and, using this notion,
the clustering of the above fuzzy objects is defined.
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Fuzzy objects

Definition of fuzzy objects

Let U, j=1,..., m be universal sets and let fx; = (U, /), j=1,..., m be normal and
convex fuzzy sets over universal sets U;. The values of the membership function £/,
are in the lattice L=({0, 1), min, max, 0, 1). We call the m-tuple fO = (fx,, fxs,..., X
a fuzzy object over universal sets Uj, U,,..., U,, and we call fx; = (U,, &) the j-th
sign of fuzzy object fO. We denote the class of all fuzzy objects over universal sets
U,, U,,..., U, by FO(U,, U,,..., U,).

We shall denote the set of n fuzzy objects by: fO =(fO, fO,,..., fO,) and the A-

th ﬁlZZ}’ object is defined as: th = (]5(?/,,1, ﬁc e eees ﬁchm) where ,thk = (Uk, IL{th)
h=1,...,n, k=1,...,m are normal and convex fuzzy sets.

Definition of the dissimilarity of fuzzy objects
Let fO, = (FX15---» fXpm) and fO; = (fx1,..., fXsm) be fuzzy objects. We shall call the
mapping fd: FO(U,,U,,...,U,)xFO(U,,U,,...,U,,) —> F(R) that satisfies
0 c 1d(fO,, 1O,),
fd(fO,, fO;) > 0,
fd(f0,, fO;) = 1d(10;, 1O,),
where 0={(0, 1)} and < is a partial ordering on the set of fuzzy sets F(R) a fuzzy
dissimilarity of the fuzzy objects. fd(fO,, fO,) = (R, 1}, is a fuzzy set over the
universal set R.

Definition of the dissimilarity of clusters of fuzzy objects
Let us have clusters A = { 4,..., 4x}, B = { By,..., B;}, where 4; a B; are fuzzy
objects for i=1,..., ka j=l,..., t. Fuzzy dissimilarity of clusters fD must satisfy these
conditions: 0c fD(A, A),
fD(A, B) > 0,
fD(A, B) =fD(B, A),
where 0={(0, 1)} and < is a partial ordering on the set of fuzzy sets F(R).

There are more ways of defining the dissimilarity of fuzzy objects.

Definition of dissimilarity of fuzzy objects by fuzzy regulator

Using the fuzzy regulator we define the dissimilarity of fuzzy objects. We call this
fuzzy regulator fuzzy similarity regulator. We mean regulator of type P: u = R(e),
where the value of output depends only on value of input.

Let fO,, fO; be fuzzy objects. We define fuzzy similarity regulator in form:
Input variables are in form: (£, 2,..., Z,, Z, 2Z,,..., Z,), where Z; = (Z,, T(Z)), U;, G,
M;), j=1,...,m are inputs.
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Output variable is in form: V = (V, T(V), U, G, M), where T(V) = {vi, v}
vy is dissimilar, v,-similarity, ', = M(v,), V= M(v,) and these two linguistic values
satisty: V| < V,, where < is partial ordering on the class of all fuzzy sets on V.

We define the rules of two types for such a fuzzy regulator.

R'=ifz,is z, , and zjis 7, ,thenv=v, ;VZ7, € T(Zj), Vjel,..,m;

where z;, z; €U;and veU.

W' =ifzyis 7, , and z;is 7 ,thenv=v, ;VZ, 7! e T(Z;), Z, ,#Z] ,
Vjel,...,m, where z;;, z; €eU;and ve U.

Such defined regulator is called fuzzy similarity regulator and we sign it FPR. The

input into regulator will be a couple of fuzzy objects: (fOy, fO; ) = (FXntse-os [Xhms
fXs1seees Xsm) and let FPR (fO,, fOy ) be reaction FPR on input (fO,, fO;).

Definition
Let U c R, Then let us define fuzzy dissimilarity of fuzzy objects in form:
fd(fO,, O, =1 — FPR(fO,, fO; ), where 1 = {(1,1)}.

Theorem
The dissimilarity of fuzzy objects fd(fO,, fO; ) = 1 — FPR(fO,, fO, ) satisfies the
rules for fuzzy dissimilarity in form:
1) ££°,(0) = Hgt(fd(fO,, fO,)).
2) 1d(10,, fOy) 2 0,
3) fd(fO,, fO,) = 1d(fO,, 1O),
where 0={(0, 1)} and < is a partial ordering on the set of fuzzy sets F(R).

Definition of dissimilarity of fuzzy objects by extension principle

Definition
Let fO, = (Fxntse-s fXnm), fO=(fXs15-.., fXen) be fuzzy objects. Then we define the
fuzzy dissimilarity fd: FO(U,,U,,...,U,)xFO(U,,U,,...,U,) — F(R) of fuzzy objects
10, fO, by the relation: fd(fO,, 1O,) = (R, 1)) where
@)= sup  {min{ g5 Genseees Ln(omm)s H51Gs1)sener HsmXsm)} ),

2=d(0,.0,)

= 0 otherwise,
Vh,s =1,2,..., n and d(Oy, Oy), Oy= (Xn15e-es Xim)s Os= (Xs15..., Xg) 18 @ dissimilarity of
classical objects.

Theorem
Let d be dissimilarity of classical objects. Then fd satisfies conditions of
dissimilarity of fuzzy objects in form:

1) 0 - fd(th,th),
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2) fd(f0,, fO;) 2 0,
3) £d(fOy, 1O;) = £d(fO;, fO)).

Definition of dissimilarity using the search of items in fuzzy
database

Searching in fuzzy database, items of this database and demand can be considered
fuzzy objects. Scanning fuzzy database we compare demand with items and select
such of them, that matches demand as much as possible. This match can be defined
different ways.

Let us indicate D=(d,,..., d,,) the demand and P=(p;,..., p,,) any item of database,
S(P, D) the match of demand D and item P. Then S(P, D) can be defined for instance

S(P, D) = min (V,;.w;), where V; is the result of comparing i-th sign of demand D

=1,...m
and i-th sign of item P: V,(P, D) = Hgt(d; np;) and w; € (0, 1) is the weight of sign i.
S(P,D) means similarity of a demand and an item. Because the demand and the item
are interpreted like fuzzy objects, S(P,D) defines the similarity of fuzzy objects.
Then this way defined similarity can be considered the fuzzy similarity of fuzzy
objects.

Definition
Let P, D be fuzzy objects. Then we define dissimilarity of fuzzy objects P and D
in form: fd(P, D)=1-S(P, D).

Theorem
The dissimilarity of fuzzy objects fd(P, D) = 1 — S(P, D) satisfies conditions of
dissimilarity of fuzzy objects in form:
1) fd(P,P)=0,
2)fd(P,D) >0,
3) fd(P, D) =1fd(D, P).

Clustering of fuzzy objects

With the dissimilarity of fuzzy objects and clusters defined, we can now proceed
to methods that divide the set of fuzzy objects fO into clusters. For classical objects,
there is a large number of such methods. For fuzzy objects, we shall focus on two
major types: hierarchical and non-hierarchical methods. These types of methods
are based on the dissimilarity of objects and dissimilarity of clusters. For fuzzy
objects, the algorithm of these methods remains the same but we use fuzzy
dissimilarity of fuzzy objects, rather than dissimilarity of objects, and fuzzy
dissimilarity of clusters, rather than dissimilarity of clusters. In addition to this, in
classical clustering methods, the dissimilarities are compared and, on the basis of
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this comparison, the least dissimilarities are selected. For fuzzy objects, the
dissimilarities are fuzzy sets above the universal set R, and thus we must use the
comparison of fuzzy sets to compare dissimilarities. The result of clustering of fuzzy
objects will be of a form similar to the clustering of classical objects where the
membership in a cluster of a fuzzy objects is an element of the set {0, 1}.

Generalization of fuzzy clustering for fuzzy objects

Definition

Let us have n fuzzy objects fO = {fO,..., fO,}, h-th object fO, = (fXn1-r fXim),
where fx,. = (R, £/},;) is a normal and convex fuzzy set for all 2 =1,2,..., n and k =
1,2,....m. Instead of matrix of fuzzy-c-partitions (Ue Mg for classical objects) we
define matrix of fuzzy c-partitions for fuzzy objects in form: fU = (fu;).,, where
fu; is a convex and normal fuzzy set describing the membership of object fO; into
cluster S;. fu; = (€0,1), ,L/u[j) Vi=1,2,....c, j=1,2,..., n. We indicate FO(My,) set of all
fuzzy-c-partitions of fuzzy objects. Then we require validity Vi=1,2,....c,
Vi=1,2,..., n:

0<fu;<1,

1 gzc:fuij ,
i=1

n
0< quy <n,
=1

where 0= {(0, 1)}, 1={(1, 1)}, n={(n, 1)} and <, < are comparisons of fuzzy sets.

Let us indicate (FO(R™))" set of all c-tuples fv =(fvy,..., v.), tv; =(FVi1y.es im),
fva = (R, t'i) is then fuzzy centroid of cluster S;.
We define function fJ: FO(M) x(FO(R™))" — F(R) in form:
I, (fU,fv) = (R, 1), where

/uﬂ(z) = Sup min {/ijk(xjk)’ /uulj(ulj)’ /uv[k(vik)’ i=1a-°-aC;j=13'“an; kzla-“’m }a
z=J,(U.v)

where J(U,v) =3 > u (a’l.j)2 and U=(u;)eMy, d; = d(O;, v)) is any inner product

j=li=1
induced dissimilarity of object O; and the centroid of clusters S; ( d; = d(O;, v;)=
=(O~Vv;, O~v;)) and q is the weight parameter: ge (1, ©).

We seek the minimum fJ (fU,fv) above FOM;)x(FOR™))". We search this
minimum using iterative method.

Using the algorithm of fuzzy clustering, we get, an analysis of fuzzy objects

into clusters, where the membership of fuzzy object into cluster will be described by
means of fuzzy set above universal set (0,1).
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